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Resumo

Neste trabalho, investigamos diferentes sistemas complexos empregando métodos de Fisica
Estatistica combinados com técnicas de Ciéncia de Dados. Na maioria dos estudos apresen-
tados, utilizamos duas medidas de complexidade: a entropia e a complexidade estatistica de
permutacao. Técnicas de aprendizado de méaquina sao combinadas a essas quantidades para
extrair propriedades emergentes, tendéncias e padroes que resultam das interacoes entre os
elementos individuais do sistema. Em particular, utilizamos imagens de obras de arte de
uma grande base de dados para quantificar conceitos qualitativos propostos por historiadores
da arte e discriminar entre periodos da arte e estilos diferentes. Em outro estudo, propomos
duas abordagens para extrair propriedades fisicas de cristais liquidos diretamente a partir
das imagens das texturas desses materiais. Finalmente, em um tltimo estudo, investigamos
a hipotese de mercado eficiente no mercado de criptomoedas e no mercado de agoes. Nossos
resultados demonstram que abordagens simples inspiradas na Fisica podem ser combinadas
com ferramentas da Ciéncia de Dados para investigar uma grande variedade de disciplinas,

incluindo Fisica experimental, Historia da Arte e Economia.

Palavras-chave: Sistemas complexos. Ciéncia de Dados. Aprendizagem de méquina.
Entropia. Complexidade. Histéria da Arte. Cristais liquidos. Criptomoedas. Mercado de

acoes.



Abstract

In this work, we investigate different complex systems by employing concepts from Statistical
Physics combined with Data Science techniques. In the majority of the studies presented
here, we rely on two complexity measures, namely, permutation entropy and statistical com-
plexity. Machine learning techniques are employed in combination with these quantitites to
extract emergent properties, trends and patterns, which results from the interactions among
the individual elements of the system. In particular, by using digital images of artworks from
a large database, we quantify qualitative concepts proposed by art historians and discrimi-
nate among different art periods and styles. In another study, we propose two approaches
to extract physical properties of liquid crystals directly from texture images of these materi-
als. Finally, in a last study, we probe the efficient market hypothesis on the cryptocurrency
market and on the stock market. Our results thus demonstrate that physics-inspired appro-
aches can be successfully combined with Data Science tools for investigating a wide range of

disciplines, including experimental physics, art history and economics.

Keywords: Complex systems. Data Science. Machine learning. Entropy. Complexity.
History of Art. Liquid crystals. Cryptocurrencies. Stock market.
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Introducdo

O termo “big data” tem se destacado cada vez mais desde o seu surgimento nos anos
1990 [1]. Da maneira como foi concebida, essa expressao era utilizada para denominar
conjuntos de dados extremamente grandes, que surgiam devido ao rapido e amplo desen-
volvimento tecnolégico observado ao longo desse mesmo periodo. Atualmente, é fato que
dispomos de um gigantesco volume de dados, das mais variadas naturezas, sobre os mais di-
versos sistemas e, principalmente, em um grau de detalhe impressionante e até inimaginavel
poucas décadas atras. Por dados, entendemos qualquer tipo de informacao mensuravel ou
descritiva sobre um objeto, sistema ou situacao. Esses dados tém as mais diversas origens,
incluindo informagoes registradas por sensores, transacoes de compras, aparelhos celulares,
publicagoes nas redes sociais, imagens digitais e até interagoes sociais, sejam elas de natureza
humana ou animal. Para fornecer uma nocao do volume de dados que produzimos e da taxa
impressionante com que esse volume cresce, evidenciamos dois ntimeros que se destacam.
Estimativas revelam que, todos os dias, sao criados 2,5 quintilhoes de bytes de dados no
mundo [2] e, além disso, 90% de todos os dados disponiveis atualmente foram produzidos
somente ao longo dos ultimos dois anos [3].

Muitos afirmam que as revolugoes na ciéncia tendem a ser precedidas por revolugoes
na medi¢ao [4]. Da mesma maneira que a inven¢ao do microscopio viabilizou importantes
avancos cientificos em diversas direcoes, a capacidade de produzir e analisar dados na era do
big data, permitiu a ciéncia estudar varios sistemas em um nivel mais geral. Um exemplo
¢ o estudo do comportamento humano, o qual hoje pode ser realizado com grande grau de
detalhe em toda uma populagao. Junto com essa revolucao do big data, veio a necessidade de
profissionais com as habilidades e a expertise para transformar esses dados em informagoes
de valor: o chamado cientista de dados.

De acordo com o LinkedIn, essa carreira aparece no ranking das posi¢oes mais emergentes

nos Estados Unidos por trés anos consecutivos (2018-2020), com uma taxa de crescimento
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anual média de 35% [5]. No Brasil, além de também figurar no ranking das posi¢oes mais
emergentes, essa taxa de crescimento anual da oferta de vagas para cientistas de dados chega
a 78% [6]. Esse profissional tem como objetivo organizar e analisar esses grandes conjuntos
de dados, produzindo insights importantes sobre as mais diversas questoes. Muitos desses
problemas, por sua vez, sao extremamente criticos e balizam decisoes de grande impacto
como a cria¢ao e o aprimoramento de politicas governamentais, as quais, geralmente, afetam
grande parte da populagao.

A capacidade de analisar sistemas que, por vezes, jamais haviam sido estudados em larga
escala, fez surgir novas areas de pesquisa e da ciéncia. Dentre os diversos exemplos podemos
citar: econofisica [7], estudo do comportamento coletivo de animais [8] e das mudangas
climéticas globais [9], bem como a sociofisica [10]. Um fato que corrobora a expansao desse
campo fértil de pesquisa envolvendo grandes bases de dados é a publicacao frequente desses
estudos nas mais renomadas revistas cientificas. Estudos sobre o espalhamento de virus e
epidemias [11-13|, monitoramento do meio ambiente [14], quantificagdo da reputacdo nas
artes visuais [15], mapeamento do funcionamento do governo em nivel estadual [16] e a
identificagao de tipos de personalidade humana [17]| sao apenas alguns exemplos recentes da
diversidade de questoes que estao sendo abordadas.

Esses estudos tém em comum a busca por padroes, tendéncias e associagoes que resultam
das interagoes e relacoes entre as componentes individuais do conjunto de dados. Revelar
essas propriedades emergentes é um dos principais propositos da Fisica de Sistemas Comple-
xo0s e o foco dos estudos desenvolvidos em nosso grupo de pesquisa (complex.pfi.uem.
br) [18-27]. De fato, o framework teorico da Fisica de Sistemas Complexos, com suas abor-
dagens e metodologias, é bastante adequado para modelar como os elementos de um conjunto
de dados interagem e influenciam uns aos outros. Portanto, percebemos que os objetivos da
Ciéncia de Dados e do estudo de sistemas complexos sao amplamente convergentes. Embora
os conjuntos de dados relacionados a investigagoes em sistemas complexos muitas vezes nao
sejam estritamente classificados como “big data”, uma abordagem tradicional certamente
nao seria viavel ou nem mesmo possivel na maioria dos casos.

Nesse sentido, essa tese apresenta alguns estudos sobre sistemas complexos que empre-
gam conceitos de Fisica Estatistica combinados com técnicas de Ciéncia de Dados. Inici-
amos nossa apresentacao no capitulo 1 descrevendo os métodos que fundamentam todas
as nossas analises. Como o leitor ird notar, esse trabalho tem por esséncia o uso de duas
medidas de complexidade: a entropia de permutacgao [28] e a complexidade estatistica de
permutacao [29,30]. Juntamente com essas medidas, combinamos técnicas de aprendizagem
estatistica [31] para investigar comportamentos coletivos e emergentes de quatro sistemas
complexos. No capitulo 2, apresentamos os resultados de um estudo em que utilizamos ima-
gens de obras de arte para quantificar conceitos qualitativos da historia da arte [32]. No

capitulo 3, propomos duas abordagens para extrair propriedades fisicas de cristais liquidos
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a partir das imagens de suas texturas [33,34]. A primeira, utiliza as medidas de comple-
xidade combinadas com métodos de aprendizagem estatistica. Ja a segunda abordagem,
emprega métodos de aprendizagem de maquina — redes convolucionais neurais — diretamente
nas imagens das texturas desses materiais. No capitulo 4, investigamos aspectos da teoria do
mercado eficiente ao quantificar a eficiéncia dos mercados de criptomoedas [35] e de agdes [36]
por meio de suas séries financeiras. Por fim, apresentamos nossas conclusoes e perspectivas

para trabalhos futuros.
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CAPITULO 1

Métodos estatisticos para analise de dados

Neste capitulo, apresentamos os métodos que foram utilizados ao longo do desenvolvi-
mento desse trabalho visando identificar padroes em sistemas complexos. Iniciamos essa
apresentacao descrevendo duas medidas de complexidade estatistica conhecidas como en-
tropia de permutagao e complexidade estatistica de permutacgao [28-30,37]. Em seguida,
discutimos alguns conceitos relacionados aos métodos de aprendizado de maquina (machine

learning).

1.1 A entropia de permutacao e a abordagem de Bandt

e Pompe

A entropia de permutagdo é um método proposto por Bandt e Pompe [28] que visa,
fundamentalmente, encontrar uma medida de complexidade “natural” para séries temporais
arbitrarias. O problema, segundo argumentam, é que existem varias medidas e significa-
dos diferentes para o conceito de complexidade que permitem comparar séries temporais e
distingui-las entre diversas caracteristicas, por exemplo, entre regular e cadtica. Entretanto,
a maioria dessas medidas nao pode ser aplicada para uma série temporal arbitraria, ou seja,
cada tipo de série demanda um algoritmo especifico para extrair a medida de complexidade
em questao. Essa, por sua vez, usualmente depende de parametros especificos e ajusta-
veis, impossibilitando que resultados sejam obtidos sem o conhecimento de pormenores dos
métodos e dificultando a reprodutibilidade cientifica ainda mais [38-41].

A fim de encontrar uma medida de complexidade que possa ser aplicada a qualquer

série temporal e que seja também robusta, simples e computacionalmente rapida, Bandt
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e Pompe [28] propuseram uma medida de complexidade estatistica para séries temporais
chamada entropia de permutagao.
Antes de definirmos formalmente essa medida, vamos ilustri-la por meio de um exemplo.

Para isso, consideramos uma série com n = 7 termos definida por
x=1{4,7,9,10,6, 11, 3}.

Vamos, inicialmente, particionar essa série em parcelas superpostas de tamanho d = 2, sendo
d o tamanho da particao que é usualmente conhecido como embedding dimension. Podemos

representar essas (n —d + 1) = 6 parti¢oes pelos seguintes vetores:

(2) = (4,7),
(3) = (7,9),
(4) = (9,10),
(5) = (10,6),
(6) = (6,11),
(7) = (11, 3).

Em seguida, vamos analisar a ordem entre os elementos desses vetores, obtendo os dois

grupos listados no quadro abaixo:

permutacao “01” | permutacao “10”
(2) = (4,7) (5) = (10,6)
(?) = (7,9) (7)=(11,3)
(4) = (9,10)

(6) = (6,11)

No primeiro grupo, temos os vetores cuja primeira componente ¢ menor que a segunda
(permutagao “017”). Ja no outro grupo, a primeira componente é maior que a segunda (per-
mutagao “10”). Para representar essas duas condigoes, utilizamos os simbolos “01” quando
a ordem é crescente e “10” quando ela é decrescente. Assim, nesse exemplo, temos quatro
pares do tipo “01” e dois do tipo “10”. Logo, para essa série, podemos definir a probabilidade
de encontrar vetores do tipo “01” como p(“01”) = 4/6 e do tipo “10” como p(“10”) = 2/6.

A entropia de permutacao para essa série é, simplesmente, a entropia de Shannon [42]
calculada para essas probabilidades. Notamos que o termo “permutagao” diz respeito ao
método de simboliza¢do proposto por Bandt e Pompe [28| para obter a distribuicao de

probabilidade relacionada aos estados acessiveis do sistema em questao. Lembrando que a
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entropia de Shannon associada a uma distribui¢ao de probabilidades {p1, p2, ..., pm} ¢!

—> pilogp, (1.1)
i=1

escrevemos a entropia de permutagao como

4 4 2 2
=—-=1 -] —=1 — | ~ 0,918. 1.2
S 5 log <6>  log (6) 0,918 (1.2)

Do mesmo modo que a entropia de Shannon é uma medida do “grau de desordem” de
um sistema, a entropia de permutagao mede a “desordem” na ocorréncia dos padroes “01”
e “10” ao longo da série que estamos investigando, ou seja, ela quantifica a dinamica de
ordenamento de pares consecutivos de elementos da série.

Uma outra possibilidade é tomar partigoes de tamanho d = 3. Nesse caso, obtemos os

seguintes (n — d + 1) = 5 vetores:

(3) = (4,7,9),
(4) = (7,9,10),
(5) = (9,10,6),
(6) = (10,6,11),
(7) = (6,11,3),
os quais podem ser agrupados em 3! = 6 categorias associadas ao ordenamento de seus

elementos. Em particular, os vetores (§) e (ZI) sao representados pela permutacao “012”, ja
que seus elementos estao na ordem crescente. Os vetores (5) e (7) correspondem a permutagao
“2017, pois ay < ag < aq, se for utilizada a notagao (ag, a1, az) para representar cada partigao.
Ja o vetor (6) é representado pela permutacao “102” porque a; < ag < as. Observamos que
para d = 3, das 6 permutacoes possiveis, apenas trés estao presentes no exemplo em questao,

conduzindo as seguintes probabilidades:

p(“0127) = 0,4,
p(“0217) = 0,
p(“1027) = 0,2,
p(“120”) = 0,
p(“2017) = 0,4,
p(“210”) = 0,

em que p(m;) representa a probabilidade de ocorréncia da permutagao ;. Dessa forma, a

! Ao longo desse texto, vamos considerar o logaritmo na base e para o calculo da entropia e a constante
multiplicativa como sendo unitaria, isto é, k = 1 em S = —k Z;il pilog p;. Essa escolha nao acarreta em
perda de generalidade, pois usaremos a versao normalizada da entropia, como na equagao 1.11.
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entropia de permutacao para d = 3 ¢é

2 2\ 1 1
= 2(Z)log(Z) = Zlog (=) ~1,522. 1.

[lustrada a técnica proposta por Bandt e Pompe via um exemplo, vamos agora apresenta-
la formalmente. Para isso, consideramos uma série temporal genérica composta de n ele-

mentos e representada por

{1’1, To,. .. 7xn} = {It}t:1,2,...,n- (14)

Tomamos particoes de tamanho d nessa série, as quais sao representadas pelos vetores

(g) = (xs—(d—l)a Ls—(d—2)s -+ sLs—1, xs)a (15)

com s = d,d+ 1,...,n. Para cada um desses (n — d + 1) vetores, estudamos todas as d!
permutacgoes 7; de ordem d, que sao entendidas como as possiveis maneiras de ordenamento
entre d simbolos, isto é, as possiveis permutagoes do vetor (0,1,...,d — 1). Em seguida,
determinamos a frequéncia relativa (probabilidade de ocorréncia) de cada uma dessas d!
permutacoes, representada por

_ #{sls< (n—d+1); (5) do tipo m}

p(mi) = S : (1.6)

na qual o simbolo # refere-se a cardinalidade do conjunto, ou seja, o nimero de ocorréncias
da permutagao ;. Com isso, temos o conjunto das probabilidades P = {p(m;) }iz12,. a que
¢ utilizado para determinar a entropia de permutagao de ordem d associada a série temporal

{xt}t:1,2,...,n7 isto é7

SIP] = =" plm) logp(m). (L.7)

Vemos que o tnico parametro usado para determinar a entropia de permutacao ¢ a
embedding dimension d. Esse parametro tem grande importancia, ja que d! representa o
nimero de estados acessiveis ao sistema. Em seu trabalho, Bandt e Pompe recomendam
que d = (3,...,7) para a maior parte das aplicagdes com séries empiricas, pois para que a
estimativa de P seja estatisticamente confidvel, a relacao d! < n deve ser satisfeita.

Em posse da definicao dada pela equacao 1.7, podemos calcular a entropia de permutagao

normalizada

S[P]
Smaa:7

na qual S,,., representa o valor maximo da entropia de Shannon que é obtido ao conside-

H[P] = (1.8)

rarmos que todos os estados acessiveis ao sistema sao equiprovaveis. Qualitativamente isso
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significa que nosso conhecimento sobre qual estado o sistema sera encontrado é minimo, por-
tanto, a entropia, que nesse contexto é interpretada como a ignorancia, ¢ maxima. De fato,
podemos mostrar que a distribuicao de probabilidade “menos informativa” e que maximiza

a entropia é a distribui¢ao uniforme

Po={p(m)=1/d,i=1,....d}, (1.9)

conduzindo ao valor

Siaz = S[P.] = logd!. (1.10)
Usando esse resultado, a entropia de permutacao normalizada ¢é escrita como

SR _ S1P)

H[P] = =2
Pl=5 - log d!

(1.11)
Observamos que ap6s a normalizagao, os valores da entropia H ficam limitados ao intervalo
0 < H[P] < 1, no qual o limite inferior, H[P] = 0, é obtido quando a série é completamente
regular. Ja o caso H[P] = 1 ocorre para uma série completamente aleatoria, na qual todas

as d! permutacoes possiveis sao equiprovaveis.

1.2 Outras medidas de complexidade estatistica

A entropia de permutagao proposta por Bandt e Pompe é uma medida de complexidade
muito util para capturar informacoes a respeito da dinamica de sistemas complexos. Po-
rém, ela nao é suficiente para capturar uma nog¢ao mais intuitiva de complexidade. Como
exemplo dessa limitagao, consideramos dois sistemas fisicos tipicos: o cristal perfeito e o gés
ideal. Tais sistemas sao bem descritos por modelos tedricos e apresentam leis empiricas bem
estabelecidas. Do ponto de vista macroscopico, sao amplamente previsiveis e, portanto, sao
sistemas de baixa complexidade. Entretanto, do ponto de vista da entropia eles represen-
tam situagoes extremas e completamente opostas. O cristal é altamente regular/ordenado e
tem entropia baixa. Ja o gas ideal é completamente desordenado e caracterizado por uma
entropia alta.

Esperamos encontrar uma medida de complexidade estatistica que satisfaca as nocoes
intuitivas apontadas anteriormente. Essa medida pode ser obtida levando em conta o que
Lopez-Ruiz et al. [29] definem como “desequilibrio” D, o qual é fundamentalmente uma
medida da distancia entre a distribuicao equiprovavel e a distribui¢ao de probabilidade dos
estados acessiveis ao sistema. Qualitativamente, esse “desequilibrio” faz alusao a existéncia de
uma hierarquia entre as probabilidades do sistema. No caso de existirem estados privilegiados
ou mais provaveis dentre os acessiveis, D sera diferente de zero.

A titulo de ilustracao, no caso do cristal perfeito, no qual os atomos estao completa-
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mente ordenados, a distribuicao de probabilidade dos estados acessiveis estéd centrada em
torno de um tnico estado devido a simetria. Nesse caso, observamos uma hierarquia clara
e, ao calcularmos o “desequilibrio,” obtemos um valor maximo. Ja no caso de um gas ideal,
o sistema pode ser encontrado em qualquer um dos estados acessiveis com a mesma proba-
bilidade. Assim, o desequilibrio é minimo, indicando a auséncia de uma hierarquia entre as
probabilidades, ou seja, todas tém o mesmo peso com relagao ao possivel estado em que o
sistema pode ser encontrado.

Dessa forma, observando a figura 1.1, percebemos que, sozinhas, as medidas de entropia
e desequilibrio nao sao capazes de quantificar a ideia intuitiva de complexidade estatistica
para o cristal e para o gas ideal. A solugao para esse problema, proposta por Lopez-Ruiz et
al. [29], foi considerar o produto entre a entropia H e o desequilibrio D, uma quantidade que
possui as caracteristicas requeridas anteriormente, ou seja, tende a zero tanto para o cristal

quanto para o gas ideal e é diferente de zero para outros sistemas.

A
ENTROPIA = H

C = H x D = COMPLEXIDADE

GRANDEZA FiSICA

DESEQUILIBRIO = D

CRISTAL GAs IDEAL>
GRAU DE ORDENAGAO

Figura 1.1: Ilustracao do comportamento intuitivo esperado para as grandezas entropia
H, desequilibrio D e complexidade C' = HD, todas em fun¢ao do grau de ordenacgao do
sistema. No extremo de ordem podemos ter um cristal; ja no extremo de aleatoriedade,
um gas ideal. Notamos que a medida de complexidade estatistica de Lopez-Ruiz et al. [29]
captura a nocao intuitiva de complexidade para os exemplos citados, ou seja, tende a zero
para ambos. Figura adaptada da referéncia [29].

Desse modo, a partir do trabalho desenvolvido por Lopez-Ruiz et al. [29], obtemos uma
medida de complexidade estatistica que, agregada a prescricao de Bandt e Pompe, pode
trazer a tona informagoes sobre a dinamica dos sistemas que nao sao capturadas apenas

por medidas de aleatoriedade/ordem, como a entropia de permutagao. Matematicamente, a
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complexidade proposta por Lopez-Ruiz et al. é definida como

C[P] = H[P]D|P] = —Cy (Zp(m) logp(m-)> (Z (p(m) — %) ) , (1.12)

i=1 i=1

com H[P] sendo a entropia, Cy uma constante de normalizagdo e P = {p(m;)}ic12..4 0
conjunto das probabilidades dos estados acessiveis i ao sistema. Observamos que D[P] é
simplesmente a distancia euclidiana entre a distribuicao de probabilidade do sistema e a
distribuigao equiprovavel (P, = {p(m;) = 1/d!,i=1,...,d'}).

Relembrando dos casos extremos ilustrados anteriormente, vemos que essa medida de
complexidade é plausivel. Para um cristal, o desequilibrio D é grande por causa da presenca
de um estado privilegiado, mas a entropia H é pequena em razao da simetria, entao C' — 0.
Por outro lado, H é grande e o desequilibrio D é minimo para um gas ideal, ja que os estados
sao equiprovaveis, entao C' — 0 da mesma forma.

Na verdade, essa interpretacao intuitiva de complexidade também pode ser obtida por
meio de outras medidas entropicas e de desequilibrio existentes na literatura [43,44|. Além

das ja mencionadas entropia de Shannon [42]

HIP) = =3 plm)log p(r.). (1.13)

e da distancia euclidiana
1\2
DIP| =) (p(m - E) , (1.14)

podemos listar:

e Entropia de Tsallis [45, 46]:
(P = — [1 - ka(m))q] , (1.15)

com ¢ sendo um parametro real.

e Entropia de Rényi [47,48]:

HL[P) = —— log [Z@(m“], (@>0ea#1), (1.16)

11—«

)

com « sendo um parametro real.
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e Distancia de Wooters [49]:
d! 1\ 12
D[P] = cos ™ {Z(p(m))w <E) } (1.17)
e Divergéncia de Jensen-Shannon [50]:

DIP| = Dy{ H[(P + P.)/2] - HIP|/2 — HIP./2}, (118)

com H sendo a entropia de Shannon (equagdo 1.13) e Dy uma constante de normali-

Zagao.

Uma caracteristica importante da medida de complexidade proposta por Lopez-Ruiz et
al. [29] (equacd@o 1.12) é o fato dela ndo ser uma fungdo univoca da entropia [43,51]. Isso
significa que para um dado valor de entropia H existe um intervalo de valores possiveis para
a complexidade C', como podemos observar na figura 1.2. Nessa figura, usamos um exemplo
para ilustrar esse fato. Por simplicidade, consideramos um sistema com apenas 3 estados
acessiveis. Além disso, vamos assumir que a distribuigdo de probabilidade desses estados
seja representada por P = {a,b,1 — (a+b)} com a > 0,b > 0e (a+b) < 1. Nesse caso, a

entropia ¢ dada por
H = —(aloga+blogb+ [1 — (a+ b)]log[l — (a +b)]),

j& o desequilibrio D ¢

1\? 1\? 1\
D= - = b— - 1— b — =] .
(e=3) + (=3) = (n-em=)
Para evidenciar que a correspondéncia entre H e C' nao é um a um, notamos que tomando

P, ={0,79,0,18,0,03} e P, = {0,80,0,16,0,04},

obtemos o mesmo valor de entropia, H ~ 0,600, mas valores diferentes de D e, consequen-
temente, de C. Para D temos 0,324 e 0,334, e para C', 0,1944 e 0,2004, no primeiro e no
segundo caso, respectivamente. Combinando todos os possiveis valores de a e b, podemos

construir o plano complexidade-entropia observado na figura 1.2.

1.3 Plano complexidade-entropia

O fato descrito na figura 1.2 serviu de motivagao para Rosso et al. [30] ao tentar distinguir

entre sinais caoticos e estocasticos. Esses pesquisadores notaram que essa distingao é bastante
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Figura 1.2: Representacao do plano complexidade-entropia ilustrando o fato da complexi-
dade nao ser uma func¢ao univoca da entropia. Tendo como exemplo o valor de H = 0,6
obtido para as duas distribui¢oes P, e P, citadas no texto, observamos que existem varios
valores possiveis de C' ao combinarmos todos os valores de a e b, tais que a >0, b > 0 e
(a+0b) <1

complicada usando apenas a entropia de permutacao. Por conta disso, propuseram o uso
de uma representagao baseada no trabalho de Lopez-Ruiz et al. [29], na qual duas medidas
sao avaliadas: a entropia de permutacao normalizada H e a complexidade C' associada a
divergéncia de Jensen-Shannon (equagao 1.18). Esse diagrama, no qual a entropia é o eixo
horizontal e a complexidade o vertical, foi chamado de complexity-entropy causality plane
(plano complexidade-entropia).

De maneira mais especifica, Rosso et al. [30] usaram a abordagem de Bandt e Pompe
para extrair a distribui¢do dos padroes ordinais P = {p(m;) }i=1,... 4 de vérias séries temporais
simuladas, cuja dindmica é conhecida ser cadtica ou estocastica. Usando essa distribuicao,

eles calcularam a entropia de permutagao normalizada

d!
1
H[P] = “Togd ;p(m)logp(m), (1.19)
e a complexidade estatistica
C|P] = H[P]DI|P], (1.20)
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sendo D[P] o desequilibrio medido pela divergéncia de Jensen-Shannon [50], ou seja,

D[P]:DO{H{PJ;PE] —ng] —H[QPJ}. (1.21)
Hote aue P+P {p(m) + 1/d!} (1.22)
2 2 i1 gl

geeey@

e Dy é uma constante de normalizacao. Essa constante pode ser obtida encontrando a
distribuicao P* que maximiza D via método dos multiplicadores de Lagrange, similar ao caso
de Sye- Entretanto, como D é uma distancia entre P e P,, P* deve ser uma distribuicao
com apenas uma componente diferente de zero, isto é, P* = {d;1}i=1, a. Nesse caso, a

constante D, fica

1/d+1 -
Dy = {_5 (d; log(d!+1)—logd!—210g2)} ) (1.23)

1.4 Generalizacao do plano complexidade-entropia para

sistemas multidimensionais

Percebendo que as medidas de complexidade descritas anteriormente haviam sido apli-
cadas apenas em dados unidimensionais, Ribeiro et al. [37] propuseram uma extensao para
sistemas bidimensionais (ou de dimensao maior) do plano complexidade-entropia.

Seguindo a ideia do inicio desse capitulo, vamos exemplificar a extensao do método pro-
posta por Ribeiro et al. antes de apresenté-la formalmente.

Ao invés de uma série temporal para representar os dados que anteriormente eram unidi-
mensionais, consideramos agora uma matriz bidimensional de tamanho n, x n,. Essa matriz
pode representar uma imagem, na qual cada elemento corresponde a um pizel dessa imagem.

Vamos considerar, por simplicidade, a seguinte matriz de tamanho 3 x 3

S

I
CRINS Bt
0 o
© - o

Analogamente ao vetor § (definido na equagao 1.5), que representa parti¢coes na série
temporal, no caso bidimensional temos matrizes superpostas de tamanho d, xd, (d,d, > 1).

Por exemplo, para d, = d, = 2, obtemos quatro submatrizes associadas & matriz A da forma
ay a
A = 0 @
o ag
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as quais sao:

3 4 4
Alz ) A2: i )
5 6 6 7
5 6 6 7
A3: e A4: .
2 8 8 9

Aplicando o método de Bandt e Pompe, ou seja, associando uma sequéncia de simbolos
a cada padrao ordinal das submatrizes A;, verificamos que A; e A, sao representadas por
“0123”, pois seus valores estao em ordem crescente: ag < a; < as < as. A submatriz A,,
por sua vez, corresponde & sequéncia “0231”, ja que ag < as < a3 < ap. Finalmente, Aj é
associada ao padrao “2013”, pois as < ag < a1 < agz. De posse das permutagoes, calculamos

as probabilidades de ocorréncia p(m;) de cada uma:

p(“01237) = 0,50,
p(“0231") = 0,25,
p(“20137) = 0,25.

Vale notar que de todas as (d,d,)! = 24 permutacOes possiveis, apenas as trés anteriores
surgiram nesse exemplo, as demais sao consideradas com probabilidade de ocorréncia nula.
Usando o conjunto de probabilidades P = {p(7;) }i=1,...,(d.q,)!» Podemos determinar as medi-
das de complexidade estatistica de interesse.

Devemos observar que essa extensao do método nao é mais definida de modo tnico,
pois, ao invés de ordenarmos os elementos linha por linha para obtermos o padrao ordinal
que representa a permutacao m;, poderiamos ordena-los coluna por coluna. Entretanto, o
conjunto P das probabilidades nao mudaria, apenas os “nomes” das permuta¢oes mudariam
entre si. Assim, nao ha perda de generalidade ao assumirmos uma dada ordem para definir
as permutagoes ;. Vale mencionar, ainda, que o procedimento proposto por Ribeiro et al.
também pode ser aplicado em estruturas de dimensao maior do que dois e que recupera o
caso unidimensional se n, =1 e d, = 1.

[ustrada a extensdo do método proposto por Ribeiro et al. [37], vamos defini-la formal-

ivJ=1,...,n .
1 Y de tamanho n, x n,. As submatrizes

mente. Para isso consideremos uma matriz {y] };_;"")

(84, 8y) de tamanho d, x d, (ds,d, > 1), que aqui fazem o papel do vetor (5), sao dadas por

sy—(dy—1) sy—(dy—1) sy—(dy—1) sy—(dy—1)
Se—(dz—1) Se—(de—2) Ysp—1 Yso

ysyfgdyf? ysyfgdyf? syfgdy72) ysyf(dy72)
Sz—(dz—1 Sz—(dz—2 e Sg— Sx

(82, 8y) : : : : , (1.24)

Sy—1 Sy—1 Sy—1 Sy—1

ysz—(dl—l) ysz—(dl—Z) szfl sil

yjil(drn yzil(dfz) e yifj_l Y
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com S, =dy,dy+1,...,n, €5, =d,,d,+1,...,n, Paratodas as (n, —d, +1)(n, —d, +1)

submatrizes, calculamos as permutacoes

T = [(TO, Uo), (7“1,“0)7 Sy (Tdrl, Uo); Sy (7’0, udyfl)y (7"1; Udyq), ) (T'drl), Udyq)], (1-25)

dos simbolos (0,1, ...,d,d, — 1) definidas por

Sy —Udy —1 Sy —Udy —1 < Sy —Udy —1 Sy —Udy —1 <
so=Tap1 = Yspmran S0 S Yspom — Isz—T0 -
Sy —uUQ Sy —UQ Sy —UoQ Sy —UQ
S Yserayr S Yspran = SYsiom = Ysoor -

Lembrando que agora o sistema possui (d,d,)! estados acessiveis, para obtermos a distribui-
cao de probabilidades P = {p(7;)}i1,....d4,a,!, devemos calcular a frequéncia relativa de cada

uma dessas permutacoes 7;, definida por

#{(52,8y)|5z <ny —dy+1es, <n,—d,+1; (s4,s,) € do tipo m;}
(ng —dy +1)(n, —d, +1)

p(m;) = . (1.26)
Analogamente ao caso unidimensional, os Gnicos parametros necessarios para determinar as
probabilidades p(m;) s@o as embedding dimensions d, e d,. Essas, devem seguir a relacdo
(dyd,)! < nyn, para obtermos uma estatistica confiavel.

Finalmente, reescrevendo a entropia de permutacao normalizada no caso bidimensional,

obtemos
S[P] S[P]

Smae 10g[(dyd,)1]’
na qual S[P] é a entropia de Shannon da distribuigdo de probabilidades P (equagao 1.13) e

H[P] =

(1.27)

Smaz = S[P.] = log[(d,d,)!] & obtida no caso da distribui¢do uniforme P..

A complexidade estatistica é definida por
C[P] = D|P]H|[P], (1.28)

sendo o desequilibrio D definido em termos da divergéncia de Jensen-Shannon, ou seja,

D[P]:DO{H{P;Pe] —Hép] —H[Qpe}}, (1.29)

com

Dy = {5 (Yo sl ) 1] - 2hogf ) gl ) | (130

sendo o valor maximo de D[P], obtido quando uma das componentes da distribuigao P é
igual a um e todas as outras sao nulas.

Assim, encerramos a apresentacao da técnica de entropia e complexidade de permutacao.
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Como o leitor ird notar, essas medidas formam a base teérica de quase todos os sistemas
que analisamos nesse trabalho. Em particular, no capitulo 2 utilizamos a versao bidimen-
sional do plano complexidade-entropia para analisar uma grande base de dados de imagens
de pinturas [32]. A mesma técnica foi usada no capitulo 3 para extrair propriedades fisicas
a partir de texturas de cristais liquidos [33|. Por fim, no capitulo 4, empregamos a versao
unidimensional da entropia e complexidade de permutacgao para investigar diversos aspec-
tos sobre a eficiéncia informacional do mercado de criptomoedas [35] e o comportamento
coletivo da eficiéncia de mercados de agoes mundial [36]. Essas aplicagoes ilustram bem a

versatilidade e o potencial dessa abordagem baseada em conceitos de Fisica Estatistica.

1.5 Meétodos de aprendizagem estatistica

Como ja mencionamos na introducao dessa tese, um dos principais objetivos ao estudar
sistemas complexos é identificar comportamentos coletivos emergentes, ou seja, proprieda-
des que surgem apenas a partir da interagao e relacionamento entre as partes individuais
do sistema. Para investigar esses comportamentos coletivos, uma possibilidade é utilizar-
mos métodos de aprendizagem estatistica [31], como regressoes e classificagoes baseadas em
aprendizado de méaquina (machine learning) e agrupamentos hierarquicos.

A ideia de possuir uma maquina que fosse capaz de reproduzir o comportamento inteli-
gente humano define de maneira ampla o campo da inteligéncia artificial. Citando McCarthy;,
o primeiro a utilizar esse termo em 1956, definimos inteligéncia artificial como “a ciéncia e
engenharia de criar maquinas inteligentes, especialmente programas de computador inteli-
gentes” [52] (tradugao livre). Nesse contexto, técnicas de aprendizado de maquina podem ser
entendidas como um subcampo da inteligéncia artificial. O primeiro uso do termo “machine
learning” é atribuido a Samuel [53] em um artigo publicado em 1959, no qual ele verifica
a possibilidade de programar um computador para aprender a jogar o jogo de damas. Foi
por volta desse mesmo periodo que Rosenblatt propos o algoritmo “perceptron” [54], que é
considerado o primeiro uso de redes neurais artificiais para reconhecimento de padroes e
formas.

Apesar desses e de outros desenvolvimentos importantes, foi somente apos o inicio do
século XXI que os métodos de aprendizado de maquina e, particularmente, a classe de
métodos de aprendizado profundo (deep learning) [55-57] comegaram a ser amplamente
empregados em varias areas para lidar com as mais distintas questoes, que incluem auxiliar
em diagnosticos médicos de diversas doengas [58—65|, prever o preco de agdes da bolsa de
valores [66], implementar tarefas de processamento de linguagem natural [67] e de visdo
computacional [57,68,69] e até recomendar possiveis amigos que vocé conhega mas ainda nao
esteja conectado em uma rede social [70]. Essa ampla gama de aplicagoes praticas associada

ao desenvolvimento de novas técnicas e algoritmos, fez com que esses métodos baseados
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em machine learning experimentassem um crescimento vertiginoso em sua popularidade nas
ultimas décadas [71].

De maneira simplificada, ao implementar esses métodos de aprendizagem estatistica, a
maquina “aprende” a partir de dados, ou seja, melhora progressivamente seu desempenho
em uma tarefa especifica, sem que para isso ela seja diretamente programada. Essas tarefas
geralmente estao ligadas a previsdes quando, por exemplo, queremos prever valores futuros
para uma acao baseado em valores passados, ou inferéncias, quando ao invés de prevermos os
valores, estamos interessados em entender como o preco varia em fungao de outras caracteris-
ticas. Uma das grandes vantagens de abordar problemas por meio de métodos baseados em
machine learning é a capacidade que eles possuem para extrair caracteristicas importantes
a partir de conjuntos de dados desordenados e de larga escala. Tarefas desse tipo costu-
mavam ser realizadas manualmente por especialistas, demandando muito tempo e esforco.
Além disso, em muitos casos uma abordagem manual é impossivel de ser realizada devido a
complexidade e tamanho do conjunto de dados.

Existem duas categorias principais nas quais os problemas de aprendizagem estatistica
podem ser classificados: aprendizagem supervisionada e nao supervisionada [31|. Na apren-
dizagem supervisionada, o algoritmo aprende a partir de um conjunto de dados chamado
conjunto de treino, o qual conta com as variaveis de entrada x; e as variaveis resposta y;. O
objetivo, nesse caso, é estimar a funcao f que mapeia as varidaveis de entrada nas variaveis
resposta. Para isso, é como se o procedimento estivesse sendo supervisionado, pois como
sabemos as variaveis resposta, se o algoritmo faz uma previsao errada no conjunto de treino,
ele pode ser corrigido e ter seu desempenho melhorado a cada iteracao. Na aprendizagem nao
supervisionada, por sua vez, temos apenas o conjunto de dados de entrada e nao conhecemos
as variaveis resposta e, portanto, nao podemos treinar um algoritmo. Nesse caso, o objetivo
é encontrar possiveis relagoes e padroes entre os dados, como estruturas de agrupamento
hierarquico de acordo com similaridades extraidas pelo algoritmo.

Uma outra classificacao geral das tarefas de aprendizagem estatistica supervisionadas diz
respeito aos tipos de variaveis resposta, que podem ser quantitativas ou qualitativas [31]. Em
geral, variaveis quantitativas assumem valores numéricos reais, enquanto as qualitativas des-
crevem classes e, por isso, também sao denominadas por variaveis categoricas. Os problemas
de machine learning em que a variavel resposta é quantitativa sao conhecidos por tarefas de
regressao. Quando a variavel resposta é qualitativa, temos uma tarefa de classificacao.

Para ilustrar essas diferentes classificagoes, tomemos como exemplos os estudos que serao
apresentados no capitulo 3. Conforme veremos, na primeira se¢ao propomos uma abordagem
para extrair propriedades fisicas de cristais liquidos a partir da entropia e complexidade de
permutacao calculadas para texturas desses materiais utilizando regressores e classificado-
res. Por exemplo, ao prever a temperatura da amostra (uma grandeza continua), realizamos

uma tarefa de regressao. Por outro lado, para prever o passo de um cristal liquido coles-
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térico dentre um conjunto discreto de passos, efetuamos uma tarefa de classificacao. No
estudo apresentado na segunda secao do capitulo 3, empregamos redes convolucionais neu-
rais profundas para realizar praticamente as mesmas tarefas de regressao e classificacao de
propriedades de cristais liquidos, porém sem a necessidade de extrair caracteristicas (entro-
pia e complexidade de permutagdo) das texturas desses materiais. Percebemos, portanto,
que existe um grande niimero de métodos de aprendizagem estatistica e a decisao sobre qual
deles empregar em um determinado problema é importante e muitas vezes empirica, visto
que nao ha uma regra geral para essa escolha ou métodos que produzam bons resultados
independentemente do conjunto de dados analisado.

Sendo assim, precisamos aferir o desempenho desses diferentes métodos de alguma ma-
neira para encontrar aquele com a maior precisao para o problema em questao. Para isso,

uma medida frequentemente avaliada é o erro quadratico médio EQ M, definido por

n

BQM = 3" (5~ f()) (1.31)

=1

com f representando uma estimativa da funcao que mapeia as variaveis de entrada nas varié-
veis resposta, f (z;) o valor previsto por f e y; o valor verdadeiro para a i-ésima observacao.
Por definicao, essa quantidade serd cada vez menor quanto mais proximas das respostas
verdadeiras forem as respostas previstas. Para um dado valor zy, o erro quadratico mé-
dio pode ser decomposto na soma de trés quantidades: a variancia de f (x0), o quadrado
do viés de f(z0) e a variancia dos termos de erro (também chamada de erro irredutivel).

Matematicamente, escrevemos
E(yo — f(20))? = Var(f(x0)) + [Vies(f(x0)]* + Var(e), (1.32)

na qual E(yo — f (70))? representa o valor esperado para o erro quadratico médio, que pode
ser obtido ao estimar f repetidamente utilizando varios conjuntos de treino e testando cada
fungao estimada em xy. O valor esperado geral para o erro quadratico médio é calculado pela
média de E(yo — f(0))? para todos os possiveis valores de 9. Uma vez que a variancia e o
quadrado do viés de f (x0) s@o positivos por defini¢do, o limite inferior para o valor esperado
do erro quadratico médio é dado pelo erro irredutivel. Em vista disso, para encontrar o valor
minimo dessa quantidade, devemos minimizar tanto o termo da variancia quanto o termo do
viés.

Porém, essa tarefa nao é tao simples, visto que essas quantidades estao intimamente
relacionadas entre si e com a complexidade do método em questao, dando origem ao fenémeno
chamado trade-off entre o viés e a variancia [71]. Os erros decorrentes de variancia estao
relacionados a sensibilidade na estimativa de f em resposta a pequenas flutuacoes no conjunto

de treino, ou seja, se um método possui variancia alta, pequenas mudancas no conjunto de
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treino resultam em estimativas muito diferentes para a funcao f . Geralmente, modelos ou
algoritmos mais complexos costumam apresentar maior varidancia. Os erros decorrentes do
viés, por sua vez, surgem devido as hipoteses simplificadas assumidas pelo método, no sentido
em que ao aproximarmos um problema complexo por um modelo muito mais simples, o viés
na estimativa de f usualmente seréd alto. Os erros de viés sao definidos pela diferenca entre
o valor esperado predito pelo método e o valor correto. Modelos mais complexos usualmente
possuem um viés menor, ou seja, tendem a capturar melhor as relacoes relevantes do conjunto
de dados, no sentido em que sdo mais flexiveis e podem gerar vérias formas para f.

Ainda com relacao & complexidade do modelo, enfatizamos que os erros relacionados a
variancia sao mais proeminentes quando o método é complexo ao ponto de modelar quase
exatamente o conjunto de treino, inclusive o ruido, mas falhar em prever observagoes futuras
utilizando dados ainda nao apresentados ao algoritmo. Esse fato é conhecido por owverfit-
ting [31]. Por outro lado, os erros relacionados ao viés se destacam quando o método nao é
complexo o suficiente para capturar os padroes existentes no conjunto de dados, fato conhe-
cido por underfitting [31]. Portanto, existe um trade-off entre minimizar o viés e a variancia
com relagao a complexidade do método, de modo que a complexidade ideal é aquela que
evita ao méaximo tanto a ocorréncia de overfitting quanto de underfitting.

Na prética, ¢ comum utilizar métodos de reamostragem para avaliar esse trade-off e de-
terminar o melhor modelo com seus parametros 6timos que minimizam o erro. Dentre os
principais métodos com essa finalidade, temos a abordagem de validagao cruzada [31] de n
camadas. De modo geral, esses métodos de reamostragem utilizam amostras do conjunto de
dados e ajustam o modelo para cada uma, a fim de obter mais informagoes sobre o método.
No caso do método de validagao cruzada de n camadas, primeiro dividimos aleatoriamente o
conjunto de dados em n partes com aproximadamente o mesmo tamanho. Em seguida, uma
das partes é separada como conjunto de teste e as (n — 1) partes restantes sdo utilizadas
para treinar o algoritmo. Esse procedimento é repetido até que todas as partes tenham sido
utilizadas como conjunto de teste. A precisao obtida a partir do conjunto de treino é o score
de treino e a precisao obtida a partir do conjunto de teste é o score de validacao cruzada
ou score de teste. Ao fim, calculamos médias e intervalos de confianca para essas quantida-
des usando as n estimativas obtidas. Graficos desses scores em funcao dos parametros do
modelo sao conhecidos por curvas de validacao. Por outro lado, as curvas de aprendizagem
indicam a dependéncia desses scores com o tamanho do conjunto de treino. Essa tltima
questao também ¢é relevante, visto que conjuntos de treino muito pequenos podem nao ser
suficientes para ajustar corretamente o modelo, enquanto dados que nao sejam necessarios
podem introduzir ruido ao modelo. Tanto as curvas de validacao quando as de aprendizagem
sao ferramentas importantes para avaliar a qualidade do modelo e, por isso, sdo estimadas
em analises nas quais aplicamos métodos de aprendizagem estatistica.

Para ilustrar o procedimento de um desses métodos de aprendizagem estatistica, vamos
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Figura 1.3: Exemplo de aplicagao do algoritmo k-vizinhos mais proximos em uma tarefa de
classificagao. A classe da observagao representada no centro da figura é determinada com
base na classe mais frequente dos k-vizinhos mais proximos. Para k=3, nos limitamos
a observar os trés primeiros vizinhos, que sao delimitados pela circunferéncia tracejada
interna. Nesse caso, temos dois triangulos e um quadrado, portanto, a nova observacao
seria um triangulo. Ja se k for igual a 5, devemos analisar para os 5 primeiros vizinhos
delimitados pela circunferéncia tracejada externa. Nesse caso, temos trés quadrados e
dois tridngulos, e a nova observagao seria classificada como um quadrado.

apresentar o algoritmo conhecido por k-vizinhos mais proximos [72]. Esse método pode ser
aplicado em problemas de regressao e classificacao e, além de ser um dos métodos de apren-
dizagem estatistica mais simples, uma de suas vantagens é possuir apenas um parametro:
o nimero de vizinhos k. Na figura 1.3, mostramos um exemplo da aplicagdo de um algo-
ritmo classificador de k-vizinhos mais proximos para prever a classe de uma nova observagao
baseada na classe mais frequente dos k-vizinhos mais proximos. A nova observagao, cuja
classe é desconhecida a priori, esta representada no centro da figura. Para k=3, nos limita-
mos a observar os trés primeiros vizinhos, que sao delimitados pela circunferéncia tracejada
interna. Nesse caso, temos dois triangulos e um quadrado; portanto, a nova observacao é
classificada como um triangulo. Para k=5, analisamos os 5 primeiros vizinhos delimitados
pela circunferéncia tracejada externa. Assim, temos trés quadrados e dois tridangulos e a nova
observagao é classificada como um quadrado. Os algoritmos de aprendizagem estatistica uti-
lizados nesse trabalho sao implementados utilizando a linguagem de programacao Python
em conjunto com as bibliotecas Numpy 73], SciPy [74] e scikit-learn |75], todas disponiveis

livremente com seus codigos-fonte.
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1.6 Redes convolucionais neurais

Apesar dos grandes e importantes avangos em varias aplicagoes de algoritmos de aprendi-
zado de maquina, o processo de extrair informagoes significativas de imagens, ou seja, replicar
a funcao do sistema visual humano, tem se mostrado uma tarefa mais desafiadora |69, 76].
Redes convolucionais neurais sao consideradas ferramentas do estado-da-arte para analisar
imagens e possuem a vantagem de nao requererem a extracao de caracteristicas das imagens
de maneira manual. Em particular, essas redes neurais profundas usam uma cascata hierar-
quica de convolucoes e func¢oes nao-lineares que aprendem automaticamente representagoes
e caracteristicas de baixo nivel diretamente das imagens de entrada [77]. Esse ¢ um dos mo-
tivos dessas redes neurais convolucionais profundas serem muito boas em identificar objetos
em imagens.

Na verdade, um exemplo notério do sucesso dos algoritmos de aprendizagem profunda
(deep learning) é documentado no desafio de reconhecimento visual em grande escala Ima-
geNet |78], uma competicao anual entre algoritmos para detecgao e classificagdo de objetos.
A introdugao de um modelo de rede neural profunda (AlexNet) proposto por Krizhevsky et
al. [79] em 2012 é considerada o maior avan¢o na competigdo nao somente porque a taxa de
erro foi reduzida de 26% para 16, 4%, mas principalmente devido ao fato desses algoritmos
terem se tornado os principais competidores desde entao |78]. Também foi um algoritmo de
aprendizagem profunda (ResNet) o primeiro a ultrapassar o nivel de desempenho humano
no conjunto de imagens do desafio ImageNet em 2015 (80, 81].

Iremos introduzir de maneira breve os conceitos fundamentais das redes convolucionais
neurais [55-57] que, em nosso caso, serao empregadas em um dos estudos apresentados no ca-
pitulo 3 para prever propriedades fisicas de cristais liquidos diretamente das imagens de suas
texturas. Essas redes sao um tipo particular de rede neural artificial cuja unidade bésica é um
neuronio ou um noé. O design das redes neurais artificiais é inspirado em conceitos de redes
neurais bioldgicas e consiste em camadas de neurénios que estao completamente conectados
uns aos outros de maneira ponderada. Cada neurdnio recebe valores de entrada da camada
anterior, calcula a soma ponderada desses valores, adiciona um termo de viés, avalia uma
fungao nao-linear (fungao de ativagdo), e envia o valor obtido por essa fungao para a proxima
camada. Esse processo imita de maneira simples o comportamento de neurénios biolégicos
que disparam sob estimulos suficientes. O processo de treinar uma rede neural artificial con-
siste em ajustar os pesos e os termos de viés de maneira que os sinais de entrada produzam
valores de saida que coincidam ou aproximem-se dos valores fornecidos pelo conjunto de
treino. Os valores dos pesos e dos vieses sao atualizados ao avaliar uma funcao de perda
que quantifica o erro de saida em um processo conhecido como “backpropagation.” Durante
esse processo, um algoritmo de gradiente descendente estocéstico é usado para atualizar de

maneira iterativa os pesos e os vieses a fim de minimizar a funcao de perda. Nesse processo
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de ajuste ou otimizacao, cada iteracao completa dos dados de treinamento caracteriza uma
época.

A principal diferenca entre redes neurais usuais e redes neurais convolucionais é a exis-
téncia de camadas convolucionais. Diferentemente das camadas completamente conectadas,
os “neur6nios” em camadas convolucionais recebem os dados de entrada de regioes espaci-
almente pequenas e continuas da camada anterior. Esses dados de entrada em janelas sao
multiplicados por filtros que possuem os mesmos pesos para todo o conjunto de entrada.
Dessa maneira, redes convolucionais preservam a estrutura espacial e otimizam os pesos dos
filtros que sao os responsaveis por detectar e extrair caracteristicas de baixo nivel em loca-
lizagoes diferentes dos dados de entrada (geralmente imagens). Para definir uma camada
convolucional, precisamos especificar o tamanho das janelas espaciais (tamanho do filtro) e
a sobreposi¢ao entre janelas adjacentes (stride). Por exemplo, um filtro de tamanho 2 x 2
e stride ou passo igual a 1 opera sobre janelas com dimensoes de 2 x 2 pizels (se a entrada
for uma imagem), movendo-se em passos unitarios sobre os dados de entrada. Além das
camadas convolucionais, essas redes geralmente possuem camadas de agrupamento (pooling
layers) e de subamostragem (downsampling layers). Uma camada de agrupamento opera
de maneira similar a uma camada convolucional, mas ao invés de calcular a soma ponde-
rada, essa camada realiza calculos simples para cada regiao, tais como o valor maximo (maz
pooling) ou valor médio (average pooling) dentro de cada janela. Essas camadas de agrupa-
mento sintetizam a presenca de caracteristicas, tornando suas representagoes invariantes a
pequenas translacoes nos dados de entrada. Além disso, essas camadas reduzem a dimensao
dos dados e, consequentemente, a quantidade de parametros, o que por sua vez, melhora a
eficiéncia computacional do modelo. As redes neurais convolucionais usadas ao longo desse

trabalho foram implementadas usando as bibliotecas TensorFlow [82] e Keras [83].
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CAPITULO 2

Quantificando conceitos e aspectos da histéria da arte

Neste capitulo, apresentamos um estudo em grande escala de aproximadamente 140 mil
imagens de obras de arte que abrangem quase um milénio da histéria da arte [32]. Base-
ados nos padroes espaciais locais das imagens digitais dessas obras, calculamos a entropia
e a complexidade de permutacao de cada uma delas. Mostramos que essas medidas ma-
peiam o grau de ordem visual dessas obras em uma escala de ordem/desordem e simpli-
cidade/complexidade, as quais refletem bem categorias qualitativas propostas por histori-
adores da arte. Além disso, o comportamento dindmico dessas medidas revela uma clara
evolugao temporal da arte, marcada por transi¢oes que coincidem com os principais perio-
dos da historia da arte. Nossa pesquisa mostra ainda que estilos artisticos distintos possuem
diferentes valores médios de entropia e complexidade, permitindo uma organizacao hierar-
quica e o agrupamento desses estilos. Mostramos também que métodos de aprendizagem
estatistica baseados apenas nessas medidas de complexidade podem classificar obras de arte

com respeito ao seu estilo de uma maneira réapida e eficaz.

2.1 Introducao e apresentacao dos dados

Abordagens inspiradas em Fisica tém sido aplicadas com sucesso em uma grande va-
riedade de disciplinas, incluindo sistemas econémicos e sociais [7,84,85]. O impacto e a
popularidade dessas pesquisas cresceu vertiginosamente nos tltimos anos. Em grande parte,
esse fato reflete a quantidade enorme de informacao digital disponivel sobre os mais diver-
sos assuntos e em um grau de detalhe impressionante. Conforme ja discutimos, esses dados
tém permitido que pesquisadores estudem, de forma quantitativa, uma variedade de sistemas

complexos com uma riqueza de detalhes inimaginavel ha uma década atras. A caracterizacao
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em grande escala de artes visuais estaria entre esses sistemas, nao somente devido a falta de
dados, mas também porque o estudo da arte costuma ser intrinsecamente qualitativo. En-
tretanto, abordagens quantitativas visando caracterizar o dominio das artes visuais podem
contribuir muito para um melhor entendimento da evolucao cultural humana, assim como
para questoes mais praticas, como a caracterizacao e classificacao de imagens.

Embora a escala de alguns estudos recentes tenha mudado drasticamente, o uso de téc-
nicas quantitativas no estudo da arte possui algum precedente. Os esfor¢os nesse sentido
datam do ano de 1933, quando o matematico americano Birkhoff publica seu livro intitulado
“Aesthetic Measure” [86], no qual uma medida quantitativa de estética é definida como a
razao entre ordem (ntmero de regularidades encontrada em uma imagem) e complexidade
(namero de elementos em uma imagem). No entanto, a aplicacao de técnicas quantitativas
na caracterizagao de obras de arte é muito mais recente. Entre os trabalhos pioneiros, temos
o artigo de Taylor et al. [87], no qual as pinturas de Jackson Pollock s@o caracterizadas por
uma dimensao fractal que aumenta no decorrer da carreira artistica desse importante pintor
do movimento Expressionismo Abstrato. Esse artigo pode ser considerado um marco para
o estudo quantitativo das artes visuais, inspirando muitas outras aplicacoes relacionadas a
determinagao da autenticidade de pinturas [88-92], evolugao de artistas especificos [93,94],
propriedades estatisticas de pinturas particulares [95]| e de artistas [96-98], movimentos ar-
tisticos [99] e muitas outras formas de expressao visual [100-102]. Os avangos mais recentes
desse campo de pesquisa emergente e em rapido crescimento sao documentados de forma
abrangente em véarios proceedings de conferéncias e edi¢oes especiais de revistas cientifi-
cas [103-105], cujas contribuigoes também envolvem ferramentas para restauragao de obras
de arte, problemas de autenticidade e procedimentos para avaliagao do estilo artistico.

Apesar do grande interesse nesse tema, poucos trabalhos foram dedicados ao estudo em
grande escala de obras de arte levando em conta uma perspectiva histérica. Em 2014, Kim
et al. [106] analisaram 29 mil imagens e mostraram que a distribui¢do do uso das cores é
bastante distinta entre os periodos historicos da pintura ocidental. Além disso, os mesmos
autores verificaram que o expoente de rugosidade associado & representacao em escala de
cinza dessas pinturas apresenta uma tendéncia de crescimento ao longo dos anos. Em um
trabalho mais recente, Lee et al. [107]| analisaram aproximadamente 180 mil obras de arte
com foco na evolugao do contraste de cores. Entre outros resultados, os autores observaram
um crescimento repentino na diversidade de contraste de cores ap6s o ano 1850, além de
mostrarem que essa quantidade pode ser utilizada para capturar informagoes sobre estilos
artisticos.

No entanto, exceto pela introducao do expoente de rugosidade, as pesquisas anteriores
se concentraram predominantemente, na evolucao dos perfis de cores. De fato, os padroes
espaciais dessas imagens, os quais representam um aspecto fundamental das obras de arte,

permanecem pouco compreendidos. Nesse sentido, a principal contribuicao de nosso traba-
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lho [32] é suprir um pouco da escassez de estudos nessa diregao.

Para investigar esses padroes espaciais, construimos uma grande base de dados composta
de 137.364 imagens digitais de obras de arte a partir da enciclopédia virtual de artes visuais
WikiArt.org (www.wikiart.org). Fizemos o download automatizado dessas imagens e de
varios metadados relacionados a cada obra, como artista (sdo 2.391 artistas diferentes), data
de produgao e estilo artistico (Impressionismo, Surrealismo, Barroco, etc). Para analisar
a evolugao temporal, excluimos todas as imagens cujas datas de producao da obra nao
estavam especificadas (33.724 imagens). A figura 2.1A mostra o nimero de imagens por ano
em nosso conjunto de dados em escala log-linear. Notamos que essas obras de arte foram
criadas entre os anos 1031 e 2016, abrangendo quase um milénio da histéria da arte. A
figura 2.1B mostra que a fragdo acumulada de obras em nosso conjunto de dados é bem
aproximada por um crescimento exponencial com tempo caracteristico igual a 7 = 111 + 1
anos. Consequentemente, o niimero acumulado de obras de arte tem dobrado a cada 77 anos.
Além disso, mais de 50% dessas obras foram produzidas apos a primeira década do século

XX, um periodo marcado pelo desenvolvimento de uma grande variedade de movimentos

artisticos.
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Figura 2.1: Distribui¢ao das imagens das obras de arte ao longo dos anos. (A) Namero de
imagens por ano em nosso conjunto de dados em escala log-linear. (B) Fracao acumulada
das obras de arte ao longo dos anos (curva azul) em escala log-linear. Essa fragao [f(t)] é
aproximada por um crescimento exponencial [f(t) oc exp(t/7)] com tempo caracteristico
igual a 7 = 111 4+ 1 anos (linha tracejada). Observamos que a maioria das obras de arte
foram produzidas apés o inicio do século XX, sendo mais de 50% delas criadas apds o
ano 1912.
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2.2 Representacao matricial das imagens das obras de

arte

Os arquivos das imagens digitais das obras de arte estao no formato JPEG com 24 bits
por pizel, sendo 8 bits para cada uma das trés cores no espaco de cores RGB. Isso significa que
cada pizel da imagem é caracterizado por uma entre 256 possiveis intensidades de vermelho
(R), verde (G) e azul (B), permitindo um total de 256% = 16.777.216 variagoes de cores.

Do ponto de vista computacional, uma imagem pode ser representada por uma matriz de
trés camadas com dimensoes n, (a largura da imagem) por n, (a altura da imagem), na qual
as camadas correspondem a cada uma das trés cores do espago RGB e cujos elementos (vari-
ando de 0 a 255) representam a intensidade da cor. Para nossas analises, calculamos a soma
das intensidades das trés cores para cada pizel, de modo que cada imagem é representada
por uma matriz simples. A partir dessa matriz calculamos a entropia H e a complexidade
de permutacao C', seguindo os procedimentos descritos na se¢ao 1.4. A figura 2.2 ilustra esse
procedimento.

Essa abordagem é similar a transformacao usual de uma imagem colorida para escala de
cinza, exceto pelo fato de que, nesse procedimento, utilizamos a média ponderada dos valores
das trés camadas. Uma das combinacoes mais utilizadas define a chamada reflectancia ou
luminancia [108] e corresponde a calcular 0,2125R + 0,7154G + 0,0721B, sendo R, G e B as
intensidades de vermelho, verde e azul, respectivamente. Esses valores para os pesos geral-
mente sao escolhidos para imitar a sensibilidade as cores do olho humano. Nossos resultados
sao bem robustos ao considerar diferentes escolhas para esses valores, por exemplo, o coe-
ficiente de correlagao linear de Pearson entre os valores de H calculados via transformacao
usual em escala de cinza e utilizando a média simples é 0,989. Esse mesmo coeficiente é
igual a 0,992 para os valores de C. Esses valores proximos de 1 indicam que essas diferentes
transformacoes levam a valores muito parecidos para H e C', conforme mostra a figura 2.3.

Em nosso caso, ao calcular H e C' utilizamos d, = d, = 2 como escolha para as embedding
dimensions, as quais, conforme ja vimos, sao os Unicos parametros desse método. Essa
escolha se deve ao fato dos valores médios da largura n, e da altura n, da imagem serem
proximos a 900 pizels, como mostra a figura 2.4. Esse resultado praticamente limita nossa
escolha a d, = d, = 2 para que a condicao (d,d,)! < n,n, seja satisfeita, conduzindo a uma

estimativa confidvel para a distribuicao de probabilidades dos padroes ordinais.
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Figura 2.2: [lustracao do procedimento utilizado para processar as imagens e calcular
a entropia e a complexidade de permutacao. Para o computador, a imagem pode ser
interpretada como uma matriz de pizels subdividida em trés camadas na representacao
RGB: vermelha (R), verde (G) e azul (B). A imagem mostrada aqui, Abaporu de Tarsila
do Amaral, possui tamanho 40 x 47 pizels (usamos uma imagem reduzida apenas para
fins ilustrativos). A intensidade de cada pizel nas camadas R, G e B varia entre 0
e 255, conforme mostram os painéis intermediarios. O painel mais abaixo mostra a
matriz da soma das trés camadas, a partir da qual calculamos os valores de entropia H
e complexidade C' de permutacao.
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Figura 2.3: Relacao entre os valores de H (a esquerda) e C' (a direita) calculados pela soma
dos canais RGB versus as mesmas quantidades obtidas pela transformacao em escala de
cinza (luminancia). Cada ponto nos graficos de dispersao mostra os valores de H e C
para uma imagem obtidos por meio da soma das intensidades das trés cores em cada
pizel versus as mesmas quantidades calculadas por meio da transformacao em escala de
cinza (luminéancia). Observamos que ambas as transformagoes resultam em valores de H
e C' fortemente correlacionados, como indicado pelos valores do coeficiente de correlagao
de Pearson mostrados na figura.
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Figura 2.4: Distribuicao de probabilidade das dimensoes das imagens. As curvas azul e
vermelha mostram as distribui¢oes de probabilidade da largura e da altura para todas as
imagens em nosso conjunto de dados em escala log-linear. Note que a largura e altura
possuem distribui¢do similar e praticamente o mesmo valor médio (895 pizels para a
largura e 913 pizels para a altura). As regides sombreadas representam os intervalos de
largura e altura que contém 95% de todas imagens.
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2.3 Independéncia dos valores de H e C' com as dimensoes

das imagens

Conforme vimos na figura 2.4, as imagens digitais obtidas em nossa base de dados nao
possuem as mesmas dimensoes. Kssa mesma figura mostra que tanto a largura quanto a
altura possuem uma distribuigao similar, com valores médios iguais a 895 pizels para a
largura e 913 pizels para a altura. Além disso, 95% das imagens possuem a largura variando
entre 313 e 2.491 pizels e a altura entre 323 e 2.702 pixels.

Por causa dessa grande variacao nas dimensoes, investigamos se os valores de H e C'
possuem algum viés devido ao tamanho da imagem. Essa questao é importante ja que
esperamos que os valores de H e C reflitam os padroes ordinais das imagens e nao suas
dimensoes. Na figura 2.5, mostramos varios gréaficos de dispersao dos valores de H e C'
versus a raiz quadrada da area das imagens (,/n,n,) em escalas diferentes. Visualmente
nao é possivel identificar nenhuma relacao e, de fato, o coeficiente de correlacao linear de
Pearson é muito baixo (= 0,05) para ambas as relagdes. Também estimamos o coeficiente
de maxima informagao (MIC) [109], uma medida ndo paramétrica que quantifica o grau de
associacao entre duas varidveis mesmo se elas estiverem correlacionadas de uma maneira nao
linear. O valor do MIC também é muito pequeno (/ 0,07) para ambas as relagdes. Portanto,
concluimos que os valores de H e (' nao sao afetados pelas dimensoes das imagens.

Sendo assim, podemos nos concentrar no problema de quantificar conceitos canénicos da
histéria da arte empregando as medidas de complexidade que calculamos para as imagens

das obras de arte.

2.4 Evolucao da arte

A comparacao cuidadosa entre diferentes obras de arte é um dos principais métodos utili-
zados por historiadores da arte para entender se e como a arte evoluiu ao longo do tempo. Os
trabalhos de Heinrich Wolfflin [110] e Alois Riegl [111], por exemplo, podem ser considerados
fundamentais nesse sentido. Eles propuseram a distin¢ao de obras de arte de periodos dife-
rentes por meio de poucas categorias visuais e descritores qualitativos. A comparagao visual
é, sem duvida, uma ferramente 1til para avaliar estilos artisticos. No entanto, é impraticavel
aplicar essa abordagem em grande escala. Nessa condigao, os métodos computacionais tém
a oportunidade de mostrarem suas vantagens. Contudo, qualquer tentativa de quantificar
uma obra de arte precisa ser facilmente interpretada em termos de categorias familiares e
academicamente relevantes para que possa ser tutil.

Com relagao a isso, notamos que o plano complexidade-entropia reflete, ao menos em
parte, as concepcoes duais de Wolfllin e a dicotomia de Riegl. De acordo com Wolfflin, é

possivel classificar uma obra de arte utilizando um conjunto pequeno de pares de caracte-
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Figura 2.5: As medidas de complexidade H e C' nao sao correlacionadas com as dimensoes

das imagens. Os graficos de dispersdo mostram os valores de H (painéis a esquerda) e
C' (painéis a direita) versus o “comprimento da imagem,” definido como a raiz quadrada
da area da imagem (isto é, /Ty, com n, e n,, representando a largura e a altura da
imagem, respectivamente). A primeira fileira horizontal de gréaficos mostra a rela¢ao em
escala linear, a segunda em escala linear-log e a terceira em escala log-log. Cada ponto
representa uma imagem em nosso conjunto de dados. Nao observamos correlagao entre
as medidas de complexidade e o comprimento da imagem. Em particular, o coeficiente de
correlagao linear de Pearson é ~ 0,05 para a relacao entre o comprimento da imagem e H e
~ 0,01 para C. Além disso, nenhuma correlacao significativa foi detectada pelo coeficiente
de méaxima informagao (MIC), cujos valores sao = 0,07 para ambas as relagoes. Essas
analises indicam que nossos resultados obtidos com embedding dimensions d, = d, = 2
nao sao enviesados pelas dimensoes das imagens.
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risticas visuais opostas, entre as quais temos o conceito de linear versus pictorica. Obras
de arte “lineares” sao compostas por formas claras e bem delineadas, enquanto nas obras
“pictoricas,” os contornos sao sutis e nao tao bem definidos, mesclando diferentes partes da
imagem e passando a ideia de fluidez. Por sua vez, Riegl considera uma classificacao base-
ada na dicotomia entre o hdptico e o dptico. Segundo Riegl, obras “hapticas” retratam os
objetos como entidades discretas, tangiveis, isoladas e circunscritas. Por outro lado, as obras
“Opticas” representam objetos inter-relacionados no espaco profundo, explorando luz, cor e
efeitos de sombra para criar a ideia de um espago aberto e continuo.

Acreditamos que as nogoes de ordem/simplicidade versus desordem/complexidade nos
arranjos dos pizels das imagens capturadas pelo plano complexidade-entropia codificam, ao
menos em parte, esses conceitos. Imagens formadas por partes distintas e bem delineadas re-
sultam em muitas repeti¢oes de poucos padroes ordinais distintos. Consequentemente, obras
lineares/hapticas devem ser descritas por valores pequenos para H e valores grandes para
C. Por outro lado, imagens compostas por partes inter-relacionadas, delimitadas por bordas
suaves e borradas produzem padrdes mais aleatérios e, portanto, obras pictoricas/opticas
devem resultar em valores maiores para H e menores para C. E importante mencionarmos
que os conceitos duais de Wolfllin e Riegl sao formas limitantes de representagao, os quais
demarcam extremos contendo uma possivel escala de todas as possibilidades intermediarias
de representagao [112]. Nesse sentido, o carater continuo dos valores de H e C' pode ajudar
os historiadores da arte a graduarem essa escala de possibilidades.

Nesse contexto, investigamos se a escala definida pelo valores de H e C' é capaz de revelar
alguma propriedade dinamica da arte. Para responder essa questao, estimamos os valores
médios de H e C ap6s agrupar as imagens de acordo com a data de producao da obra de
arte. Devido ao fato das obras de arte nao estarem uniformemente distribuidas no tempo
(conforme vimos na figura 2.1A), escolhemos intervalos de tempo contendo aproximadamente
o mesmo numero de imagens em cada janela. A figura 2.6 mostra a evolucao conjunta dos
valores de H e C' ao longo dos anos, ou seja, as mudancas no plano complexidade-entropia.
Essa figura revela uma tendéncia clara, cuja robustez é evidenciada na figura 2.7. A trajetoria
dos valores de H e C' mostra que as obras de arte produzidas entre os séculos IX e XVII
sdo, em média, mais regulares/ordenadas do que as que foram criadas entre os séculos XIX
e a primeira metade do século XX. Além disso, as obras de arte produzidas apds 1950 sao
ainda mais regulares/ordenadas do que as pertencentes aos dois periodos anteriores. Por fim,
observamos que o ritmo das mudancas no plano complexidade-entropia se intensifica apos o
século XIX, um periodo que coincide com a emergéncia de varios estilos artisticos, como o
Neoclassicismo e o Impressionismo, e também com o aumento na diversidade de constaste
de cores reportado por Lee et.al. [107].

As trés regices destacadas na figura 2.6 possuem uma grande correspondéncia com as

principais divisdes da historia da arte. O primeiro periodo (retangulo preto) corresponde a
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Figura 2.6: Quantificando a evolucao das obras de arte ao longo da historia da arte. Essa
figura mostra a evolucao temporal dos valores médios da entropia de permutacao H e da
complexidade estatistica C' (plano complexidade-entropia). Cada ponto corresponde aos
valores médios de H e C' para um dado intervalo temporal (que é mostrado no grafico).
As barras de erro representam o erro padrao da média. As regioes destacadas indicam
diferentes periodos da arte (preto: Renascenca, Neoclassicismo e Romantismo; vermelho:
Arte Moderna; verde: Arte Pés-Moderna/Contemporanea). E interessante notar que o
plano complexidade-entropia identifica corretamente os diferentes periodos da arte e as
transicoes entre eles.

Arte Medieval, Renascenca, Neoclassicismo e Romantismo, os quais se desenvolveram até
por volta de 1850. O segundo periodo (retdngulo vermelho) corresponde & Arte Moderna,
marcada pelo surgimento do Impressionismo (por volta de 1870) e pelo desenvolvimento de
varios movimentos vanguardistas (como Cubismo, Expressionismo e Surrealismo) durante as
primeiras décadas do século XX. Finalmente, o ultimo periodo corresponde a transicao entre a
Arte Moderna e a Arte Pos-Moderna/Contemporanea. A data especifica que marca o comego
do periodo P6s-Moderno ainda é objeto de grande debate entre os especialistas em arte [113].
No entanto, ha algum consenso que a Arte Poés-Moderna surge com o desenvolvimento da
Arte Pop nos anos 1960 [113].

Levando a analogia entre o plano complexidade-entropia e os conceitos de Wolfflin e Riegl
adiante, a transicao entre a arte produzida antes do Modernismo e a Arte Moderna repre-
senta uma mudanga nos modos de representagao de linear/haptico para pictérico/optico.
Esse resultado esta de acordo com a ideia de que as obras de arte da Renascenca, Neoclassi-

cismo e Romantismo geralmente representam objetos de forma bem distinta e separados por
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Figura 2.7: Robustez da tendéncia observada na evolucao temporal de H e C' ao reamostrar
o conjunto de dados. Cada curva cinza corresponde aos valores médios de H e C' obtidos
a partir de uma amostra aleatoria composta de 30% (painel & esquerda) e 10% (painel &
direita) das imagens em nosso conjunto de dados. Realizamos o processo de reamostragem
por 100 vezes. As curvas pretas mostram a tendéncia média obtida ao utilizar todo o
conjunto de dados, como mostrado na figura 2.6. Notamos que as tendéncias histoéricas
observadas para os valores médios de H e C sao robustas com respeito a reamostragem,
sendo que o mesmo padrao é obtido ao utilizar apenas 10% de todas as imagens.

superficies planas [110,114, 115]. Por outro lado, estilos Modernos (como Impressionismo,
Fauvismo, Pontilhismo e Expressionismo) sdo marcados pelo uso de pinceladas mais soltas
e borradas para evitar a criacdo de bordas pronunciadas [110,114,115]. E interessante notar
que a transicao entre a Arte Moderna e Pés-Moderna é marcada por uma mudanca ainda
mais rapida e intensa do pictorico/6ptico para o linear/haptico. Esse fato parece concordar
com a ideia P6s-Moderna de que a arte deve ser instantaneamente reconhecivel, feita de
objetos ordinarios e marcada pelo uso de bordas largas e bem definidas [114,115].

Ambas concepcoes sobre histéria da arte propostas por Wolfflin e Riegl consideram que
o desenvolvimento da arte se da por meio de uma mudanga nos modos de representagao
de linear/haptico para pictorico/6ptico, descricdo que concorda com a primeira transi¢ao
observada na figura 2.6. No entanto, para Riegl [116] esse desenvolvimento ocorre por meio
de um processo continuo e tdnico, enquanto Wolfllin possui uma concepgao ciclica dessa
transicao, a qual parece ser mais consistente com o comportamento dindmico de H e C'. Por
outro lado, essa concepcao ciclica nao é compativel com o comportamento local persistente
dessas mudangas no plano complexidade-entropia, ou seja, os valores de H e C nao sao
sempre alternados. Na verdade, estudos mais recentes de historiadores da arte, como o
trabalho de Gaiger [112], argumentam que nenhuma dessas concepgoes é vélida ao analisar
todo o desenvolvimento da historia da arte. Para Gaiger, as categorias duais de Wolfflin e

Riegl devem ser tratadas como conceitos puramente descritivos e nao ligadas a uma mudanca
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particular ao longo do tempo.

2.5 Distinguindo estilos artisticos com o plano

complexidade-entropia

Uma outra questao interessante diz respeito a capacidade do plano complexidade-entropia
para distinguir os diferentes estilos artisticos em nosso conjunto de dados. Para investigar
essa possibilidade, calculamos os valores médios de H e C' ap6s agrupar as imagens por estilo.
Limitamos essa andlise aos 92 estilos contendo mais de 100 imagens cada (que totalizam
~ 90% dos dados) para obtermos valores confiaveis para as médias. Na figura 2.8, observamos
que os estilos artisticos estao bem espalhados no plano complexidade-entropia. Os valores
médios de H e C' sao significativamente diferentes para a maioria (/= 92%) das comparagoes
par a par realizada por meio da estatistica do teste-t, como observamos na figura 2.9. Ainda
assim, observamos alguns estilos com valores médios estatisticamente indistinguiveis entre
si.

Também notamos que a localizacao dos estilos concorda com a tendéncia geral observada
na evolucao temporal dos valores médios de H e C, no sentido que a maioria dos estilos
Po6s-Modernos estao localizados em uma regiao de valores menores para a entropia e maiores
para a complexidade quando comparados aos estilos Modernos (como Expressionismo, Im-
pressionismo e Fauvismo). Esse arranjo mapeia os diferentes estilos em uma escala continua,
na qual os valores extremos refletem a dicotomia dos modos de representagao linear /haptico
versus pictorico/6ptico. Entre os estilos que possuem os maiores valores para C' e 0os menores
para H, temos o Minimalismo, Hard Edge Painting e Campo de Cores, os quais sao marcados
pelo uso de elementos simples e bem delimitados por transigdes abruptas de cores [114,115].
Ja os estilos que possuem os menores valores para C' e os maiores para H (como Impressio-
nismo, Pontilhismo e Fauvismo) sdo caracterizados pelo uso de pinceladas difusas e borradas,

assim como pela mistura de cores para evitar a criacao de bordas pronunciadas [114,115].

2.6 Estrutura hierarquica dos estilos artisticos

Podemos considerar que os valores de H e C capturam o grau de similaridade entre
varios estilos artisticos levando em conta a ordem local dos pizels das imagens. Utilizando
o valor médio dessas medidas de complexidade para cada estilo artistico, investigamos uma
possivel organizacao hierdrquica dos estilos com respeito a essa ordem local. Para isso,
consideramos a distancia euclidiana entre um par de estilos no plano complexidade-entropia
como uma medida de similaridade entre eles. Assim, quanto menor a distancia entre dois

estilos artisticos, mais significativa é a similaridade entre eles; por outro lado, pares de
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Figura 2.8: Distinguindo entre diferentes estilos artisticos com o plano complexidade-
entropia. Os pontos coloridos representam os valores médios de H e C' para cada um
dos 92 estilos com mais de 100 imagens em nosso conjunto de dados. As barras de erro
representam o erro padrao da média.
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Figura 2.9: Os valores médios de H e C' sao significativamente diferentes entre a maioria dos

estilos. O grafico da matriz mostra o resultado da estatistica do teste-t de duas

amostras

que compara a diferenca para os valores médios de H e C entre todos os possiveis pares

de estilos.
que estamos realizando miltiplos testes de hipoétese.
comparagoes nas quais a hipotese nula é rejeitada com 95% de confianga (isto é

Consideramos a corre¢gao de Bonferroni [117| para levar em conta o fato
As células amarelas indicam as

, h&d uma

diferenca significativa entre os valores médios de H e/ou C' para os dois estilos), enquanto

as células roxas indicam comparacoes nas quais a hipétese nula nao pode ser

rejeitada

(ou seja, nesse caso, nao é observada uma diferencga significativa entre os valores médios

de H e C para os dois estilos). Notamos que a hipotese nula é rejeitada em 9
comparacoes par a par.

1,7% das

45



estilos separados por distancias maiores sao considerados mais dissimilares uns dos outros.
A figura 2.10A mostra a matriz dessas distancias, na qual ja é possivel observar a formagao
de grupos de estilos.

Para investigar de forma sistematica esses agrupamentos de estilos artisticos, empregamos
o método da variancia minima proposto por Ward [118] para construir um dendrograma
que representa a matriz das distancias. Esse método de aprendizagem estatistica ¢ um
procedimento de agrupamento hierarquico que usa a variancia intragrupo como critério para
associar pares de objetos. A figura 2.10B mostra esse dendrograma, revelando uma relagao
intrincada entre os estilos artisticos em nosso conjunto de dados. A distancia limiar que
utilizamos para segmentar o dendrograma e, assim, determinar o ntimero de grupos, foi
obtida maximizando o coeficiente de silhueta [119]. Esse coeficiente quantifica a consisténcia
do procedimento de agrupamento e é definido pelo valor médio de

L el (2.1)
max (a;, b;)

para todos os i estilos, sendo a; a distancia média intragrupo (também chamada de coesao
que, em nosso caso, € o valor médio das distancias que separam o estilo ¢ dos demais estilos
de seu grupo), b; a distancia média do estilo ¢ para os estilos do grupo mais proximo (a
chamada separagdo) e max (a;, b;) representa o maior valor entre essas duas quantidades.

Do modo como é definido, s; varia entre -1 e 1, sendo que quanto maior for seu valor
médio sobre todos os estilos, melhor é a configuragao do agrupamento. De maneira intuitiva,
para s; &~ 1 é necessario que a; < b;, ou seja, como a; mede a dissimilaridade média dentro
de seu proprio grupo, um valor pequeno indica que o estilo ¢ ¢ bem préximo dos demais de
seu grupo e, entao, foi bem agrupado. De maneira similar, temos s; ~ —1 se b; < a;, sendo
assim, o estilo ¢ esta mais proximo do grupo vizinho do que de seu préprio grupo; nesse caso,
o estilo 7 nao esta bem agrupado.

Assim, uma maneira de encontrar o melhor valor para a distancia limiar que fragmenta
o dendrograma em grupos é procurar pelo valor que maximiza o coeficiente global de silhu-
eta sobre todos os estilos. Essa analise ¢ mostrada na figura 2.11, na qual temos o valor
desse coeficiente em funcao da distancia limiar. Observamos que o coeficiente de silhueta
global é maximo (0,57) quando a distancia limiar é igual a 0,03. Sendo assim, esse valor é
uma escolha natural para segmentar o dendrograma da figura 2.10B. De fato, nessa figura,
a linha tracejada indica esse limiar e as diferentes cores do dendrograma mostram os 14
agrupamentos de estilos artisticos obtidos por esse procedimento.

Esses grupos refletem parcialmente a localizacao temporal dos diferentes estilos artisticos
e a evolugao mostrada na figura 2.6. Em particular, varios estilos que surgiram juntos ou
préoximos no tempo sao similares com relacao ao arranjo local de seus pizels e, portanto,

pertencem ao mesmo grupo. Por exemplo, os primeiros cinco grupos da figura 2.10B contém
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arquica dos estilos artisticos.
to por Ward [118]|. Os 14 grupos de estilos indicados pelos ramos

coloridos foram obtidos segmentando o dendrograma na distancia limiar de 0,03. Esse

valor maximiza o coeficiente de silhueta [119] e,

Organizacao hier

A

Dendrograma representando a matriz das distancias obtido aplicando o método da mi-
nima variancia propos

distancias euclidianas entre cada par de estilos no plano complexidade-entropia.

de grupos em nosso conjunto de dados. A ordem das linhas e colunas no gr

das distancias é a mesma utilizada no dendrograma.

Figura 2.10
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Figura 2.11: Coeficiente de silhueta para os grupos obtidos segmentando o dendrograma
da figura 2.10B em diferentes distancias limiares. Esse coeficiente quantifica a qualidade
dos agrupamentos e varia entre -1 e 1. Quanto maior o valor do coeficiente de silhueta,
mais consistente sao os grupos formados. Portanto, ao encontrar a distancia limiar que
maximiza o coeficiente de silhueta, estamos maximizando a qualidade dos agrupamentos
obtidos a partir do dendrograma. Podemos observar que o coeficiente de silhueta possui
um valor maximo (0,57) para a distancia limiar de 0,03, valor usado para segmentar o
dendrograma e definir o nimero de grupos da figura 2.10.

principalmente estilos P6s-Modernos. Por outro lado, esses grupos e a estrutura hierarquica
correspondente organizam os estilos com respeito aos modos de representacao na escala de-
limitada pela dicotomia linear/haptico versus pictorico/6ptico. Esse fato é mais evidente ao
examinar os grupos em ambos os extremos de ordem e regularidade no plano complexidade-
entropia. O grupo mais a direita da figura 2.10B, por exemplo, contém estilos que usam
pinceladas relativamente curtas e evitam a criacao de bordas pronunciadas. Essa caracte-
ristica é particularmente evidente em obras do Impressionismo, Pontilhismo e Divisionismo,
mas também esta presente no Neo-Barroco e Neo-Romantismo, assim como nos trabalhos
de muralistas e nas pinturas abstratas do estilo P&D (Pattern and Decoration). Um as-
pecto notoério desse ultimo estilo é a pintura de padroes (como em tecidos estampados). O
P&D é considerado por muitos uma “rea¢ao” ao Minimalismo e a Arte Conceitual (que es-
tao localizados no outro extremo do plano complexidade-entropia), principalmente por evitar
composigoes restritas pelo uso de modulagoes sutis das cores, como observamos nos trabalhos
de Robert Zakanitch (www.wikiart.org/en/robert—zakanitch), considerado um
dos fundadores do P&D. A medida que nos movemos para grupos caracterizados por valores
altos de complexidade e baixos de entropia, observamos o agrupamento de estilos marcados

pela presenca de bordas pronunciadas e padroes bastante contrastantes, geralmente forma-
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dos por partes isoladas distintas ou combinadas com materiais nao relacionados. Esse é o
caso do grupo contendo Op Arte, Arte Pop e Construtivismo, e também do grupo formado
por Arte Cinética, Hard Edge Painting e Concretismo [114,115].

Uma maneira de verificar a significancia desses grupos é comparando o agrupamento
mostrado na figura 2.10 com uma abordagem baseada nas similaridades entre o contetudo
textual das paginas da Wikipédia de cada estilo. Para isso, obtemos o contetido textual dessas
paginas e extraimos as 100 principais palavras-chave para cada uma aplicando a estatistica
conhecida por term frequency-inverse document frequency (TF-IDF) [120]. A estatistica
dessa técnica tem como objetivo refletir o quao importante uma palavra é para um documento
em um corpus (cole¢ao de documentos). O valor do TF-IDF aumenta proporcionalmente ao
ntmero de vezes que uma palavra aparece em um documento e é compensado pelo niimero de
documentos na colecao que contém a palavra, o que pondera o fato de que algumas palavras
geralmente aparecem mais frequentemente. Consideramos o inverso de 1 mais o ntmero
de palavras-chave compartilhadas entre dois estilos como uma medida de similaridade entre
eles. Portanto, estilos que nao possuem nenhuma palavra-chave em comum estao a uma
“distancia” maxima igual a 1, enquanto estilos que compartilham vérias palavras estao a
uma “distancia” menor.

Utilizando um procedimento de agrupamento hierdrquico similar ao que foi usado na
figura 2.10, obtemos 24 grupos de estilos artisticos na analise dos textos da Wikipédia, os
quais sao mostrados na figura 2.12. Esse nimero de grupos é muito maior do que os 14
que foram obtidos no plano complexidade-entropia. No entanto, ambos os agrupamentos
compartilham similaridades que podem ser quantificadas utilizando as métricas de avaliagao
de agrupamentos homogeneidade h, completeza ¢ e medida v. Homogeneidade perfeita
(h = 1) indica que todos os grupos obtidos a partir dos textos da Wikipédia contém somente
estilos que pertencem aos mesmos grupos obtidos via plano complexidade-entropia. Por
outro lado, completeza perfeita (¢ = 1) indica que todos os estilos que pertencem ao mesmo
grupo obtido a partir do plano complexidade-entropia estao agrupados no mesmo grupo
obtido por meio dos textos da Wikipédia. A medida v é a média harmonica entre h e ¢, ou
seja, v = 2he/(h+c¢). Ao calcular essas medidas, encontramos h = 0,49, ¢ = 0,40 e v = 0,44,
os quais sao valores significativamente maiores do que os que sao obtidos a partir de um
modelo nulo, no qual o niimero de palavras-chave compartilhadas é escolhido aleatoriamente
a partir de uma distribuigao uniforme entre 0 e 100 (h,qna = 0,45 £ 0,02, Crang = 0,35+ 0,01
€ Urana = 0,38 & 0,01; valores médios sobre 100 realizagoes). Sendo assim, as similaridades
entre os agrupamentos obtidos por meio das duas abordagens nao podem ser explicadas ao
acaso. Esse resultado indica que, apesar do carater local de nossas medidas de complexidade,
os valores de H e C' refletem parcialmente o significado de algumas palavras-chave utilizadas

para descrever estilos artisticos.
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Figura 2.12: Organizagao hierarquica dos estilos de acordo com as palavras-chave extrai-
das das paginas da Wikipédia contendo a descricao de cada estilo. Para cada um dos
92 estilos diferentes que possuem ao menos 100 imagens, obtemos o contetdo textual
de suas paginas na Wikipédia. Esses textos foram processados utilizando a abordagem
conhecida por term frequency-inverse document frequency (TF-IDF) [120] e as 100 prin-
cipais palavras-chave foram obtidas para cada estilo. Definimos a “distancia”’ entre dois
estilos como o inverso de 1 mais o nimero de palavras compartilhadas entre dois estilos.
Essa figura mostra o grafico da matriz dessas distancias bem como a representacao em
dendrograma. Os ramos coloridos indicam os 24 grupos de estilos obtidos ao segmentar
o dendrograma na distancia limiar que maximiza o coeficiente de silhueta.
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2.7 Prevendo estilos artisticos

Outra maneira de quantificar a informacao contida nos valores de H e C' é tentar prever o
estilo de uma imagem baseado somente nesses dois valores. Para isso, implementamos quatro
algoritmos de aprendizado de maquina bem conhecidos [71,121] (k-vizinhos mais proximos,
floresta aleatoria, maquina de vetores de suporte (SVM) e rede neural) para a tarefa de prever
o estilo das imagens dos 20 estilos que possuem mais de 1.500 obras de arte cada. Para cada
método, estimamos as curvas de validagao para um intervalo de valores dos parametros
principais dos algoritmos utilizando a estratégia de validacao cruzada e estratificada (cada
subamostra contém aproximadamente a mesma fragdo de cada classe observada nos dados)
com n = 10 camadas. A figura 2.13A mostra as curvas de validagao para o algoritmo k-
vizinhos mais préoximos em func¢ao do ntimero de vizinhos k. Note que ocorre overfit se o
numero de vizinhos for menor que =~ 250. Observamos também que o score de validagao
cruzada satura em == 0,18 se o numero de vizinhos for maior que 300 e que nao ocorre underfit
para até pelo menos 500 vizinhos.

Outra questao relevante ao empregar métodos de aprendizagem estatistica esta relacio-
nada a fracao do conjunto de dados que é necessaria para treinar apropriadamente o modelo,
conforme ja discutimos na secao 1.5. Para investigar essa questao, utilizamos novamente
uma estratégia de validacao cruzada e estratificada com n = 10 para estimar as curvas de
aprendizagem. A figura 2.13B mostra os scores de treino e de validagao cruzada para o
algoritmo de k-primeiros vizinhos, na qual notamos que ambos aumentam com o tamanho
do conjunto de treino. No entanto, o ganho é muito pequeno quando mais de ~ 50% dos
dados sao utilizados para treinar o modelo. A figura 2.14 mostra resultados analogos aos
apresentados na figura 2.13 para os outros trés algoritmos de aprendizado de méaquina.

Combinamos a anéalise prévia com um algoritmo de grid search (uma varredura de pa-
rametros em uma grade predefinida), para estimar a melhor combinagao de parametros que
maximiza o desempenho de cada método de aprendizagem estatistica. Na figura 2.13C, ob-
servamos que os quatro algoritmos possuem desempenhos similares, todos exibindo precisao
proxima de 18%. Além disso, comparamos essas precisoes com as obtidas a partir de dois
classificadores dummy, isto é, previsoes feitas ao acaso. No classificador dummy estratificado,
as previsoes dos estilos sao geradas ao acaso mas respeitando a fragao dos estilos no con-
junto de dados. No caso do classificador dummy uniforme, as previsdes sao uniformemente
aleatorias. Os resultados da figura 2.13C mostram que todos os algoritmos de aprendizado
de maquina possuem uma precisao significativamente maior do que a obtida ao acaso.

Esse resultado, portanto, confirma que os valores de H e C' carregam informagoes impor-
tantes sobre o estilo de cada obra de arte. Apesar disso, a precisao alcancada é bem modesta
para aplicagoes praticas e, de fato, existem outras abordagens que sao mais precisas. Por

exemplo, Zujovic et al. [122] obtiveram precisao de =~ 70% em uma tarefa de classifica¢ao
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Figura 2.13: Prevendo estilos artisticos com algoritmos de aprendizagem estatistica. (A)
Scores de treino e validacao cruzada do algoritmo k-vizinhos mais proximos em fungao
do nimero de vizinhos k. Notamos que ocorre overfit para valores do nimero de vizinhos
menores que 250, mas nao notamos aumento na precisao para valores maiores e nem
underfit para até 500 vizinhos. (B) Curva de aprendizagem, isto é, os scores de treino e
validagao cruzada em fungdo do tamanho do conjunto de treino (fragdo de todo o con-
junto de dados) para o algoritmo de k-vizinhos mais proximos com o numero de vizinhos
igual a 400. Nao observamos melhora significativa no score de validagao cruzada quando
mais de 50% dos dados sao utilizados para treinar o modelo. Em ambos os graficos, as
regioes sombreadas indicam os intervalos de confianca de 95% obtidos com uma estra-
tégia de validagao cruzada com n = 10 camadas. (C) Comparagdo entre 4 algoritmos
de aprendizagem estatistica diferentes (k-vizinhos mais proximos, floresta aleatoria, méa-
quinas de vetores de suporte e rede neural) e também a precisao obtida a partir de dois
classificadores dummy (estratificado: gera previsoes aleatorias respeitando a fragao dos
estilos no conjunto de dados; uniforme: as previsoes sdo uniformemente aleatorias). As
barras de erro representam o erro padrao da média. Os quatro classificadores possuem
precisao similar (= 18%) e todos superam significativamente os classificadores dummy.
Esses resultados sao baseados nos 20 estilos com mais de 1.500 imagens cada, embora
resultados similares sao obtidos quando incluimos os outros estilos.
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Figura 2.14: Scores de treino e validacao cruzada obtidos a partir dos quatro algoritmos
de aprendizado de méaquina que foram utilizados para prever os estilos em funcao dos
parametros principais e do tamanho do conjunto de treino. Os painéis (A) e (B) mostram
os resultados para o algoritmo k-vizinhos mais proximos. Os painéis (C), (D) e (E)
mostram os scores para o algoritmo floresta aleatoria. Os parametros principais, nesse
caso, sao o numero de arvores na floresta e a profundidade maxima dessas arvores. Os
painéis (F), (G) e (H) mostram os scores para o classificador de vetores de suporte
(SVC) com um kernel de base radial (RBF). O parametro 7 é associado a largura do
kernel RBF e C' é o parametro de penalidade. Os painéis (I) e (J) mostram os resultados
para o algoritmo de rede neural (um modelo perceptron com uma tnica camada oculta).
O parametro « é a chamada penalidade L2 e o ntiimero de neurénios é igual a 100. As
precisoes médias reportadas na figura 2.13C foram obtidas para k = 400 vizinhos; v = 10*
e C' = 0,1; ntmero de arvores — 400 e a profundidade maxima = 5; e &« = 10~*. Todos
os algoritmos estao implementados na biblioteca scikit-learn e as curvas de aprendizagem
foram estimadas utilizando os melhores parametros de cada modelo.
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com 353 pinturas de 5 estilos e Argawal et al. [123| reportaram uma precisao de ~ 60% em
uma tarefa de classificacao com 3.000 pinturas de 10 estilos. No entanto, nossos resulta-
dos nao podem ser diretamente comparados com os desses trabalhos, ja que esses utilizam
um conjunto de dados bem menor, com poucos estilos e também varias caracteristicas das
imagens, enquanto nossas previsoes sao baseadas somente em duas caracteristicas. Nesse
sentido, nossa abordagem representa uma severa redugao de dimensionalidade, pois imagens
com aproximadamente 1 milhao de puxels sao representadas por apenas dois niimeros relaci-
onados & ordem local dos pizels das imagens. Nesse contexto, uma precisao de 18% em uma
tarefa de classificacao com 20 estilos e mais de 100.000 obras de arte nao pode ser negligenci-
ada. Além do mais, a natureza local de H e C fazem essas medidas de complexidade bastante
rapidas, faceis de serem paralelizadas e escalaveis do ponto de vista computacional. Assim,
além de mostrar que o plano complexidade-entropia contém informacoes importantes sobre
os estilos artisticos, acreditamos que os valores de H e C, combinados com outras carac-
teristicas das imagens, podem conduzir a uma melhor precisao nessa tarefa de classificacao

desafiadora.

2.8 Conclusao

Nesse capitulo, apresentamos uma caracterizagao em grande escala de um conjunto de
dados composto de aproximadamente 140 mil imagens digitais de obras de arte produzidas ao
longo do tltimo milénio da histéria da arte. Nossas analises sao baseadas em duas medidas
de complexidade relativamente simples (entropia de permutacao H e complexidade estatis-
tica C') e diretamente relacionadas aos padroes ordinais dos pizels dessas imagens. Essas
medidas mapeiam o grau de ordem local dessas obras em uma escala de ordem/desordem
e simplicidade/complexidade que reflete, ao menos em parte, as descri¢oes qualitativas de
obras de arte propostas por Wolfllin e Riegl. Em particular, argumentamos que os limi-
tes dessa escala correspondem aos dois extremos dos modos de representacao propostos por
esses historiadores da arte, isto é, a dicotomia entre linear/haptico (H ~ 0 e C' ~ 0) e
pictorico/optico (H ~ 1 e C = 0).

Investigando o comportamento dindmico dos valores médios das medidas de complexidade
empregadas, encontramos uma trajetoria evolutiva clara e robusta para a arte no plano
complexidade-entropia. Essa trajetoria é caracterizada por transi¢oes que concordam com as
principais divisoes da histéria da arte. Essas transi¢coes podem ser classificadas como sendo de
linear /haptico para pictorico/6ptico (antes e depois da Arte Moderna) e de pictorico/6ptico
para linear/haptico (a transi¢ao entre a Arte Moderna e Pés-Moderna), mostrando que cada
um desses periodos historicos apresenta um grau distinto de entropia e complexidade. Por
um lado, as concepgoes sobre histéria da arte de Wolfllin em termos de uma transigao ciclica

entre linear e pictérico nao concordam com a persisténcia temporal dos valores de H e C, nem
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com o escrutinio critico de Gaiger [112] e de outros historiadores da arte contemporaneos.
Por outro lado, elas sao consistentes com a evolugao global mostrada no plano complexidade-
entropia. Para Wolfflin, a transicao de linear para pictérico é governada por uma “lei natural
no mesmo sentido que o crescimento fisico” e “determinar essa lei seria um problema central,
o problema central da historia da arte” [110]. No entanto, o retorno para o linear “certamente
reside em circunstancias externas” [110] e, no contexto da figura 2.6, nao ¢ dificil imaginar
que a transicao do periodo Moderno para o Pés-Moderno tem relagao com o fim da Segunda
Guerra Mundial, o evento que geralmente marca o inicio do P6s-Modernismo nos livros de
historia.

Além de revelar esse aspecto dindmico da arte, os valores de H e C' sao capazes de distin-
guir entre diferentes estilos artisticos de acordo com o grau médio de entropia/complexidade
das obras de arte. Enfatizamos que a localizacao de cada estilo no plano complexidade-
entropia reflete parcialmente a dualidade linear /haptico versus pictoérico/6ptico e, dessa ma-
neira, pode ser considerada como uma régua para quantificar o uso desses modos de repre-
sentacao opostos. Além do mais, as distancias entre pares de estilos no plano complexidade-
entropia representam uma medida de similaridade com relacao a esses conceitos da historia
da arte. Utilizando essas distancias, encontramos que estilos artisticos diferentes podem
ser hierarquicamente organizados e agrupados de acordo com as suas posigoes no plano.
Verificamos que esses grupos refletem bem o contetido textual das paginas da Wikipédia
utilizadas para descrever cada estilo. Esses grupos também refletem algumas similaridades
entre os estilos, principalmente com relagao a presenga de transi¢oes suaves/difusas ou bem
definidas/abruptas. Quantificamos a informacao contida nessas medidas de complexidade
por meio de uma tarefa de classificagdo na qual o estilo da imagem é predito utilizando
apenas os valores de H e C'. A taxa de precisao dessa tarefa de aprendizagem estatistica é
de aproximadamente 18%, valor que supera a precisao obtida por classificadores dummy e
confirma que essas duas medidas carregam informacoes significativas sobre o estilo das obras.

O fato dessas medidas de complexidade serem estritamente baseadas em uma escala espa-
cial local das obras de arte, naturalmente faz com que nao sejam capazes de capturar toda a
pluralidade e complexidade da arte. No entanto, nossos resultados demonstram que medidas
simples inspiradas em Fisica podem ser conectadas a conceitos propostos por historiadores
da arte e, mais importante ainda, que essas medidas realmente carregam informacgoes rele-
vantes sobre obras de arte, seus estilos e sua evolugao. No contexto da metafora de WolfHin
sobre a evolucao da arte descrita nas suas palavras como: “Uma inspe¢ao mais proxima, em
breve, certamente mostrard que a arte mesmo hoje jamais retornou ao ponto em que um
dia esteve, mas que somente um movimento em espiral concordaria com os fatos...” [110],

podemos considerar o plano complexidade-entropia como uma das possiveis projecoes da
espiral de WolfHin.
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CAPITULO 3

Estimando propriedades fisicas a partir de imagens de texturas de

cristais liquidos

Técnicas baseadas em imagens sao ferramentas essenciais para investigar uma série de
propriedades em diferentes materiais. Cristais liquidos estao entre esses materiais que sao
frequentemente investigados por meio de métodos 6pticos e de processamento de imagens.
Apesar disso, pouca atencao tem sido voltada ao problema de extrair propriedades fisicas
de cristais liquidos diretamente de imagens das texturas desses materiais. Neste capitulo,
buscamos reduzir essa lacuna por meio de duas abordagens [33,34]. A primeira combina
as medidas de entropia e complexidade estatistica de permutacao com métodos de apren-
dizagem de maquina. Ja a segunda, emprega redes convolucionais neurais, um método de
aprendizagem profunda (deep learning) muito utilizado em tarefas que envolvem imagens e

que possui a vantagem de dispensar a extracao manual de caracteristicas das imagens.

3.1 Introducao

Técnicas baseadas em imagens sao ferramentas importantes e amplamente utilizadas
para investigar varias propriedades de diversos materiais [124]. Essas técnicas usualmente
sao nao-destrutivas e particularmente convenientes para lidar com materiais biologicos e
outros materiais complexos [125]. Cristais liquidos estao entre esses materiais frequentemente
estudados por meio de métodos Opticos e de processamento de imagens [126]. Isso ocorre
porque cristais liquidos sao materiais birrefringentes e, sendo assim, um microscépio éptico
polarizado ja acessa algumas de suas propriedades importantes, incluindo birrefringéncia e

espessura da amostra [127].
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Apesar do uso extensivo de abordagens baseadas em imagens 6pticas no estudo de cristais
liquidos, pouca atencao tem sido voltada ao problema de extrair parametros fisicos direta-
mente das imagens desses materiais. Essa questao é importante dado que vérios parametros
fisicos de cristais liquidos sao obtidos somente por meio do ajuste de modelos teéricos a resul-
tados experimentais, uma tarefa usualmente complicada e que pode demandar muito tempo.
Exemplos desses parametros incluem o paradmetro de ordem microscopico, do qual varios
outros parametros que caracterizam a fase nematica sdo dependentes [126], e o comprimento
do passo em cristais liquidos colestéricos. Esse tltimo, pode ser facilmente obtido por um
microscopio 6ptico quando o eixo helicoidal fica perpendicular & diregao de visualizagao [128],
mas nao pode ser estimado a partir de arranjos experimentais mais comuns, nos quais o €ixo
helicoidal esta orientado paralelamente em relacdo a diregao de visualizagdo [129].

Nesse contexto, a caracterizacao de cristais liquidos baseada em imagens pode se benefi-
ciar bastante das diversas técnicas de aprendizagem estatistica [71]. Essas abordagens estao
disponiveis desde os anos 1990, mas foi somente durante a tultima década que esses métodos
ganharam popularidade impressionante em varias areas da ciéncia, principalmente naquelas
em que revelar padroes significativos presentes nos dados é tarefa fundamental. Natural-
mente, a Fisica nao é excegao e, de fato, existem varios trabalhos recentes que empregam
algoritmos de aprendizado de méquina para estudar sistemas fisicos [130-134]. O uso de
métodos de aprendizagem profunda (deep learning) em Fisica [135-137], Quimica [138-140]
e Ciéncia dos Materiais [141-145] é ainda mais recente. O desenvolvimento e a dissemi-
nacao dos métodos de aprendizado de maquina (sejam do tipo shallow ou deep learning)
combinados com a disponibilidade crescente de grandes conjuntos de dados tém sido reco-
nhecidos como o “quarto paradigma da ciéncia” [146] e também como a “quarta revolugao
industrial” [147], tendo grande potencial para valorizar ainda mais o papel dos métodos
computacionais em pesquisas aplicadas e fundamentais.

A recéncia no uso de métodos de aprendizagem estatistica também faz com que muitas
areas tenham tirado pouca ou nenhuma vantagem dessas abordagens. Esse também é o caso
das pesquisas sobre cristais liquidos [126] que, a despeito da tradi¢ao no uso de técnicas
baseadas em imagens, tém explorado muito pouco abordagens de aprendizagem estatistica.
Nesse capitulo, contribuimos para reduzir essa lacuna com duas investigacoes voltadas para
determinar propriedades de cristais liquidos a partir de imagens (texturas) desses materiais.

Tal qual no capitulo anterior, nossa primeira abordagem (sec¢ao 3.2) é baseada na avalia-
¢ao de duas medidas de complexidade (entropia H e complexidade estatistica de permutacao
(') relacionadas ao arranjo dos pizels nas texturas, combinadas com algoritmos simples de
aprendizagem de maquina para tarefas de classificacao e regressao. Demonstramos o poten-
cial dessa abordagem em uma série de aplicagoes em texturas experimentais e numericamente
geradas, a partir das quais parametros fisicos de cristais liquidos sao previstos com alta pre-

cisao. Na segunda abordagem (se¢@o 3.3), utilizamos de métodos de deep learning — redes
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convolucionais neurais profundas — para prever propriedades de amostras de cristais liquidos
diretamente de suas texturas 6pticas. Otimizando arquiteturas de redes convolucionais sim-
ples, verificamos que essa abordagem também é muito eficiente para prever propriedades de
cristais liquidos, superando o primeiro procedimento baseado nas medidas de complexidade

em algumas tarefas.

3.2 Prevendo propriedades fisicas de cristais liquidos com

medidas de complexidade estatistica

Nesta se¢ao, apresentamos uma abordagem que combina duas medidas de complexidade
(entropia e complexidade estatistica de permutagao) com métodos de aprendizagem estatis-
tica, para extrair propriedades fisicas de cristais liquidos nematicos e colestéricos diretamente
das imagens de suas texturas. Demonstramos a utilidade e a precisao desse método em uma
série de aplicacoes envolvendo texturas experimentais e simuladas, nas quais propriedades
fisicas desses materiais (parametro de ordem médio, temperatura da amostra e comprimento

do passo colestérico) sao previstas com precisao bastante significativa.

3.2.1 Prevendo o parametro de ordem de texturas nematicas simu-

ladas

Iniciamos nossa investigacao analisando texturas nematicas geradas por meio de simu-
lacoes de Monte Carlo do modelo descrito no Apéndice A.1. Exemplos dessas texturas sao
mostrados na figura 3.1 para diferentes temperaturas reduzidas T,., isto é, a razao entre a
temperatura T e a temperatura critica T, = 1,1075, na qual ocorre a transicao da fase ne-
matica (T" < T.) para a fase isotropica (I' > T,). Cada textura possui um parametro de
ordem médio p diferente que depende da temperatura T, (veja a equagao A.3 para detalhes)
e nosso objetivo é prever o valor de p diretamente a partir dessas imagens utilizando apenas
os valores de H e C.

E interessante notar que essas texturas exibem padroes visualmente distintos entre a fase
nematica e isotrépica. Em particular, para 1" > T, observamos a emergéncia de dominios
isotropicos que predominam na textura a medida que a temperatura aumenta. Embora as
texturas neméticas e isotropicas sejam facilmente distinguiveis umas das outras, mesmo o
olho bem treinado de um fisico experimental tem dificuldade para tentar distinguir entre
texturas nematicas com temperaturas diferentes (por exemplo, entre 7, = 0,2 e T, = 0,3),
assim como entre texturas isotropicas em temperaturas diferentes.

Apesar da similaridade visual entre as texturas, conjecturamos que os valores de H e C'
podem distinguir entre essas imagens bem como identificar a transicao nematica-isotropica.

Para verificar essa possibilidade, criamos um conjunto de dados composto de varias realiza-
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Figura 3.1: Exemplos de texturas de um cristal liquido nematico em diferentes temperatu-
ras e fases. Essas texturas sao geradas utilizando o modelo baseado no método de Monte
Carlo descrito no Apéndice A.1. Cada textura corresponde a uma temperatura reduzida
T, diferente, T, = 1,1075 é a temperatura critica de transicao de fase nemética-isotrépica,
como indicado nas imagens. Notamos que texturas de fases diferentes podem ser facil-
mente distinguiveis, enquanto texturas nematicas (7, < T.) em diferentes temperaturas
reduzidas sd@o muito similares entre si, assim como as da fase isotropica (7, > Tv.).

¢oes de texturas neméticas simuladas para diferente temperaturas 7, e calculamos os valores
de H e C para cada uma utilizando as embedding dimensions d, = d, = 2. As figuras 3.2A
e 3.2B mostram a dependéncia dos valores médios de H e C' em funcao da temperatura
reduzida T,.. Observamos que H possui uma tendéncia geral de crescimento com o aumento
da temperatura, mas também apresenta um minimo para 7, = T.. De maneira similar, os
valores de C' tendem a decrescer com o aumento da temperatura e apresentam um maximo
para T, = T.. A figura 3.2C mostra a dependéncia do parametro de ordem p em funcao da
temperatura reduzida 7,., na qual a temperatura critica T, = 1,1075 é definida como o valor
que maximiza a derivada de p com respeito a T,.

A dependéncia bem definida dos valores médios de H e C' com a temperatura 7,., com-
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Figura 3.2: Dependéncia dos quantificadores das imagens e do parametro de ordem com a
temperatura. (A) Valores da entropia H e (B) da complexidade estatistica C' de permu-
tagao em funcao da temperatura reduzida 7T,. As curvas s6lidas representam os valores
médios apos 50 realizacoes e as areas sombreadas sao os intervalos de confianca de 95%.
(C) Dependéncia do parametro de ordem p em fungao da temperatura reduzida 7,. Em
todos os painéis, a linha tracejada vertical indica a temperatura critica (7, = 1,1075)
de transicao entre a fase nematica e a isotropica. Notamos que a transicao de fase é
claramente e apropriadamente identificada pelos valores extremos das medidas de com-
plexidade.

binada com o fato de que o parametro de ordem p também é uma funcao de T}, indica que
podemos prever os valores de p diretamente a partir das imagens. E interessante notar que
os valores de H e C nao sao unicamente definidos para uma dada temperatura, apresentando
uma flutuacao aleatoria associada ao processo que gera essas texturas. Desse modo, para
testar o poder preditivo desses quantificadores das imagens em uma situacao mais préatica,
treinamos o algoritmo de k-vizinhos mais préoximos para a tarefa de prever o parametro de
ordem p baseado nos valores de H e C'. Além disso, utilizamos uma variavel dummy que é 0
no intervalo 7, — 0,057, < T < T, ,-1 quando T < T.—0,05T,. e 1 para T > T.. Essa variavel
dummy é necessaria devido a relacao nao biunivoca entre os quantificadores das imagens e

a temperatura 7T,.. Entretanto, vale notar que essa variavel dummy é completamente obtida
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a partir dos valores de H e (', de modo que essa informagao também ¢é extraida a partir das
imagens.

A figura 3.3A mostra as curvas de validagao, ou seja, os scores de treino e de validagao
cruzada em funcao do niimero de vizinhos k. Nas tarefas de regressao, os scores representam
o coeficiente de determinacao R?, e, quanto maior o seu valor, mais explicativo é o modelo.
Notamos que ocorre overfit para k < 10, isto é, o algoritmo é muito complexo e modela até
o ruido aleatério do conjunto de treino. Por outro lado, notamos a ocorréncia de underfit
para k > 20, o que indica que o método de aprendizagem estatistica nao é complexo o
suficiente para capturar a estrutura subjacente aos dados. A figura 3.3B mostra as curvas
de aprendizagem, ou seja, os scores em funcao da fragao do conjunto de dados utilizada
para treinar o algoritmo (com k& = 15). Nao observamos melhora significativa no score
de validac¢ao cruzada quando mais de 35% dos dados sdo usados como conjunto de treino.
Portanto, o algoritmo de k-vizinhos mais proximos com k& = 15 atinge uma precisao de ~ 99%
na tarefa de regressao de prever o parametro de ordem p baseado somente nos valores de H
e C'. A figura 3.3C mostra uma comparagao entre os valores reais do parametro de ordem
p em funcao da temperatura reduzida T, para uma simulagao em particular e os valores
previstos pelo algoritmo de k-vizinhos mais proximos com k = 15. Notamos que as previsoes
sao muito proximas dos valores reais do parametro de ordem, o que confirma a eficiéncia e

a utilidade de nossa abordagem.

3.2.2 Prevendo a temperatura de amostras experimentais

Em outra aplicagao, estudamos texturas neméticas obtidas a partir de amostras do cristal
liquido E7, um material comumente empregado na industria para a producao de displays.
Esse cristal liquido exibe a transi¢ao nemaética-isotropica em T, ~ 58 °C [127]. Detalhes sobre
o procedimento experimental sao fornecidos no Apéndice A.2. Entretanto, o experimento
consiste basicamente em utilizar um microscépio 6ptico polarizado para tirar fotografias
dessas texturas em diferentes temperaturas 7. A figura 3.4A mostra exemplos dessas tex-
turas obtidas a partir de uma amostra com a temperatura variando entre 40 °C e 60 °C.
Observamos que nao existem mudancas visuais significativas nos padroes dessas texturas
até a temperatura de 55 °C. Quando a temperatura da amostra excede a temperatura cri-
tica T, ~ 58°C, observamos o surgimento de dominios isotropicos, o que torna mais facil a
distingao entre essas texturas.

Coletamos dados de seis amostras de cristal liquido E7 seguindo o mesmo protocolo
experimental. As figuras 3.4B e 3.4C mostram o comportamento médio da entropia H e da
complexidade C' em funcao da temperatura T'. Esses resultados sao similares aqueles obtidos
via simula¢do de Monte Carlo (veja a figura 3.2), ou seja, H tende a crescer com o aumento
de T e possui um minimo na temperatura critica. Por outro lado, C' possui uma tendéncia

decrescente com o aumento de 1" e um ponto de méximo na temperatura critica. Novamente,
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Figura 3.3: Prevendo o parametro de ordem p utilizando um algoritmo de aprendizagem
estatistica. (A) Scores de treino e valida¢ao cruzada do algoritmo k-vizinhos mais pro-
ximos em funcao do nimero de vizinhos k. Notamos que ocorre overfit para k < 10,
enquanto para k > 20 comega a ocorrer underfit. (B) Curvas de aprendizagem, ou seja,
os scores de treino e de validagao cruzada em func¢ao do tamanho do conjunto de treino
(fracao de todo o conjunto de dados usada para treinar o modelo) com k = 15. Nao
observamos melhora significativa no score de validacao cruzada quando mais de 35% dos
dados sao usados. As areas sombreadas em ambos os graficos representam o intervalo de
confianca de 95% para os scores obtidos a partir de uma estratégia de validacao cruzada
com n = 3 camadas. Notamos a alta precisao alcancada pelo algoritmo (= 99%). (C)
Parametro de ordem p verdadeiro (circulos) e previsto (quadrados) em fungao da tem-
peratura reduzida 7,.. Essas previsoes foram geradas expondo o regressor treinado (com
k = 15) a um conjunto de texturas nunca apresentado ao algoritmo.

observamos que os valores de H e C sao funcoes bem definidas da temperatura 1" e capazes
de identificar precisamente a transicao nemética-isotrépica.

Diferentemente dos resultados anteriores para as texturas simuladas, agora vamos prever
a temperatura 7' da amostra (ao invés do parametro de ordem p) diretamente a partir das

imagens das texturas experimentais. No entanto, ¢ interessante mencionarmos que com esse
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Figura 3.4: Exemplos de texturas do cristal liquido E7 em diferentes temperaturas e fases
e a dependéncia das medidas de complexidade com a temperatura. (A) Texturas experi-
mentais de uma amostra de cristal liquido E7 em diferentes temperaturas. Observamos
que praticamente nao ha mudangas visuais até a temperatura critica de T, ~ 58 °C. (B)
Dependéncia da entropia H e (C) da complexidade estatistica de permutagao C' com a
temperatura. As curvas solidas representam os valores médios dessas quantidades calcu-
ladas para seis amostras. As areas sombreadas representam o intervalo de confianca de
95%. As linhas verticais tracejadas indicam a temperatura critica 7,. Notamos que a
transicao de fase é apropriadamente identificada pelos valores extremos das medidas de
complexidade.

arranjo experimental, o parametro de ordem pode ser estimado a partir da temperatura [148],
de tal forma que prever a temperatura é comparavel a prever o parametro de ordem.

Para realizar essas previsoes, procedemos como no caso simulado, ou seja, treinamos um
algoritmo de k-vizinhos mais proximos para a tarefa de regressao de prever os valores de
T a partir dos quantificadores das imagens (H e C) e uma variavel dummy que, como no
caso anterior, ¢ 0 no intervalo 7. — 0,057, < T < 7T, , -1 quando T' < T, — 0,057, e 1 para

63



T > T.. A figura 3.5A mostra as curvas de validagao, na qual observamos a ocorréncia de
overfit para k = 1, ao passo que comega a ocorrer underfit para k > 3. A figura 3.5B mostra
as curvas de aprendizagem para k = 2, na qual nao notamos melhora significativa no score
de validacao cruzada quando o conjunto de treino excede 80% de todo o conjunto de dados.
Portanto, o algoritmo de k-vizinhos mais proximos alcanca uma precisao de ~ 93% com
k = 2. A figura 3.5C ilustra a precisao dessas previsoes mostrando um grafico de dispersao
entre os valores previstos para a temperatura e os valores reais. Notamos que essa relacao
¢ muito proxima de uma reta 1:1 (indicada pela linha tracejada), o que reforga a qualidade
geral das previsoes do algoritmo k-vizinhos mais préximos e demonstra o potencial da nossa

abordagem em dados experimentais.

3.2.3 Prevendo o comprimento do passo de texturas colestéricas

simuladas

Como tltima aplicagao dessa abordagem baseada na entropia e complexidade de per-
mutacgao, investigamos texturas simuladas de cristais liquidos colestéricos. Esses materiais
exibem uma estrutura helicoidal composta de camadas entre as quais o eixo preferencial do
diretor varia periodicamente com um periodo (ou seja, a distancia necessaria para ocorrer
uma rotagao completa do eixo diretor) conhecido como passo 1. Entre outras propriedades,
o passo de um cristal liquido colestérico define o comprimento de onda da luz refletida como
consequéncia da refragdo de Bragg [126]. Além disso, o comprimento do passo modifica
bastante a textura desses materiais. Por exemplo, uma textura colestérica pode imitar uma
textura nemética para valores grandes do passo 7.

Nosso objetivo, nesse caso, é identificar o comprimento do passo de um cristal liquido
colestérico baseado nos valores de H e C' obtidos a partir das texturas. Para isso, criamos
um conjunto de dados de texturas composto de 100 imagens para cada valor do passo n €
(15,17,19,21,23,25,27,29,40) nm, com 1 = 40 nm sendo grande o suficiente para imitar
uma textura nemética. Essas texturas sao numericamente obtidas resolvendo o modelo
baseado na teoria de Landau-de Gennes [149] descrito no Apéndice A.3. Em particular, foi
utilizado um processo de resfriamento rapido (quenching) de uma amostra colestérica a partir
do estado isotrdpico para gerar esse conjunto de texturas. A figura 3.6 mostra os valores de H
e (' estimados para cinco texturas selecionadas aleatoriamente para cada valor do passo. As
insergoes nessa figura indicam trés texturas tipicas para n = 17 nm, n = 27 nm e n = 40 nm.
Observamos que embora exista uma superposi¢ao, texturas com passos diferentes tendem a
ocupar regioes distintas no plano complexidade-entropia, indicando que os valores de H e C'
sao capazes de distinguir entre diferentes texturas colestéricas. Também notamos que quanto
maior o valor de n, maior a complexidade e menor a entropia. Portanto, valores grandes para

o comprimento do passo produzem texturas mais ordenadas localmente, enquanto valores

64



A 1.00F ! — ! L B 1.0 | | | T
—e— Training score .\./,_/0/‘
—=— (Cross-validation score
0.95r - .
3 3
n 090 B U) 08 | .
—e— Training score
—=— (Cross-validation score
0.85 n l l 1l 0.7 l | | |
0 10 20 30 ' 0.25 050 0.75 1.00
Number of neighbors Training Size
C
o
=) 60 1
9
Q 55 .
&
2 50 i
e)
(0]
© 45 .
©
o
o 40 | | | [

40 45 50 55 60
Real temperature (Celsius)

Figura 3.5: Prevendo a temperatura utilizando um algoritmo de aprendizagem estatistica.
(A) Scores de treino e validag@o cruzada do algoritmo k-vizinhos mais proximos em fun-
¢ao do numero de vizinhos k. Notamos a ocorréncia de overfit para k = 1, enquanto
para k > 3 comega a ocorrer underfit. (B) Curvas de aprendizagem, ou seja, os scores
de treino e de validacao cruzada em fun¢ao do tamanho do conjunto de treino (fragao
de todo o conjunto de dados) com k = 2. Nao observamos melhora significativa no score
de validagao cruzada quando mais de 80% dos dados sdao usados para treinar o modelo.
As areas sombreadas em ambos os graficos representam intervalos de confianca de 95%
obtidos a partir de uma estratégia de validagao cruzada com n = 3 camadas. (C) Tem-
peratura verdadeira e prevista obtidas ao expor o regressor treinado a um conjunto de
texturas nunca apresentadas ao algoritmo. A linha tracejada representa a reta de coefi-
ciente angular 1 e intercepto nulo. Observamos o excelente acordo entre as temperaturas
verdadeiras e previstas, o que reforga a 6tima precisao alcangada pelo método (=~ 93%).

pequenos geram texturas que sao localmente mais irregulares.

Treinamos o algoritmo de k-vizinhos mais proximos para a tarefa de classificagdao de pre-
ver os passos com base apenas nos valores de H e C. A figura 3.7A mostra as curvas de
validacao para esse processo de treinamento. Observamos a ocorréncia de overfit para o

ntmero de vizinhos menor que 15 e, para valores maiores que 20, comeca a ocorrer underfit.
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Figura 3.6: Discriminando entre texturas colestéricas com diferentes comprimentos de
passos via plano complexidade-entropia. Cada simbolo colorido representa os valores de
H e C para 5 realizagoes de texturas colestéricas (escolhidas ao acaso) com valores de
passo diferentes (como indicado pelos simbolos diferentes). Notamos que os valores de
H e C se agrupam ao redor de regioes pequenas do plano complexidade-entropia para
cada passo colestérico. Também observamos que as texturas com passos curtos estao
localizadas em uma regiao de alta entropia, enquanto aquelas com passos longos estao
em uma regiao de baixa entropia. Esse resultado indica que as texturas com passos
maiores sdo mais ordenadas do que aquelas obtidas com passos curtos (como ilustrado
pelas inser¢oes).

Destacamos que esse algoritmo simples atinge precisao de =~ 85% com k = 20. Além disso,
as curvas de aprendizagem mostradas na figura 3.7B indicam que ~ 60% dos dados sao su-
ficientes para ajustar o algoritmo aos dados das texturas colestéricas. Também estimamos a
matriz de confusao, como mostrado na figura 3.7C. Os elementos f;; dessa matriz represen-
tam a fragao de texturas com passo 7; que o algoritmo prevé ter passo 7;. Desse modo, um
classificador perfeito é representado pela matriz diagonal (f;; = d;;). De maneira préatica,
quanto mais proximo de 1 forem os elementos da diagonal de f;;, melhor é o desempenho
do classificador. Em nosso caso, observamos que praticamente todos os elementos que nao
sao iguais a zero estao dentro de uma banda diagonal de largura unitaria dessa matriz, com
a diagonal principal concentrando pelo menos ~ 72% das previsoes. Assim, mesmo quando
o algoritmo classifica incorretamente o passo de uma textura (o que ocorre em aproxima-

damente 15% das previsoes), ele tende a prever um valor de passo que é proximo do valor
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Figura 3.7: Prevendo o comprimento do passo colestérico utilizando um algoritmo de

aprendizagem estatistica. Scores de treino e validagao cruzada do algoritmo k-vizinhos
mais proximos em fungao do nimero de vizinhos k (painel A) e em fun¢ao do tamanho do
conjunto de treino (painel B). As areas sombreadas em ambos os graficos representam o
intervalo de confianca de 95% obtidos a partir de uma estratégia de validacao cruzada com
n = 5 camadas e com o nimero de vizinhos igual a 20. Notamos a ocorréncia de overfit
para k < 15, enquanto para k > 20 comeca a ocorrer underfit. Também observamos que
nao ha melhora significativa no score de validacao cruzada quando mais de 60% dos dados
sao usados para treinar o modelo. (C) Comprimento do passo previsto e verdadeiro. Essa
matriz de confusao mostra o bom desempenho alcancado pelo algoritmo, representado
pelos valores altos das fragoes de previsoes corretas na diagonal. Em alguns casos, o
algoritmo subestima o passo, o que pode ser explicado pela superposi¢ao observada no
plano complexidade-entropia da figura 3.6.

real, com maior probabilidade de subestimar o valor (note que os elementos que precedem a

diagonal principal sdo maiores do que os que aparecem depois). Esses resultados, portanto,

corroboram a utilidade de nossa abordagem para investigar texturas mais complexas.
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3.3 Estimando propriedades fisicas de cristais liquidos

via redes convolucionais neurais

Nessa secao, apresentamos uma outra abordagem em que utilizamos redes convolucio-
nais neurais para estimar propriedades de cristais liquidos diretamente de imagens das suas
texturas. A principal diferenca dessa abordagem para a anterior esté no fato de que ao em-
pregar redes convolucionais neurais nao ha a necessidade de realizar procedimentos manuais
para extrair varidveis preditoras, como foi feito ao calcularmos a entropia e a complexidade
de permutacao. Ao usar redes convolucionais neurais, os dados de entrada sao imagens de
texturas de cristais liquidos e os dados de saida sao propriedades desses materiais (fase, pa-
rametro de ordem médio, comprimento do passo e temperatura da amostra). O conjunto de
dados utilizado nessas aplicagoes é o mesmo da se¢ao anterior e consiste em imagens de tex-
turas obtidas a partir de simulagoes de amostras de cristais liquidos nematicos e colestéricos,
bem como texturas experimentais obtidas de amostras do cristal liquido E7. Como mencio-
nado anteriormente, os Apéndices A.1, A.2 e A.3 fornecem detalhes sobre os procedimentos
envolvidos na construgao desse conjunto de dados.

H4 uma infinidade de possibilidades para as escolhas de arquiteturas de redes convolucio-
nais neurais, as quais envolvem ntimero de camadas, nimero e tamanho dos filtros e strides.
Essas escolhas sao principalmente empiricas, dependem do tipo dos dados de entrada e mui-
tas vezes sao inspiradas por outras arquiteturas que provaram ser bem-sucedidas em tarefas
especificas. Contudo, alguns padroes de design sao comuns em varias arquiteturas de redes
convolucionais [150|. Esses padroes incluem parciménia, simetria, construgao incremental de
caracteristicas e estratégias de subamostragem a medida que a rede fica mais profunda [150].
Nossas escolhas especificas ao definir a arquitetura das redes convolucionais usadas nessa
secao foram guiadas por esses principios e em procedimentos de tentativa e erro, além de

validacao cruzada com alguns parametros da rede.

3.3.1 Prevendo a fase de texturas nematicas simuladas

Em uma primeira aplicagao, utilizamos uma rede convolucional neural para detectar
se um cristal liquido estd na fase nemética ou na fase isotrépica. As texturas simuladas
sao as mesmas usadas na secao 3.2.1 e apresentam uma transicao da fase nematica para a
isotropica em uma temperatura critica 7, (figura 4.1). Texturas com temperatura abaixo da
T, sao entendidas como nematicas e aquelas com temperatura acima da 7T, sao consideradas
isotropicas. Essa tarefa de classificacao é visualmente simples quando as texturas obtidas
estao distantes da temperatura critica 7., mas torna-se um desafio quando as texturas estao
proximas da temperatura critica 7., como ja mostramos na figura 3.1. A figura 3.8A ilustra

a arquitetura da rede neural que foi utilizada nessa tarefa. Nessa rede, as imagens de entrada
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(100 x 100 pixels) passam por dois blocos de convolu¢ao 2 x 2 e camadas de agrupamento
(maz pooling) 2 x 2, seguidos por duas camadas completamente conectadas (com 32 e 16 nos,
respectivamente) e uma camada de saida. Utilizamos a fungao de ativacao rectified linear
unit (ReLU), que é definida como f(x) = max (0, ), em todas as camadas convolucionais
e nas camadas completamente conectadas, enquanto a camada de saida usa a funcao de
ativacao sigmoide, que corresponde a regressao logistica.

Separamos 15% do conjunto de dados para avaliagao final do modelo (conjunto de teste)
e usamos o restante como conjuntos de validac¢ao (20%) e de treino (80%). Os parametros da
rede s@o otimizados usando o algoritmo de gradiente estocastico Adam [151] (com atualiza-
¢ao da taxa de aprendizagem igual a 0,001) e a func¢ao de perda é a entropia cruzada binaria
(comumente usada em tarefas de classificagdo binaria). Para evitar overfitting, aplicamos
um procedimento de regularizacao conhecido por early stopping, que encerra o processo de
treinamento quando a funcao de perda avaliada no conjunto de validacao para de melhorar
(ou seja, o erro para de diminuir) durante um intervalo de dez épocas (valor do chamado
parametro paciéncia). Também incluimos um termo de penalizagao na fungao de perda pro-
porcional a soma dos quadrados dos parametros da camada (conhecido como regularizacao
L2, com hiper-parametro A = 0,005, que é a constante de proporcionalidade) sobre todas as
camadas convolucionais e as camadas completamente conectadas. A figura 3.8B mostra os
scores de treino e de validagao (fracao de classificagoes corretas) em fungao do namero de
épocas, na qual notamos que essa rede atinge precisao ideal com somente algumas épocas de
treino. A figura 3.8C mostra a matriz de confusao obtida ao aplicar a rede treinada nos 15%
dos dados que nao haviam sido expostos ao algoritmo anteriormente. Esses resultados indi-
cam que nossa rede atinge precisao perfeita ao identificar a fase do cristal liquido (neméatica
ou isotropica) a partir das texturas do conjunto de teste.

Também testamos se variagoes da arquitetura da rede mostrada na figura 3.8A sao capa-
zes de classificar a fase do cristal liquido com desempenho similar. Consideramos variagoes
da rede quando o namero de blocos de convolugao ny, (seguido por camadas de agrupamento
mazx pooling) muda de 1 até 5 (a rede da figura 3.8A corresponde a n, = 2). Entao, treina-
mos dez realizagoes de cada uma dessas redes usando o mesmo procedimento descrito para
a arquitetura da figura 3.8A. Apds o treinamento, estimamos a precisao média da tarefa de
classificacao no conjunto de teste em funcao de n,. Os resultados da figura 3.8D indicam que
redes com n, = 1,2 ou 3 blocos de convolugao sao igualmente boas em classificar as fases do
cristal liquido com precisao muito proxima do valor ideal. Sendo assim, seria preferivel usar
np = 3 ao implantar esse modelo em uma aplicacao pratica, tendo em vista que o nimero de
parametros ajustaveis diminui com o aumento do nimero de blocos de convolugao, o que por
sua vez simplifica os procedimentos de treinamento. Na figura 3.8D, também observamos
que o desempenho da tarefa de classificacao diminui significativamente quando aumentamos

o numero de blocos de convolugao para além de n, = 3, alcancando precisao de = 0,70 para
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Figura 3.8: Prevendo a fase de cristais liquidos com redes convolucionais neurais. (A)
Representacao esquematica da arquitetura da rede utilizada para prever a fase do cristal
liquido a partir de sua textura. Essa rede compreende dois blocos de camadas convoluci-
onais (em vermelho) e de camadas de agrupamento maz pooling (em verde), seguidas por
duas camadas completamente conectadas (em amarelo) e uma camada de saida. Uma
imagem de entrada de tamanho 100 x 100 pixels é convolvida com cinco filtros 2 x 2 (com
passo unitério), resultando em cinco mapas de caracteristicas de tamanho 99 x 99 (C1 em
vermelho) que sdo passados por uma fungao de ativagdo do tipo ReLU (rectified linear
unit). Esses mapas de caracteristicas sao passados para operagoes de agrupamento maz
pooling de tamanho 2 X 2 que reduzem a representagao para cinco mapas de tamanho
49 x 49 (S1 em verde). Apods esse procedimento, esses mapas sao passados novamente
por uma mesma configuracao de blocos convolucionais e de agrupamento, resultando em
cinco mapas de caracteristicas de tamanho 23 x 23 (S2 em vermelho) que sao dispostos
de maneira concatenada e passam por duas camadas completamente conectadas com 32
e 16 nos, respectivamente. Finalmente, a classificagdo da fase (nemaética ou isotropica)
ocorre na camada de saida via funcdo de ativagao sigmoide (correspondente a regressao
logistica). (B) Scores de treinamento e de validagao (fragao de classificagoes corretas)
em funcao do nimero de épocas durante o estagio de treinamento. Separamos 15% dos
dados como conjunto de teste e o restante (85%) ¢ dividido em conjuntos de treinamento
(80%) e validagao (20%) (todos obtidos de maneira estratificada). (C) Matriz de con-
fusao obtida ao aplicar a rede treinada no conjunto de teste. (D) Precisao da rede no
conjunto de teste em funcao do nimero de blocos convolucionais e de agrupamento ny,
na arquitetura (painel A corresponde a n, = 2). Os circulos sao os valores médios de dez
realizacoes dos procedimentos de treino e as barras de erro representam o intervalo de
confianca de 95%.
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le:5.

3.3.2 Prevendo o parametro de ordem de texturas nematicas simu-

ladas

Em uma outra aplicacao, realizamos a previsao do parametro de ordem p de cristais
liquidos simulados diretamente de suas texturas, uma tarefa andloga a apresentada na se-
¢ao 3.2.1. A figura 3.9A mostra novamente a dependéncia de p com a temperatura 7T,, na
qual observamos que p diminui com o aumento de 7,. Conforme ja mencionado, esse cristal
liquido passa por uma transicao da fase nematica para a fase isotréopica quando a tempera-
tura excede o valor critico T, = 1,1075. Diferentemente da classificagao da fase, agora temos
um problema de regressao e, nesse caso, a saida da rede é um ntmero continuo represen-
tando o parametro de ordem p. Para essa tarefa de regressao, consideramos essencialmente
a mesma arquitetura de rede usada para classificar a fase de cristais liquidos. Substituimos
apenas a funcao de ativacao sigmoide da camada de saida por uma fungao de ativagao li-
near, geralmente usada em problemas de regressao. A figura 3.9B mostra a arquitetura com
quatro blocos de convolugao (e de agrupamento max pooling) ny, = 4.

Treinamos essa rede otimizando o erro quadratico médio (fungao de perda) e seguindo os
mesmos procedimentos usados para a classificacao da fase do cristal liquido. A figura 3.9C
mostra que os coeficientes de determinacao R? entre os valores reais e os valores preditos
aproximam-se de 1 para os conjuntos de treino e validagao apos apenas algumas épocas
de treinamento. Também, obtemos coeficiente de determinagao de =~ 0,997 ao aplicar a
rede treinada no conjunto de teste. Esse resultado demonstra que nossa rede convolucional
neural é extremamente eficiente ao prever o parametro de ordem p, superando ligeiramente
a abordagem descrita na se¢ao anterior, na qual utilizamos a entropia e complexidade de
permutacao das imagens e o algoritmo de k-vizinhos mais proximos. A figura 3.9A mostra
a comparagao entre os valores previstos e reais para o parametro de ordem p, na qual
conseguimos observar visualmente a alta precisao alcancada pela rede.

Nessa aplicagdo, também investigamos como o ntimero de blocos de convolugao (e de
camadas de agrupamento) n, afeta a precisdo da rede. Treinamos dez realizagoes da rede
para um dado valor de n, € {1,2,3,4,5} e calculamos o valor médio do coeficiente de
determinacao para o conjunto de teste. A figura 3.9D mostra que essas redes apresentam
excelente precisao para diferentes ntimeros de blocos de convolugao, mas o desempenho 6timo

ocorre para n, = 4 (a arquitetura da figura 3.9B).
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Figura 3.9: Prevendo o parametro de ordem de cristais liquidos com redes convolucionais
neurais. (A) Dependéncia do parametro de ordem p com a temperatura reduzida 7, para
um cristal liquido nematico simulado (curva cinza). A linha vertical tracejada indica
a temperatura critica T, = 1,1075 que separa as fases nemaética (7, < T,.) e isotropica
(T, > T.). As insercoes ilustram texturas tipicas de cada fase. (B) Representagao
esquematica da arquitetura da rede usada para a tarefa de regressao de prever o parametro
de ordem p a partir das texturas. KEssa rede possui a mesma estrutura geral da rede
usada para a classificagdo da fase e é composta por quatro blocos de convolu¢ao (em
vermelho) e camadas de agrupamento max pooling (em verde) seguidos por duas camadas
completamente conectadas (em amarelo) e uma camada de saida. A tnica diferenca
estd na ultima camada, na qual usamos uma funcao de ativacao linear para estimar o
parametro de ordem p. (C) Coeficiente de determinagao (entre os valores reais e previstos)
estimado a partir dos conjuntos de treinamento e validagao em fun¢ao do nimero de
épocas durante o estagio de treinamento. Separamos 15% dos dados como conjunto de
teste e o restante (85%) ¢é dividido entre os conjuntos de treino (80%) e validagao (20%)
obtidos de maneira estratificada. A rede treinada possui um coeficiente de determinacao
de =~ 0,997 quando aplicada no conjunto de teste e a curva vermelha no painel A ilustra
a precisao das previsoes da rede. (D) Coeficiente de determinagao obtido a partir do
conjunto de teste em fungdo do niumero de blocos de convolugao (e de agrupamento) n
na arquitetura da rede (o painel B corresponde a n, = 4). Os circulos sdo valores médios
de dez realizagoes do procedimento de treinamento e as barras de erro representam o
intervalo de confianca de 95%.
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3.3.3 Prevendo o comprimento do passo de cristais liquidos coles-
téricos

Nesta secao, em uma tarefa de classificacao analoga a apresentada na secao 3.2.3, vamos
verificar se redes convolucionais neurais sao tteis para prever o valor do passo 7 de cristais
liquidos colestéricos diretamente das texturas desses materiais. Para isso, aplicamos basi-
camente a mesma arquitetura geral de rede usada com texturas neméticas para a tarefa de
classificar os valores de 7. A figura 3.10A mostra a rede com n;, = 4 blocos de convolugao
(e de agrupamento maz pooling) usada com as texturas colestéricas. Quando comparada
com as redes usadas com texturas nematicas, a inica diferenca esté na ultima camada, que
agora conta com 8 nés (um para cada valor do passo n € {15,17,19,...,29}) com fungoes
de ativacdo softmaz (usualmente usadas em tarefas de classificagdo multiclasse). Treinamos
essa rede seguindo os mesmos procedimentos usados anteriormente e considerando a entropia
cruzada categorica como fungao de perda. A figura 3.10B mostra que os scores de treina-
mento e de validagao aproximam-se da precisao ideal apds aproximadamente 10 épocas de
treinamento. A figura 3.10C demonstra a alta precisao dessa rede representada pela matriz
de confusao calculada para o conjunto de teste (15% dos dados nunca apresentados ao al-
goritmo). Notamos que essa rede classifica perfeitamente todos os valores do passo. Esse
desempenho é bastante superior ao apresentado na secao 3.2.3, cujo valor da precisao foi
de ~ 85%. Também investigamos a precisao de diferentes arquiteturas de rede alterando o
namero de blocos de convolugao n,. Os resultados da figura 3.10D mostram que a precisao
média é bastante baixa para n;, < 3, atinge um valor 6timo para n, = 3 e 4 e diminui quando

nb:5.

3.3.4 Prevendo a temperatura de amostras experimentais

Em uma tultima aplicacao com redes convolucionais neurais, buscamos prever a tempe-
ratura de amostras a partir de texturas experimentais de cristais liquidos E7. Essa tarefa
de regressao ¢ analoga a apresentada na se¢ao 3.2.2. A figura 3.11A mostra exemplos de
texturas obtidas em diferentes temperaturas. Inicialmente, verificamos que a arquitetura
geral da rede utilizada em todas as aplicagoes anteriores nao produz bons resultados ao lidar
com essas texturas experimentais. Por causa disso, propomos uma arquitetura ligeiramente
modificada ao incluir camadas adicionais de convolucao antes de cada operacao de agrupa-
mento do tipo maz pooling. Também aumentamos o ntmero (agora sao oito filtros 4 x 4
por bloco de convolugao) bem como o tamanho dos filtros convolucionais das camadas de
agrupamento (agora sao 3 x 3 pizels). As camadas completamente conectadas permanecem
iguais aos casos anteriores, ou seja, temos duas camadas com 32 e 16 nos, respectivamente,
seguidas por uma camada de saida. Funcgoes de ativacao ReLU sao usadas apos todas as

operagoes de convolugao e uma funcao de ativacao linear é usada na camada de saida. A
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Figura 3.10: Prevendo o comprimento do passo de cristais liquidos colestéricos com redes

convolucionais neurais. (A) Ilustragao da arquitetura da rede usada para classificar os
valores do passo. Essa rede possui a mesma estrutura geral da rede usada para classificar
as fases e da rede usada para prever o parametro de ordem. A diferenca esta na tltima
camada que agora é composta por 8 nos com fungoes de ativagao do tipo softmaz. (B)
Scores de treinamento e de validagao (precisao, a fracao de classificagdes corretas) em
funcao do namero de épocas de treinamento. Separamos 15% dos dados como conjunto de
teste e o restante (85%) é dividido entre os conjuntos de treino (80%) e validagao (20%)
obtidos de maneira estratificada. (C) Matriz de confusao obtida ao aplicar a rede treinada
no conjunto de teste. A forma diagonal dessa matriz mostra que a rede treinada alcancga
classificacao perfeita de todos os valores de passo no conjunto de teste. (D) Precisao
estimada a partir do conjunto de teste em funcao do nimero de blocos de convolugao
(e de agrupamento) n;, na arquitetura da rede (o painel A corresponde a n, = 4). Os
marcadores representam os valores médios obtidos em dez realizagoes do procedimento
de treinamento e as barras de erro representam o intervalo de confianca de 95%.

figura 3.11B ilustra a estrutura modificada da rede com n;, = 3 blocos de convolugao.

Apesar das modificacoes na arquitetura da rede, os procedimentos de treinamento e de

regularizagao permanecem os mesmos. Também utilizamos o erro quadratico médio como

fungao de perda para esse problema de regressao. A figura 3.11C mostra o coeficiente de

determinacao R? para os conjuntos de treinamento e de validacao em funcao do ntimero de

épocas de treinamento. Observamos que ambos scores aproximam-se do valor ideal apos
apenas algumas épocas de treinamento. Os resultados da figura 3.11D mostram a relacao
entre as temperaturas preditas e reais obtidas ao aplicar a rede treinada no conjunto de

teste. Essa relagdo segue bem proxima a linha 1:1 (linha tracejada) e possui coeficiente
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Figura 3.11: Prevendo a temperatura de amostras de cristal liquido E7 com redes convolu-
cionais neurais. (A) Exemplos de texturas experimentais obtidas por microscopia optica
polarizada para diferentes amostras em diferentes temperaturas (indicada nas imagens
em graus Celsius). (B) Representagao esquemaética da arquitetura da rede usada para
a tarefa de regressao de prever a temperatura da amostra. Essa arquitetura de rede é
ligeiramente diferente de todas as outras que usamos até agora; é composta de trés blocos
de oito convolugoes 4 x 4 seguidas por outras oito convolugoes 4 X 4 e por oito camadas
de agrupamento maz pooling 3 x 3. Apoés as tltimas operagoes de agrupamento (S3),
temos duas camadas completamente conectadas (com 32 e 16 nods, respectivamente) e
uma camada de saida com um tnico né e uma funcgao de ativacao linear. Todas as ca-
madas convolucionais usam a funcao de ativagao ReLLU. (C) Coeficiente de determinagao
estimado a partir dos conjuntos de treinamento e de validagao em funcao do ntmero de
épocas de treinamento. Separamos 15% dos dados como conjunto de teste e o restante
(85%) ¢ dividido entre os conjuntos de treino (80%) e validagao (20%) obtidos de maneira
estratificada. O coeficiente de determinagao calculado para o conjunto de teste é ~ 0,982.
(D) Relagao entre os valores de temperatura reais e previstos obtidos ao aplicar a rede
treinada no conjunto de teste (a linha tracejada representa a relagao 1:1). Os valores
entre parénteses no painel A também indicam as previsoes da rede. (E) Coeficiente de
determinacao estimado a partir do conjunto de teste em funcao do ntimero de blocos de
convolugdo e de agrupamento n, na arquitetura (o painel B corresponde a n, = 3). Os
marcadores representam os valores médios obtidos para dez realizagoes dos procedimen-
tos de treinamento e as barras de erro representam o intervalo de confianca de 95%.
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de determinacao de ~ 0,982, indicando a alta precisao alcancada pelo nosso método. A
figura 3.11A também mostra a comparacao entre os valores reais de temperatura associados
com cada textura e as previsoes da rede (valores entre parénteses). Vale notar também que
a precisao da rede supera o desempenho da abordagem baseada na entropia e complexidade
de permutagao (se¢do 3.2.2) na qual um coeficiente de determinagdo de = 0,93 foi obtido
com o algoritmo de k-vizinhos mais proximos. Também investigamos a precisao da nossa
abordagem com numeros diferentes de blocos de convolugao n,. A figura 3.11E mostra o
coeficiente de determinagao médio em funcao de ny, na qual notamos que a precisao 6tima

ocorre para 1, = 2 ou n, = 3.

3.4 Conclusao

Nesse capitulo, propusemos duas abordagens para extrair propriedades fisicas de cris-
tais liquidos diretamente de imagens das texturas desses materiais [33,34]. Nosso primeiro
método é baseado no célculo da entropia e complexidade estatistica de permutacao dessas
texturas, as quais sao usadas como caracteristicas em tarefas de aprendizagem estatistica
supervisionadas de regressao e classificagao para prever parametros fisicos desses materiais.
Demonstramos a utilidade e precisao dessa abordagem em uma série de aplicagoes numéricas
e experimentais. Nossos resultados mostraram que o parametro de ordem médio pode ser
estimado a partir das imagens de texturas nematicas obtidas por simulagoes de Monte Carlo
com precisao de 99%. Além disso, obtivemos precisao de 92% para a tarefa de regressao
de estimar a temperatura a partir de texturas experimentais de cristal liquido E7 em dife-
rentes temperaturas e fases. Também mostramos que essa abordagem classifica diferentes
comprimentos do passo de texturas colestéricas com precisao de 85%.

Nossa segunda abordagem, demonstrou a utilidade de redes convolucionais profundas
em prever as mesmas propriedades fisicas de cristais liquidos diretamente de suas texturas
opticas. Esse método de deep learning mostrou ser bastante eficiente para prever as fa-
ses (nemaética ou isotropica), parametros de ordem, comprimentos do passo e temperaturas
das amostras de diferentes cristais liquidos. Em particular, a performance de nossas redes
convolucionais neurais superou significativamente a abordagem baseada na entropia e com-
plexidade de permutacao nas tarefas associadas a determinacao do passo do cristal liquido
colestérico (acuracia de 100% versus 85%) e da temperatura (R? = 0,98 versus R? = 0,93).

Por um lado e além da maior precisao, os métodos baseados em redes convolucionais
profundas tém a vantagem de nao requererem extracao manual de caracteristicas das ima-
gens. Por outro lado, vale destacar que métodos baseados em deep learning carecem de uma
interpretacao mais direta e pode ser bastante complicado associar propriedades de redes con-
volucionais neurais com caracteristicas dos materiais em estudo. Nesse ponto, a abordagem

baseada na entropia e complexidade de permutacao apresenta grande vantagem. De fato,
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essas medidas de complexidade sao muito mais simples e intuitivas, além de serem muito
rapidas e escalaveis do ponto de vista computacional.

Apesar dessas diferencas importantes, tanto os resultados baseados na entropia e com-
plexidade de permutacao, quanto aqueles obtidos via redes convolucionais neurais ajudam
a reduzir a escassez de investigagoes com aprendizado de méquina na pesquisa de cristais
liquidos. Embora métodos de aprendizado de maquina nao substituam completamente os
procedimentos experimentais, essas abordagens podem contribuir muito para superar varias
dificuldades nas anéalises experimentais. A partir dos resultados mostrados nesse capitulo,
esperamos que o uso de métodos de aprendizagem de maquina em situacoes experimentais
possam se desenvolver ainda mais. Na verdade, existem varios cenarios em ciéncia béasica e
aplicada que podem se beneficiar dessas técnicas, que vao muito além do uso exclusivo na
pesquisa de cristais liquidos. E provavel que, em um futuro préximo, técnicas de aprendizado
de maquina encontrem uso em basicamente todas as ferramentas baseadas em imagens: do

microscopio 6ptico ao eletronico.
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CAPITULO 4

|dentificando e agrupando padrdes na eficiéncia dos mercados de

criptomoedas e de acdes

Diferentemente do carater mais aplicado do capitulo anterior, o presente capitulo retoma
a abordagem do capitulo 2 de busca por padroes em sistemas complexos, com enfoque na
hipotese do mercado eficiente — a ideia de que precos de ativos financeiros refletem comple-
tamente toda informacao disponivel. Especificamente, apresentamos dois estudos em grande
escala sobre a eficiéncia informacional dos mercados de criptomoedas [35] e de agoes [36] utili-
zando os valores de entropia e complexidade de permutacao calculados para séries temporais
financeiras oriundas desses sistemas. Em nossa primeira investigacao, identificamos e agru-
pamos padroes na eficiéncia do mercado de criptomoedas. No segundo estudo, analisamos a

dinamica coletiva da eficiéncia dos maiores mercados de agoes mundiais.

4.1 Introducao

A hipoétese do mercado eficiente é um paradigma em economia e uma crenca generali-
zada entre os agentes dos mercados de agoes [152,153]. Essa hipotese afirma que os pregos
dos ativos refletem completamente toda informacao disponivel em um mercado idealmente
eficiente [154]. A medida que novas informacdes sobre ativos financeiros ou sobre os mer-
cados de agoes tornam-se disponiveis, essas sao precificadas imediatamente pelos agentes de
mercado, resultando em novos valores para os ativos [155]. Consequentemente, tentativas
de prever os pregos futuros em um mercado informacionalmente eficiente provavelmente nao
serao melhores do que uma estimativa aleatéria. Portanto, a hipotese do mercado eficiente

impoe limitagoes significativas as negociacoes financeiras e torna impossivel tirar proveito
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de mercados informacionalmente eficientes utilizando, por exemplo, operagoes de arbitragem
ou estratégias de trading [155]. Além disso, acredita-se que a eficiéncia do mercado previne
efetivamente bolhas econdmicas, que estao entre as principais causas do colapso de acoes e
da instabilidade do mercado financeiro [156,157]. Por outro lado, criticos da hipotese do
mercado eficiente alegam que é, justamente, a crenca nos mercados racionais a verdadeira
culpada pela crise financeira de 2007-2008, bem como por muitos outros desenvolvimentos
indesejaveis na economia mundial [158].

Se a ineficiéncia dos mercados financeiros ¢ uma oportunidade de lucro ou se representa
um risco sistémico que deve ser corrigido, o fato é que a hipotese do mercado eficiente ainda é
um conceito onipresente entre os agentes econémicos e académicos que trabalham com dados
e modelos financeiros. Esse interesse se traduz em uma grande quantidade de trabalhos que
tentam quantificar o grau de eficiéncia de diferentes mercados de agoes [159-167| e também de
novas formas de investimento como as criptomoedas [168—-176|. Apesar do crescente empenho
em compreender melhor as diferentes facetas da hipotese do mercado eficiente, grande parte
desses estudos assume que a eficiéncia do mercado em questao permanece inalterada ao longo
do periodo investigado. Portanto, a possibilidade mais realista de ter mercados financeiros
com grau de eficiéncia variavel ao longo do tempo permanece muito menos explorada. Trata-
se de uma limitacao importante, uma vez que medidas de eficiéncia dependentes do tempo
permitem investigar os movimentos coletivos na evolucao da eficiéncia desses mercados, bem
como quantificar a estabilidade dos rankings de eficiéncia dos mercados financeiros. Nesse
sentido, apresentamos duas investigagoes que, dentre outras anélises, definem uma eficiéncia
variavel ao longo do tempo para mercados de criptomoedas e de agoes a partir de séries
temporais dos retornos diarios desses ativos financeiros. Como resultado comum a ambas
investigagoes, podemos destacar que uma analise dinamica da eficiéncia informacional revela
padroes nos quais ativos diferentes dentro de seus mercados, ou seja, diferentes criptomoedas
ou diferentes mercados de agoes, sao agrupados devido as similaridades entre seus perfis

temporais de eficiéncia.

4.2 Agrupando padroes na eficiéncia do mercado de crip-

tomoedas

A crescente popularidade das criptomoedas, apesar da volatilidade de seus pregos, indica
que o controle descentralizado por meio da tecnologia blockchain, juntamente com transagoes
financeiras seguras devido a forte criptografia, sao atributos altamente valorizados entre os
agente financeiros de todo o mundo. Assim, uma melhor compreensao geral do mercado de
moedas digitais se faz necessaria. Nesse sentido, conduzimos um estudo em grande escala

da eficiéncia desse mercado por meio da analise de séries temporais dos retornos diarios dos
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precos de 437 criptomoedas. Metodologicamente, nos baseamos na entropia e complexidade
estatistica de permutagao (apresentadas no capitulo 1) calculadas em janelas de tempo mo-
veis ao longo dessas séries temporais. Uma vez determinada a entropia e complexidade de
permutacao, consideramos que uma criptomoeda é informalmente eficiente em uma janela
de tempo quando ambas as medidas permanecem dentro de um intervalo de confianga ob-
tido ao embaralhar a série temporal em cada janela e calcular a entropia e complexidade de
permutacao para varias realizagoes independentes.

Como mostramos a seguir, nossa pesquisa revela que 37% das 437 criptomoedas perma-
necem informacionalmente eficientes em mais de 80% do tempo, enquanto 20% permanecem
eficientes em menos de 20% do tempo. Notamos também que a eficiéncia nao esté correlaci-
onada com o valor de capitalizacao de mercado das criptomoedas. Além disso, uma anélise
dinamica da eficiéncia ao longo do tempo revela padroes nos quais criptomoedas diferentes
sao agrupadas juntas devido as similaridades de seus perfis temporais de eficiéncia. Para
a analise dos agrupamentos, nos baseamos em uma medida de similaridade conhecida por
dynamic time warping (DTW) [177], que possui a vantagem de determinar uma “distancia”
entre séries temporais de diferentes comprimentos e escalas de valores. Com base nessa ana-
lise, encontramos quatro grupos de criptomoedas: i) aquelas que apresentam inicialmente
um nivel de eficiéncia maior mas evoluem para um nivel menor (12% do mercado); ii) aquelas
que melhoram a eficiéncia ao longo do tempo (19% do mercado); 4ii) aquelas que possuem
um nivel de eficiéncia que, em média, permanece constante (43% do mercado); e aquelas que
comecam em um nivel maior de eficiéncia, diminuem para um nivel menor e entao aumen-
tam novamente seu nivel de eficiéncia (26% do mercado). Essa andlise dos agrupamentos
também indica que as moedas mais jovens em cada grupo parecem seguir a tendéncia das
mais velhas. Em geral, descobrimos que grande parte do mercado de criptomoedas satisfaz
a hipotese do mercado eficiente na maior parte do tempo e também que o amadurecimento

do mercado de moedas digitais parece ser inevitavel.

4.2.1 Apresentacao dos dados

Para realizar essa investigacao, realizamos o download automatizado dos precos de fe-
chamento diarios e os valores de capitalizacao de 1.509 criptomoedas a partir do site http:
//coinmarketcap.com em 13 de fevereiro de 2018. Esse conjunto de dados inclui as
moedas digitais mais importantes e populares que estao em circulacao atualmente e abrange
diferentes periodos que variam de alguns dias (por exemplo, para as criptomoedas Medical-
chain e Farstcoin) até quase cinco anos (para a Bitcoin). Selecionamos as 437 criptomoedas
que possuem mais de 600 observacoes para a analise da eficiéncia informacional geral. Ja
para a analise relacionada ao comportamento dindmico da eficiéncia informacional, selecio-
namos as 167 criptomoedas com mais de 960 dias de observagao. Esses filtros sao necessarios

para que a estimativa da eficiéncia informacional em cada analise seja confidvel, assegurando
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que o célculo da eficiéncia geral seja baseado em ao menos 100 observacoes da entropia e
complexidade e que as séries relacionadas a eficiéncia informacional sejam maiores que 100

dias, conforme explicamos em detalhe a seguir.

4.2.2 Andalise dos dados

Iniciamos apresentando nossa metodologia aplicada para a série temporal da Bitcoin,
a criptomoeda mais conhecida e popular. Na figura 4.1A, mostramos a série temporal do

retorno logaritmico R; dos precos de fechamento didrios para essa moeda, definida por
R; =log P, — log P;_1, (4.1)

com log P, e log P,_; representando os logaritmos naturais dos pregos de fechamento nos
tempos t e t — 1. Essa série temporal (de comprimento n) é amostrada utilizando uma janela
movel (sombreada em cinza na figura 4.1A) que contém 500 pontos, o que corresponde a
aproximadamente dois anos de atividade econdmica. Essa janela movel tem passo diario,
ou seja, move-se adiante um dia de cada vez e, para cada passo, determinamos a entropia
de permutacao H; e a complexidade estatistica C; (como definidas no capitulo 1) usando a
embedding dimension d = 4.

Esse procedimento define novas séries temporais que representam os valores de H; e C;
em cada janela, com ¢ sendo a data central das janelas, como é mostrado nas figuras 4.1B
e 4.1C. Utilizamos janelas de 500 dias para satisfazer a condigao d! < n e, assim, obtermos
uma estimativa confiavel para a entropia H e a complexidade estatistica C' de permutagao.
Conforme discutimos no capitulo 1, bem como nas investigagoes reportadas nos dois capi-
tulos anteriores, essas duas medidas de complexidade sao estimadas a partir dos padroes de
ordem local entre valores consecutivos de R;. Sendo assim, a entropia de permutacao mede
o grau de aleatoriedade na ocorréncia de padroes ordinais e varia de H = 0 (para uma série
completamente regular) a H ~ 1 (para uma série completamente aleatoria). A complexidade
estatistica C, por sua vez, quantifica a complexidade estrutural nessa dindmica de ordena-
mento. Nesse caso, temos C' =~ 0 em ambos os extremos de ordem e desordem, enquanto
C > 0 indica que os padroes ordinais ocorrem de uma maneira mais complexa.

Consideramos que uma criptomoeda adere & hipotese de mercado eficiente quando os
valores de H; e (; dentro de uma janela temporal nao podem ser distinguidos daqueles
obtidos ao acaso. Para determinar a condi¢ao anterior, calculamos um intervalo de confianca
de 95% (regido sombreada em cinza nas figuras 4.1B e C) embaralhando os dados em cada
janela temporal e calculando H e C para 100 realizacoes independentes. Dessa maneira,
definimos a eficiéncia informacional geral E' de uma determinada criptomoeda como sendo a
fracao de tempo em que os valores de entropia e complexidade permanecem simultaneamente

dentro do intervalo de confianca.
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Figura 4.1: Quantificando a eficiéncia informacional de cripto-ativos com a entropia de
permutagao e a complexidade estatistica. (A) Série temporal dos retornos logaritmicos
R; dos pregos de fechamento da Bitcoin de 28 de abril de 2013 a 13 de fevereiro de 2018.
A area sombreada representa uma janela movel de 500 dias (aproximadamente dois anos
de atividade econdmica) que move-se adiante um dia de cada vez. As curvas em preto
nos painéis (B) e (C) mostram a evolugdo temporal da entropia de permutagao H; e
da complexidade estatistica C; calculadas dentro da janela moével, respectivamente. A
embedding dimension utilizada foi d = 4. As areas sombreadas representam intervalos de
confianca de 95% obtidos ao embaralhar os dados em cada janela e calcular os valores da
entropia e da complexidade para varias realiza¢oes independentes. Os segmentos verme-
lhos indicam os valores de H; e C; que estao fora do intervalo de confianga. Definimos a
eficiéncia informacional geral £ como a fracdo de tempo (dias) em que ambas as medi-
das de complexidade permanecem dentro do intervalo de confianca de 95%. A eficiéncia
estimada para a Bitcoin é F ~ 0,85 no periodo em analise.

Portanto, os valores de E variam entre zero e um, sendo que o limite inferior indica
uma criptomoeda com eficiéncia muito baixa, enquanto o limite superior representa uma
criptomoeda altamente eficiente. E interessante notar que essa definicdo estd em bom acordo
com as ideias fundamentais subjacentes a hipétese do mercado eficiente, no sentido em que
o preco de um cripto-ativo com um valor alto para E deve ser bastante robusto contra
estratégias lucrativas de negociacao. Por outro lado, o pre¢go de uma criptomoeda que possui
um valor baixo para E ¢ mais provavel de ser previsto e vulneravel & essas estratégias. Para
o exemplo da figura 4.1, isto é, o mercado da criptomoeda Bitcoin, encontramos E =~ 0,85,
indicando que esse cripto-ativo é aderente a hipotese do mercado eficiente, em linha com o
que foi reportado em pesquisas anteriores [172,173|. Esse fato valida nossa abordagem e nos
convida a uma analise em grande escala nos mesmos moldes.

Para isso, calculamos os valores de E para as 437 criptomoedas do nosso conjunto de
dados e estimamos a sua distribuicao de probabilidade, conforme mostra a figura 4.2A. Pode-
mos observar que essa distribuicao possui uma forma bimodal bem pronunciada, de tal modo
que o primeiro pico contém = 20% das criptomoedas, enquanto o segundo contém = 37%.
O primeiro pico corresponde as moedas digitais mais informacionalmente ineficientes, ja o
segundo representa as mais eficientes. Evidentemente, existem significativamente mais mo-

edas informacionalmente eficientes do que ineficientes no mercado. No entanto, a afirmacao
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Figura 4.2: Eficiéncia geral do mercado de criptomoedas e o desacoplamento do valor médio
de capitalizagao de mercado. (A) Estimativa de densidade de kernel da fungao distribui-
¢ao de probabilidade da eficiéncia informacional E para todas as 437 criptomoedas que
possuem mais de 600 observacoes de R;. Notamos que essa distribuicao é bimodal. O
primeiro pico (para E menor que 0,2) contém =~ 20% das criptomoedas (area sombreada
vermelha), indicando os casos mais informacionalmente ineficientes. Ja no segundo pico
(para E maior que 0,8) temos =~ 37% das criptomoedas (4rea sombreada azul), as mais
eficientes. (B) Gréafico de dispersdo para os valores da eficiéncia informacional E versus
o valor médio de capitalizacao de mercado em representacao linear-log. Nao observamos
correlacao entre essas variaveis, indicando um desacoplamento entre a eficiéncia informa-
cional e o valor médio de capitalizacao do mercado. O coeficiente de correlacao linear
de Pearson é ~ 0,07 com p-valor ~ 0,16, indicando que a hipétese nula de nao existir
correlagao linear nao pode ser rejeitada.

de que temos um mercado completamente aderente a hipotese do mercado eficiente ainda é
exagerada.

Na figura 4.2B, mostramos como a média do valor de capitalizacao do mercado depende
da eficiéncia informacional E. Notamos que nao ha quase nenhuma correlagao entre o valor
médio de capitalizagao e a eficiéncia informacional. De fato, uma anélise estatistica revela
que o coeficiente de correlagao linear de Pearson é =~ 0,07, com p-valor ~ 0,16. Conse-
quentemente, é impossivel rejeitar a hipotese nula de que nao existe correlacao linear entre
essas duas quantidades. Como o valor de capitalizacao determina o valor de mercado da
criptomoeda (isto ¢, o nimero de criptomoedas multiplicado pelo preco atual de mercado),
encontramos que a aderéncia do mercado de criptomoedas & hipotese de mercado eficiente
nao depende da volatilidade dos precos em anos recentes.

Agora vamos nos concentrar em uma visao mais detalhada do comportamento dindmico
da eficiéncia informacional. Para isso, selecionamos as 167 criptomoedas que possuem mais
de 460 observacoes para H; e (. A partir dessas séries temporais, definimos a eficiéncia
informacional dependente do tempo E; utilizando uma janela moével de 360 pontos sobre as

séries temporais de H; e C;. Essa janela desloca-se adiante um dia de cada vez e o valor
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de E; é a fracao de dias na qual H; e C; contidos na janela permanecem simultaneamente
dentro do intervalo de confianca de 95%.

Essas novas séries temporais F; fornecem uma visao detalhada sobre como a eficiéncia
informacional das criptomoedas muda ao longo do tempo, o que, por sua vez, nos permite
encontrar as moedas que possuem caracteristicas temporais similares. A figura 4.3A mostra
trés exemplos da evolugao temporal da eficiéncia informacional F; para as moedas Bitcoin-
Dark, 42-coin e Diamond. Essa pequena amostra ja indica que a forma de E; pode ser bem
similar entre algumas criptomoedas, como para a BitcoinDark e a Diamond.

Para estender essa anélise comparativa para todas as 167 criptomoedas, utilizamos o
algoritmo dynamic time warping [178] (DTW) para medir a similaridade entre todos os
pares possiveis de séries temporais F;. A DTW é uma medida de similaridade baseada na
forma da série, a qual tem como principal vantagem a possibilidade de ser aplicada em séries
temporais de tamanhos e escalas de valores diferentes. Esse método calcula um alinhamento
Otimo entre duas séries temporais minimizando uma fungao custo (ou a distancia) [177] e
¢ amplamente empregado para tarefas de agrupamento de séries temporais [179]. Para os
exemplos da figura 4.3A, a distancia DTW entre BitcoinDark e Diamond é 3,64, enquanto
as distancias entre 42-coin e essas duas outras moedas sao 7,73 e 11,72, respectivamente.
Assim, quanto menor for a distancia DTW entre um par de criptomoedas, mais similar sera
o perfil da evolugao de E; entre elas. A figura 4.3B mostra o grafico da matriz das distancias
DTW entre todos os pares das 167 criptomoedas selecionadas.

Similarmente ao que fizemos para os estilos artisticos de obras de arte no capitulo 2,
investigamos uma possivel organizacao hierarquica das criptomoedas com relagao a evolugao
da eficiéncia informacional. Para isso, utilizamos um critério de agrupamento que é baseado
na distancia média entre pares de séries das moedas, conhecido por average linkage criteria,
para construir uma representacao em dendrograma da matriz das distancias DTW. Esse pro-
cedimento agrupa, iterativamente, pares de grupos que possuem a menor distancia média,
a qual é definida como o valor médio da distancia entre todos os pares de elementos dos
dois grupos. A figura 4.3C mostra que esse dendrograma corrobora a ideia de que as crip-
tomoedas sao hierarquicamente organizadas com relagao ao perfil da evolugao da eficiéncia
informacional E.

Essa organizagao hierarquica também nos permite encontrar os grupos de moedas com
caracteristicas temporais similares. Para isso, precisamos encontrar uma distancia limiar
6tima para segmentar o dendrograma e dividir as criptomoedas em grupos. Conforme vimos
no capitulo 2, uma abordagem natural para especificar essa distancia limiar é maximizar
o coeficiente de silhueta, que quantifica a consisténcia do procedimento de agrupamento.
Maximizando o coeficiente de silhueta, encontramos que 5,7 é a distancia DTW 6tima que
divide o dendrograma nos quatro grupos de criptomoedas indicados pelos ramos coloridos

na figura 4.3C. Dessa maneira, criptomoedas que pertencem ao mesmo grupo possuem per-
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Figura 4.3: Agrupamento de padrdes na dinAmica da eficiéncia informacional. (A) Trés
exemplos da evolugao temporal da eficiéncia informacional F;. A dindmica de E; é obtida
usando uma janela moével de 360 dias sobre as séries temporais H; e C; e calculando a
fracao de pontos (dias) que ambas as medidas de complexidade permanecem dentro do
intervalo de confianga de 95%. Notamos que os perfis de E; sao muito similares para
BitcoinDark e Diamond, enquanto 42-coin mostra uma trajetoria diferente para F;. (B)
Gréfico da matriz das distancias obtidas pelo algoritmo dynamic time warping (DTW)
entre todos os pares das 167 criptomoedas que possuem mais de 460 observagoes para
H; e Cy. (C) Dendrograma mostrando o resultado do procedimento de agrupamento
hierarquico baseado nas distancias DTW utilizando o critério average linkage [71]. Os
ramos coloridos indicam os quatro grupos de criptomoedas que exibem padroes similares
para a dinamica de F;. Esses grupos sao obtidos segmentando o dendrograma na distancia
limiar que maximiza o coeficiente de silhueta. A ordem das linhas e das colunas no grafico
da matriz (B) é a mesma usada no dendrograma e as inser¢oes coloridas desse painel
representam a tendéncia média de E; para cada grupo.
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fis temporais bem similares para a eficiéncia informacional FE;, cujo comportamento médio
corresponde aos observados nas quatro insergoes no topo da figura 4.3B. Esses quatro per-
fis médios podem ser qualitativamente descritos por: i) um nivel de eficiéncia alto e, em
média, constante (grupo azul, 43% das criptomoedas); i) uma eficiéncia informacional que
comega em um nivel maior, decresce para um menor e aumenta novamente (grupo laranja,
26% das criptomoedas); iii) uma eficiéncia informacional decrescente (grupo verde, 12%
das criptomoedas); e iv) uma eficiéncia informacional crescente (grupo vermelho, 19% das
criptomoedas).

Por fim, é informativo analisar a evolugao temporal da eficiéncia informacional E; para
cada um dos quatro grupos, de tal maneira que moedas com idades diferentes sao distingui-
das, como mostrado na figura 4.4. Observamos, nos quatro grupos, que as tendéncias das
moedas pioneiras parecem ser seguidas pelas moedas criadas mais recentemente. Também é
interessante notar que 81% das criptomoedas pertencem aos grupos caracterizados por uma
eficiéncia informacional alta e constante ou por um nivel crescente de eficiéncia. Isso sugere
que as moedas mais jovens, que atualmente nao aderem a hipétese do mercado eficiente,
podem muito bem fazé-lo em um futuro préoximo. Desse modo, o mercado de moedas digi-
tais pode se tornar tao compativel com a hipotese de mercado eficiente quanto os mercados

financeiros tradicionais geralmente sao.
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Figura 4.4: Evolugao temporal da eficiéncia informacional dos quatro grupos diferentes de
criptomoedas. Os painéis (A) ao (D) mostram séries temporais da eficiéncia informacio-
nal F; para os quatro grupos de criptomoedas obtidos pelo procedimento de agrupamento
hierarquico. As curvas coloridas representam cada uma das 167 criptomoedas, enquanto
as curvas cinza mostram o comportamento médio de F; em cada grupo para trés inter-
valos de comprimento dessas séries. Esses intervalos de comprimento foram escolhidos
para conter aproximadamente o mesmo numero de criptomoedas. Em (A), observamos
predominantemente um padrao decrescente para F;. Em (B), temos a prevaléncia de uma
tendéncia crescente para as criptomoedas mais jovens até um ponto em que a eficiéncia
comega a saturar, em particular para as criptomoedas mais velhas. Em (C), o compor-
tamento de F; varia ao longo do tempo e, em média, é aproximadamente constante e
altamente eficiente. Finalmente, em (D), observamos uma tendéncia decrescente inicial,
seguida por um crescimento no fim do periodo de observacao. Esses resultados sugerem

que as criptomoedas mais jovens de cada grupo provavelmente seguirao a tendéncia das
moedas pioneiras.
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4.3 Dinamica coletiva da eficiéncia do mercado de acoes

Embora a hipotese do mercado eficiente seja um conceito crucial em economia, os mer-
cados de agbes reais nao sao idealmente eficientes o tempo todo [157], assim como também
observamos na se¢ao anterior para o mercado de criptomoedas. Os pregos das agoes em
mercados reais podem tornar-se autocorrelacionados durante periodos de curto prazo [180],
corroborando a ideia mais holistica de que realizar previsoes de curto prazo e arbitragem
sao possiveis mesmo nos mercados mais eficientes. Outra evidéncia de que os mercados de
agoes nao sao idealmente eficientes sao as flutuagoes nao Gaussianas (distribuigoes de cauda
longa) dos retornos logaritmicos dos pregos dos ativos [181,182], a dificuldade de modelos
simples de caminhada aleatoria em prever a quebra dos mercados de agdes [183], e a exis-
téncia de estratégias de trading bem-sucedidas [184]. Além disso, embora acredita-se que
mercados eficientes previnem bolhas econdmicas e quebras do mercado [156], sdo justamente
as correlagoes de longo alcance presentes em tais eventos que os tornam mais previsiveis [185].

No estudo apresentado nessa secao, investigamos o comportamento dinamico da eficiéncia
de 43 mercados de acoes mundiais durante os dltimos 20 anos. Utilizamos uma abordagem
similar a usada anteriormente com criptomoedas para definir a eficiéncia variavel no tempo
a partir dos retornos logaritmicos dos indices dos mercados de acoes. Especificamente,
definimos o grau de eficiéncia dependente do tempo de um mercado de a¢oes como a entropia
de permutacgao [28] calculada dentro de uma janela mével dos retornos logaritmicos. Nesse
caso, nao utilizamos a comparacao com séries embaralhadas, pois nosso enfoque com o
mercado de agoes é diferente. No lugar de testar a hipdtese de mercado eficiente, estamos
agora interessados em analisar a evolucao coletiva do grau de eficiéncia desses mercados,
ou seja, até que ponto variagoes na eficiéncia de um mercado afetam a eficiéncia de outros
mercados. Além disso, nao usamos a complexidade estatistica para essa anélise, pois essa
medida mostrou-se muito correlacionada com a entropia de permutacao e, portanto, acabaria
por fornecer a mesma informacao sobre a evolugao coletiva da eficiéncia dos mercados de
acoes.

Nossa pesquisa mostra que os principais mercados de agoes podem ser hierarquicamente
classificados em varios grupos de acordo com a similaridade na evolucao de seus graus de efi-
ciéncia de longo prazo. No entanto, descobrimos que os rankings de eficiéncia dos mercados
de agoes e grupos de mercados com tendéncias de eficiéncia similares sao estaveis apenas em
curtos periodos de tempo que, geralmente, nao se estendem por mais do que alguns meses.
Esse resultado indica que agrupar os mercados de acordo com o comportamento de longo
prazo pode ocultar aspectos importantes de suas interacoes. Para revelar essas caracteris-
ticas, utilizamos uma abordagem dindmica de agrupamento em que é possivel identificar
grupos de mercados de agoes com padroes de eficiéncia semelhantes dentro de uma janela de

tempo. Utilizando esses grupos que variam ao longo do tempo, construimos uma rede com-
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plexa ponderada na qual nés representam mercados de acoes, conexoes indicam mercados
que aparecem juntos no mesmo grupo pelo menos uma vez e os pesos das conexoes sao pro-
porcionais ao namero de vezes que um par de mercados aparece no mesmo grupo. Essa rede
complexa permite identificar os mercados mais influentes, bem como sua estrutura modular,
que consiste em dois grupos distintos de mercados com tendéncias de eficiéncia similares.
Observamos ainda que a rede de mercados de ac¢oes é bastante densa e emaranhada. Assim,
a dindmica da eficiéncia do mercado de agoes parece ser um fenémeno coletivo que pode fazer
com que todo o sistema financeiro opere em um nivel muito alto de eficiéncia informacional,

mas que também coloca todo o sistema sob risco continuo e sistémico de falha.

4.3.1 Apresentacao dos dados

O conjunto de dados usado nesse estudo foi obtido a partir da API de dados historicos
financeiros do Yahoo! (via modulo Python yfinance [186]), e também a partir dos dados
de mercado do Wall Street Journal [187] e do site investing.com (via modulo Python in-
vestpy [188]). Primeiro, obtivemos os codigos dos 43 indices dos maiores mercados de agoes
(tabela 4.1) e, em seguida, fizemos o download dos pregos de fechamento diario ajustados
de cada mercado a partir do Yahoo! finance no periodo de 1° de janeiro de 2000 a 31 de
outubro de 2020 (cada série temporal possui 5204 pontos). Os mercados que ndo possuem
dados na base do Yahoo! finance ou que estavam incompletos, foram obtidos a partir do
Wall Street Journal. Para os mercados que, mesmo assim, ainda estavam incompletos ou
indisponiveis nas bases de dados anteriores, nés obtivemos as séries historicas a partir do
site http://investing.com. A tabela 4.1 mostra uma lista dos indices de todos os

mercados usados em nossa investigacao.

4.3.2 Andalise dos dados

A partir das séries temporais dos precos de fechamento, calculamos os retornos logarit-
micos R(t) (tal como fizemos na segao 4.2.2 para o preco das criptomoedas) de cada indice
de mercado, no qual ¢ representa a data de fechamento. A figura 4.5A ilustra a evolugao
temporal de R(t) para o indice S&P 500 (um indicador influente do mercado de agoes dos
EUA). Em seguida, amostramos a série dos retornos logaritmicos com uma janela mével de
500 dias (area sombreada na figura 4.5A), que corresponde aproximadamente a 2 anos de
atividade economica. A janela movel possui passo diario e, para cada janela, calculamos
a entropia de permutacdo normalizada H(t) [28] com embedding dimension d = 4. Esse
procedimento cria uma série temporal da entropia de permutacao H(t) para cada mercado
de agoes, como ¢ mostrado na figura 4.5B para o indice S&P 500 (veja a figura 4.6 para
todos os mercados).

Conforme definido no capitulo 1 e também discutido na secao 4.2.2, a entropia de permu-
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http://investing.com

Indice do mercado Localizagcao Cobdigo Fonte de dados
1 MERVAL Argentina "MERV Yahoo finance
2 ALL ORDINARIES Australia ~AORD Yahoo finance
3 S&P/ASX 200 Australia ~AXJO Yahoo finance
4 ATX Index Austria ~ATX Yahoo finance
5 BEL 20 Bélgica "BFX Yahoo finance
6 IBOVESPA Brasil ~BVSP Yahoo finance
7 S&P /TSX Composite index Canada “"GSPTSE  Yahoo finance
8 SSE Composite Index China 000001.SS Yahoo finance
9 Shenzhen Component China 399001.5% Yahoo finance
10 EURONEXT 100 Europa ~“N100 Yahoo finance
11 STOXX Europe 50 Index Europa “"STOXX50E Wall Street Journal
12 CAC 40 Franca ~FCHI Yahoo finance
13DAX PERFORMANCE-INDEX Alemanha ~GDAXI Yahoo finance
14 HANG SENG INDEX Hong Kong ~HSI Yahoo finance
15S&P BSE SENSEX India “BSESN Yahoo finance
16 Jakarta Composite Index Indonésia ~JKSE Yahoo finance
17 TA-35 Index Israel TA35.TA Yahoo finance
18 FTSE Italia All-Share Index [talia FTSEMIB.MI Yahoo finance
19 Nikkei 225 Japao ~N225 Yahoo finance
20 FTSE Bursa Malaysia KLCI Maléasia ~KLSE Yahoo finance
21 TPC MEXICO Meéxico ~"MXX Yahoo finance
22 Amsterdam AEX Index Paises Baixos ~AEX Yahoo finance
23 Oslo Bors All Share Index Noruega ~"OSEAX Wall Street Journal
24 Pakistan Stock Exchange Paquistao ~KSE Yahoo finance
25 PSEi Index Filipinas PSEILPS Yahoo finance
26 WIG20 Poloénia WIG20 investing.com
27 MOEX Russia Index Rissia IMOEX.ME investing.com
28 Russian Trading System (RTS) Index Russia RTSLME Wall Street Journal

29 Tadawul All Shares Index
30 STI Index

31 Top 40 USD Net TRI Index
32 KOSPI Composite Index
33IBEX 35 Index

34 Swiss Market Index

35 TSEC weighted index

36 SET Index

37FTSE 100

38 Dow 30

Arabia Saudita “TASI.SR

Singapura
Africa do Sul
Coréia do Sul
Espanha
Suica

Taiwan
Tailandia
Reino Unido
EUA

39NYSE AMEX COMPOSITE INDEX EUA

40 NYSE COMPOSITE (DJ)
41 Nasdaq

42 Russell 2000

43 S&P 500

EUA
EUA
EUA
EUA

~STI
~JNOU.JO
~KS11
~“IBEX
~SSMI
~TWII
~SET.BK
“FTSE
~DJI
~XAX
“"NYA
~IXIC
"RUT
~GSPC

investing.com
Yahoo finance

Wall Street Journal

Yahoo finance
Yahoo finance
Yahoo finance
Yahoo finance
investing.com
Yahoo finance
Yahoo finance
Yahoo finance
Yahoo finance
Yahoo finance
Yahoo finance
Yahoo finance

Tabela 4.1: Os 43 maiores mercados de a¢oes mundiais usados em nosso estudo.
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Figura 4.5: Definindo a eficiéncia informacional dos mercados de agoes com a entropia de
permutagao. (A) Série temporal dos retornos logaritmicos R(t) dos pregos de fechamento
diarios do indice S&P 500 de 1° de janeiro de 2000 a 31 de outubro de 2020. A area
sombreada ilustra uma janela movel de 500 dias (dois anos de operagao do mercado de
agoes) usada para calcular a entropia de permutacao H(t). (B) Evolugao temporal da
entropia de permutagao H(t) com embedding dimension d = 4 do indice S&P 500. (C)
Evolugao temporal do valor médio da eficiéncia (H(t)) de todos os 43 mercados de agoes
presentes em nosso estudo (a drea sombreada representa o erro padrao da média).

tagao ¢ estimada a partir dos padroes ordinais entre valores consecutivos de R(t) e quantifica
o grau de aleatoriedade na ocorréncia desses padroes. Esperamos que uma série completa-
mente regular possua H =~ 0, enquanto uma série completamente aleatoria tenha H =~ 1.
Assim, quanto maior o valor de H(t), mais aleatoria é a série dos retornos logaritmicos por
volta do tempo t e mais informacionalmente eficiente é o mercado de agoes naquele momento
especifico. Por outro lado, uma diminui¢ao em H(t) indica a emergéncia de um comporta-
mento mais regular (e possivelmente mais previsivel) da série dos retornos logaritmicos e,
portanto, um periodo menos eficiente do mercado de agoes. Também estimamos o comporta-
mento médio da eficiéncia (H (t)) para todos os mercados de agoes. A figura 4.5C mostra que
o comportamento agregado ¢ mais suave do que o comportamento observado para mercados
individuais e parece refletir grandes eventos financeiros, tais como a “crise financeira” global

(2007-2008), ja que por volta desse periodo (H(t)) possui valores menores de entropia.
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Figura 4.6: Evolucao temporal da entropia de permutacao H(t) com embedding dimension
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O comportamento de investidores tende a sincronizar durante as quedas dos mercados
de agbes [157|, e estratégias de investimentos podem propagar choques por meio da rede
financeira e levar ao surgimento de fortes correlagoes entre mercados financeiros [189]. Da
mesma forma, esperamos que esses comportamentos coletivos afetem a dinamica da eficiéncia
do mercado de agbes e produzam movimentos conjuntos em H(t), capazes de organizar os
mercados em estruturas hierdrquicas com tendéncias de eficiéncia similares. Para investigar
essa possibilidade, primeiro estimamos a distancia de correlacao das séries temporais da
eficiéncia entre todos os pares de mercados, criando a matriz de distancias das correlagoes

definida por

d(H;, Hy) = \[2(1 — p(H;, H,)), (4.2)

na qual p(H;, H;) é o coeficiente de correlacao de Pearson entre as séries temporais H; do
i-ésimo mercado de agoes e H; a mesma quantidade para o j-ésimo mercado. Essa matriz é

mostrada na figura 4.7A.
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Figura 4.7: Organizagao hierarquica de longo prazo dos padroes de eficiéncia dos principais
mercados de a¢oes mundiais. (A) Matriz representando a distancia de correlagao entre
todos os pares de séries temporais da entropia dos mercados de acoes. Os dendrogramas
mostram os resultados dos agrupamentos hierdrquicos baseados no método da minima
variancia de Ward. (B) Coeficiente de silhueta a partir dos grupos obtidos ao segmentar
o dendrograma em diferentes limiares de distancia. Os retangulos coloridos localizados
abaixo dos ramos dos dendrogramas no painel (A) indicam os 16 grupos obtidos ao
segmentar o dendrograma na distancia limiar que maximiza o valor do coeficiente de
silhueta (indicada pela cruz vermelha).
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Em seguida, utilizamos o método da minima varidncia de Ward [118] (ja utilizado na
se¢do 2.6) para construir uma representacao em dendrograma da matriz de distancias, que
também é mostrada na figura 4.7A. Nossos resultados indicam que os mercados de agoes
formam uma estrutura hierarquica de acordo com a evolucao da eficiéncia informacional no
longo prazo. No entanto, nao observamos estruturas de agrupamento grandes na matriz de
distancias. Na verdade, ao determinar o nimero de grupos maximizando o coeficiente de
silhueta [119] (mesmo procedimento que foi adotado nas se¢oes 2.6 e 4.2.2), como mostra a
figura 4.7B, temos 16 grupos dos quais 15 consistem em apenas alguns mercados (o maior
grupo possui 5 mercados) e 1 grupo contém um tunico mercado. A figura 4.8 mostra que
esses grupos de mercados exibem perfil temporal de H (t) semelhantes no longo prazo, porém
essa analise global ndo captura movimentos de curto prazo de H(t) entre os mercados de
acoes.

Para investigar o comportamento coletivo de curto prazo da eficiéncia dos mercados de
agoes, amostramos a série temporal de H(t) com uma janela movel de um ano e criamos um
ranking de eficiéncia dos mercados baseado no valor médio de H(t) dentro de cada janela
temporal. Em seguida, investigamos a estabilidade desses rankings de eficiéncia estimando
o coeficiente de correlagao de rankings de Kendall [190] (Kendall-7) entre todos os pares
possiveis de janelas temporais. Essa andlise resulta na matriz de correlacao mostrada na
figura 4.9A, na qual linhas e colunas representam a tltima data de cada janela. Por definicao,
os elementos da diagonal dessa matriz sao unitarios (ou seja, o ranking de eficiéncia em uma
dada janela é perfeitamente correlacionado consigo mesmo). Os valores em uma dada linha
ou coluna indicam o quao similar é o ranking das eficiéncias daquela data com rankings em
datas passadas e futuras. Assim, devemos obter grandes estruturas em bloco diagonais com
valores altos do coeficiente de Kendall-7 se esses rankings de eficiéncia forem estéveis por
periodos longos. No entanto, observamos pequenos blocos diagonais com aproximadamente
um més de largura, indicando que os rankings de eficiéncia sao estéveis durante periodos
curtos.

Além disso, calculamos a distancia de correlagdo da eficiéncia H(t) entre todos os pares
de mercados para cada janela temporal e aplicamos o mesmo procedimento de agrupamento
usado para toda a série temporal de H(t) (ou seja, criamos o dendrograma a partir do método
da minima variancia de Ward, segmentado no valor maximo do coeficiente de silhueta). Essa
abordagem produz grupos de mercados com evolugao similar da eficiéncia em cada janela
temporal. Comparamos a estabilidade temporal desses grupos estimando o indice de Rand
ajustado [191] entre todos os resultados de agrupamentos em cada janela temporal. Esse
coeficiente mede a concordancia entre dois agrupamentos ao contar os pares de elementos
atribuidos ao mesmo grupo, controlando para a sobreposicao esperada ao acaso. Valores
desse indice proximos a zero indicam que os dois agrupamentos nao sao mais similares do

que particoes aleatérias, enquanto valores iguais a 1 indicam concordancia perfeita entre esses
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Figura 4.8: Evolugdo temporal da entropia de permutacao H(t) para os 43 mercados de

agoes agrupados de acordo com os grupos obtidos a partir da dinamica de longo prazo
de H(t).
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agrupamentos. A figura 4.9B mostra a matriz dos indices de Rand ajustados para todos os
resultados de pares de grupos. As pequenas estruturas em forma de blocos na diagonal dessa

matriz indicam que grupos de mercados com perfil similar de H(t) permanecem estaveis por

aproximadamente 4 meses.
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Figura 4.9: Estabilidade de curto prazo dos rankings de eficiéncia e dos agrupamentos
dos mercados de agoes. (A) Matriz representando o coeficiente de correlacao tau de
Kendall (Kendall-7) entre todos os pares de rankings de eficiéncia dos mercados de agoes
calculado dentro de uma janela mével de 1 ano. Notamos a formacao de pequenos blocos
diagonais com largura de 1 a 2 meses, indicando que os rankings de eficiéncia mudam
com o passar do tempo. (B) Gréfico de matriz do indice de Rand ajustado que estima a
concordancia entre agrupamentos de mercados com perfis temporais de eficiéncia similares
em diferentes janelas de tempo. Também observamos a existéncia de pequenos blocos
diagonais com largura de aproximadamente 4 meses, mostrando que grupos com perfis
de eficiéncia similares nao permanecem estaveis durante longos periodos.

Os resultados da figura 4.9 demonstram que os padroes coletivos de curto prazo na
evolucao da eficiéncia dos mercados de agoes mudam com o tempo e sao diferentes daqueles
obtidos para escalas temporais longas (figura 4.7A). Os padroes dinAmicos que encontramos
indicam que particoes simples nao sao suficientes para capturar as interacoes complexas
entre mercados financeiros e motivam o uso de uma abordagem diferente que considere essas
interacoes emaranhadas. Para isso, propomos a construgao de uma rede complexa na qual os
nos representam mercados de agoes, e as conexoes indicam dois mercados que sao agrupados
juntos pelo menos uma vez ao longo do tempo. Também assumimos que a conexao entre
dois mercados de acoes é ponderada pelo niimero de vezes que esses mercados especificos
sao agrupados juntos. Essa representacao permite agregar a informacao de curto prazo
em uma imagem global, na qual mercados de ac¢oes cujas dindmicas de eficiéncia estejam
correlacionadas durante algum periodo aparecam conectados. Além disso, os pesos dessas

conexoes indicam a intensidade das interagoes entre os mercados.
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A figura 4.10A mostra essa representacao de rede para os 43 mercados do nosso estudo.
Observamos que essa rede complexa forma um grafo completo ja que apresenta todas as pos-
siveis conexoes entre todos os mercados de agoes. Portanto, os mercados de agoes mundiais
sao fortemente globalizados quanto & sua eficiéncia, de modo que periodos simultaneos de
alta ou baixa eficiéncia geralmente envolvem um grande ntimero de mercados. Esse resultado
sugere a existéncia de risco sistémico para o “espalhamento” de estados de baixa eficiéncia;
mas, ao mesmo tempo, indica que estados de alta eficiéncia também podem emergir glo-
balmente. Embora a densidade dessa rede financeira seja méxima, as interacoes entre os
mercados de agoes nao sao uniformemente distribuidas. O coeficiente de Gini dos pesos das
conexdes é 0,18 (em uma escala em que zero representa igualdade perfeita e um méxima
desigualdade), sugerindo que alguns mercados podem ter um impacto maior na dinamica da
eficiéncia do sistema. A figura 4.10B mostra o ranking de centralidade baseado no Page-
Rank [192], no qual os indices Amsterdam AEX Index (Paises Baixos) e o KOSPI Composite
Index (Coréia do Sul) emergem como os mercados mais influentes, enquanto os dois indices
russos (MOEX Russia Index e Russian Trading System (RTS) Index) sao os menos influentes
para a dindmica da eficiéncia dos mercados de agoes mundial.

A desigualdade na distribui¢ao dos pesos das conexdes também sugere que a rede finan-
ceira da figura 4.10A pode ter uma estrutura modular na qual grupos de mercados sdo mais
similares entre si do que com outros grupos. Para investigar essa possivel estrutura modu-
lar, usamos a abordagem conhecida por modelo estocastico de blocos (SBM) [193-195]. Esse
método possui a vantagem de estimar diretamente as probabilidades marginais de que a rede
seja particionada em um certo ntimero de grupos e também a probabilidade de um né per-
tencer a um grupo especifico durante o processo de inferéncia. Testamos diferentes modelos
estocéstico de blocos (SBM) para ajustar os dados da nossa rede: SBM usual, SBM com
corregao de grau (DCSBM), SBM aninhado e DCSBM aninhado. Consideramos o melhor
modelo como aquele que possui o menor comprimento minimo de descrigdo [195], com base
na evidéncia estatistica de que o modelo nao esta confundindo flutuagoes estocasticas com
a estrutura modular real. Isso significa que os grupos nessa rede nao podem ter surgido a
partir de flutuagoes estocasticas, como ocorre em grafos totalmente aleatorios [196]. Encon-
tramos que o modelo estocastico de blocos aninhado sem corre¢ao de grau (SBM aninhado,
veja tabela 4.2) é o que melhor descreve nossa rede.

Esse modelo resulta em dois moédulos representados pelas cores dos nos na figura 4.10A.
Coletamos ainda as partigoes para 10.000 varreduras do algoritmo de aceitacao-rejeigao
Metropolis-Hastings via método de cadeia de Markov Monte Carlo [197] com véarios mo-
vimentos para amostrar particoes da rede, em intervalos de 10 varreduras. Usando essas
particoes, estimamos a probabilidade marginal do nimero de médulos da rede, conforme
mostra a figura 4.11. Esse resultado reforca que a estrutura modular com dois moédulos é a

mais provavel para nossa rede financeira. Também estimamos as probabilidades marginais
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Figura 4.10: Rede financeira dos mercados de agoes exibindo tendéncias semelhantes de
eficiéncia no curto prazo. (A) Os noés dessa rede representam os mercados de agoes e as
conexoes sao feitas entre mercados que aparecem pelo menos uma vez no mesmo grupo
com relagao a similaridade de curto prazo na evolucao da eficiéncia. Essas conexoes sao
ponderadas pelo ntimero de vezes que pares de mercados aparecem no mesmo grupo.
Usando o modelo estocastico de blocos aninhado, identificamos dois médulos na rede
indicados pelas cores diferentes dos nos. Nessa visualizagao, as larguras das conexoes sao
proporcionais aos pesos. (B) Ranking da centralidade baseada no PageRank indicando os
mercados de agoes mais influentes para a dindmica da eficiéncia dos indices dos mercados
de acoes.
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Comprimento

Modelo Abreviagao - .~
minimo de descrigao

Modelo estocastico de blocos SBM 55

Modelo estocastico de blocos aninhado com DCSBM aninhado 48

corre¢ao de grau

Modelo estocéastico de blocos com corregao de  DCSBM 41

grau

Modelo estocastico de blocos aninhado SBM aninhado 29

Tabela 4.2: Selecao do modelo baseada no comprimento minimo de descricao.

de um no pertencer a um grupo em nossa rede financeira. Os resultados indicam que a vasta
maioria dos mercados sao quase sempre atribuidos & mesma particao. Todos os modelos
de blocos estocasticos foram implementados com a biblioteca graph-tool [198] na linguagem
Python.

O maior modulo dessa rede (com 24 indices) compreende mercados dos Estados Unidos
(6 indices), paises da Asia-Pacifico (14 indices) e 4 outros mercados do Brasil, Itélia, Israel e
Meéxico. O segundo maior médulo inclui os outros 19 indices: 12 da Europa e outros mercados
da Argentina, Canada, Indonésia, Russia, Arabia Saudita, Africa do Sul e Tailandia. Apesar
da existéncia de muitas excegoes, a distancia geogréfica parece desempenhar algum papel
nessas particoes. Porém, mais importante do que entender as particularidades de cada
modulo, é a emergéncia dessa estrutura modular. Embora as associagoes entre os mercados
de agoes sejam bastante emaranhadas, essa estrutura modular sugere que alguns grupos de
mercados sao mais similares entre si, de modo que estados de baixa ou de alta eficiéncia tém

maior probabilidade de ocorrer dentro de cada um dos modulos.

100

1072k

B

Figura 4.11: Probabilidade marginal das parti¢gbes P(B|A) em nossa rede financeira. O
grafico de barras mostra a fun¢ao densidade de probabilidade P(B|A) de que a rede A
seja particionada em B moédulos. A distribuicao estéd concentrada em B = 2, indicando
que dois moédulos representam a estrutura modular mais provavel para nossa rede.
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4.4 Conclusao

Nesse capitulo, apresentamos dois estudos em grande escala sobre a eficiéncia informa-
cional dos mercados de criptomoedas e de agoes. No caso do mercado de criptomoedas,
utilizamos a entropia e complexidade de permutagao calculadas em janelas moveis sobre as
séries temporais do retorno logaritmico dos precos. Nossa pesquisa mostrou que o mercado
de criptomoedas é, em grande parte, compativel com a hipotese do mercado eficiente, com
somente 20% das criptomoedas sendo menos que 20% do tempo informacionalmente eficien-
tes. Por outro lado, mais da metade do mercado de criptomoedas ¢ mais de 60% do tempo
informacionalmente eficiente e 37% das 437 criptomoedas em nosso estudo sao mais de 80%
do tempo informacionalmente eficientes, resultado que esté de acordo com pesquisas anteri-
ores na mesma linha [172,173], nas quais foram reportados resultados similares considerando
apenas a moeda Bitcoin.

Além disso, com base em uma analise da eficiéncia informacional ao longo do tempo e apos
agrupar as criptomoedas que possuem perfis temporais similares, identificamos as moedas
digitais que seguem os mesmos altos e baixos com respeito a eficiéncia informacional. Ao
passo que as particularidades da composicao dos diferentes grupos podem ser de interesse
para investidores que procuram um portfolio diversificado, mostramos que dentro dos quatro
grupos identificados, as moedas mais jovens parecem seguir a tendéncia das moedas pioneiras.
As similaridades nas tendéncias temporais entre as moedas mais jovens e as pioneiras nos
leva a conjecturar que o mercado de criptomoedas pode se tornar tao aderente a hipotese de
mercado eficiente quanto os mercados de agoes.

Na analise sobre mercado de agoes, apresentamos uma investigacao dos padroes de efi-
ciéncia dinamica de 43 principais mercados de agoes durante os ultimos 20 anos. Para isso,
também usamos uma abordagem inspirada em Fisica, na qual a eficiéncia de um mercado
de agoes em um determinado momento é definida como a entropia de permutacao dentro
de janelas moéveis dos retornos logaritmicos dos indices dos mercados. Nossos resultados
indicam que os mercados de agoes podem ser hierarquicamente organizados em grupos de
mercados que possuem tendéncias semelhantes de eficiéncia de longo prazo. No entanto,
também descobrimos que esses grupos de longo prazo nao sao suficientes para compreender
a dindmica coletiva da eficiéncia dos mercados. Na verdade, nossa pesquisa revelou que pa-
droes coletivos de curto prazo na evolucao da eficiéncia variam com o tempo e sao diferentes
daqueles de longo prazo. Também observamos que os rankings de eficiéncia dos mercados de
agoes s sao estaveis em periodos relativamente curtos, nao mais do que um ou dois meses.
Similarmente, o agrupamento de mercados com perfis de eficiéncia semelhantes é estavel
somente por aproximadamente quatro meses.

Por causa desses fatos, propusemos uma representacao na forma de rede complexa na

qual os nos sao os mercados e as conexoes entre eles indicam mercados que aparecem no
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mesmo grupo pelo menos uma vez durante os 20 anos de dados que possuimos. Além disso,
consideramos que as conexoes entre um par de mercados sao ponderadas pelo nimero de vezes
que esse par aparece no mesmo grupo com relacao a dinamica da eficiéncia de curto prazo.
Nossos resultados mostram que essa rede financeira é completamente conectada, indicando
que a eficiéncia dos mercados de acoes é fortemente emaranhada e globalizada. Trabalhos
anteriores ja haviam mostrado que falhas sistémicas nos mercados de a¢gbes emergem a partir
de um processo de sincronizagao [183] que ocorre em redes sociais [85,199] e podem causar
bolhas financeiras que eventualmente estouram [185]. Outros estudos também sugerem a
existéncia de correlacoes fortes entre estratégias de fundos de investimentos como uma causa
de risco sistémico e propagacao de choque [189]. Nesse contexto, a rede financeira de nosso
trabalho sugere um risco sistémico de propagacao de estados de baixa eficiéncia mas, ao
mesmo tempo, indica que estados de alta eficiéncia também podem emergir em um nivel
global. Embora nossa rede financeira forme um grafo completo, os pesos das conexoes entre
os mercados de agoes nao sao uniformemente distribuidos, permitindo identificar os mercados
mais influentes. Além do mais, constatamos que essa rede financeira possui uma estrutura
modular que compreende dois grupos de mercados cuja dinamica de eficiéncia é mais similar
dentro dos grupos do que com mercados fora dos grupos. Portanto, apesar dos mercados
de agoes serem bastante emaranhados em termos dos seus perfis de eficiéncia, a estrutura
modular indica que estados de baixa eficiéncia e estados de alta eficiéncia sao mais provéaveis
de emergir dentro desses grupos.

Visto que a eficiéncia nos mercados de a¢oes pode ser uma oportunidade de lucro, bem
como um sinal precoce de uma crise financeira iminente, seria interessante incorporar nossa
abordagem em modelos que tentam prever os precos dos mercados de agoes para medir os
riscos de transacoes financeiras. Por exemplo, pesquisadores usaram o Google Trends para
informar investidores quando comprar ou vender acoes e descobriram que sua estratégia era
326% melhor do que a estratégia tradicional buy-and-hold [184]. Apesar da impressionante
melhora dessa estratégia, ela nao informa os volumes de compra ou de venda, ou os riscos
envolvidos nas transagoes propostas. Assim, quantificar a dependéncia no tempo da eficiéncia
das agoes pode ajudar agentes econdmicos a quantificar os riscos de suas transacoes.

Com isso, esperamos que nossas abordagens inspiradas na Fisica para determinar a efici-
éncia dos mercado de criptomoedas e de agoes possa levar a novas sinergias frutiferas entre a
Fisica e a Economia 7], e que os resultados apresentados contribuam para o amplo campo de

pesquisa sobre os mercados financeiros e os recém desenvolvidos mercados de criptomoedas.
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Conclusdes e Perspectivas

Nesse trabalho, apresentamos uma combinacao de métodos de Fisica Estatistica e de
Ciéncia de Dados para estudar quatro sistemas complexos bastante distintos [32-36]. Essa
combinagao mostrou-se muito propicia para investigar padroes e comportamentos coletivos
desses sistemas. Essa sinergia ocorre porque, fundamentalmente, essas disciplinas compar-
tilham do mesmo objetivo: descrever como elementos de conjuntos de dados ou sistemas
interagem e influenciam uns aos outros, gerando tendéncias e caracteristicas emergentes.

E interessante mencionar que, em quatro das cinco anélises apresentadas, apenas duas
medidas de complexidade estatistica foram empregadas como quantificadores do sistema: a
entropia de permutagao e a complexidade estatistica de permutacao. Esse fato destaca bem
a versatilidade e o potencial dessa abordagem baseada em conceitos de Fisica Estatistica.
Combinadas a essas medidas, associamos técnicas de aprendizagem de méaquina visando
extrair ainda mais informagcoes a respeito do comportamento dos sistemas que estudamos.

No capitulo 2, dentre outros resultados, quantificamos aspectos e conceitos qualitativos
ensinados por historiadores da arte por meio da analise de padroes espaciais de imagens de
obras de arte de uma grande base de dados. Nessa mesma linha, no capitulo 3, analisamos
imagens digitais e propusemos duas abordagens para extrair propriedades fisicas de cristais
liquidos a partir de imagens de texturas desses materiais. A primeira utiliza as duas medidas
de complexidade estatistica combinadas com métodos de aprendizagem de méaquina. Ja a
segunda, emprega redes convolucionais neurais diretamente nas texturas de cristal liquido,
dispensando a extracao manual de caracteristicas das imagens. Ambas abordagens alcangam
altas precisoes em tarefas de previsao de propriedades fisicas de cristais liquidos. Além
disso, no capitulo 4, quantificamos diversos padroes relacionados a eficiéncia informacional
de mercados de criptomoedas e de a¢oes por meio da analise de séries financeiras via entropia
e complexidade estatistica de permutacao. Entre outros resultados, mostramos que o recém

criado mercado de criptomoedas parece estar evoluindo para um estado de maior eficiéncia
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informacional e que a eficiéncia no mercado de agoes é um fendémeno coletivo. Destacamos
que todas nossas abordagens foram, relativamente, bem-sucedidas em seus objetivos. Esse
fato indica a utilidade pratica dessa associacao entre a Fisica de Sistemas Complexos e a
Ciéncia de Dados.

Por fim, como perspectiva de estudos futuros podemos citar, o estudo de artistas es-
pecificos e da distribuicao e uso das cores nas obras de arte para quantificar como essas
caracteristicas estéticas podem ter evoluido entre diferentes pintores e estilos. Uma outra
possibilidade, envolvendo texturas de cristais liquidos, ¢ investigar outros materiais mais
complexos e outras propriedades fisicas. Quanto aos mercados financeiros, devido a recente
introducao do mercado de criptomoedas, nossa pesquisa colabora para que possamos ter
uma compreensao melhor de seu comportamento e comparé-lo com a atividade do mercado
financeiro tradicional. Nesse sentido, nosso trabalho representa uma pequena contribuicao
na tentativa de preencher essas lacunas e contribuir para o avanco das aplicagoes interdisci-

plinares da Fisica.
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APENDICE A

Obtencdo das texturas de cristais liquidos

Os experimentos e simulagoes descritos neste apéndice sao oriundos de uma colaboragao

com pesquisadores do grupo de cristais liquidos da UTFPR do campus Apucarana.

A.1 Simulacoes pelo método de Monte Carlo para gerar

texturas nematicas

Para obter as texturas nematicas analisadas nas se¢oes 3.2.1, 3.3.1 e 3.3.2, simulamos
um sistema composto de headless spins localizados sobre os pontos de uma rede cubica
tridimensional de dimensées N, x N, x N, (com N, = N, = 100 e N, = 20). Esses
spins possuem dire¢do representadas por vetores unitarios u; i = (1,2,...,N), com N =
N,N,N, = 200.000]. Os spins da primeira camada na dire¢do z sdo fixos e apontam na
direcao y, enquanto aqueles da tltima camada sao fixos ao longo da dire¢ao x. Essas duas
camadas de spins fixos imitam uma regiao de superficie (denotada por S) e fornecem uma
direcao de ancoragem que muda o alinhamento dos spins ao longo da amostra. Os outros
spins na regiao bulk (denotado por B) interagem com os vizinhos mais proximos via potencial
de Lebwohl-Lasher [200] com condigbes de contorno periddicas ao longo das diregoes = e y.

A hamiltoniana desse sistema pode ser escrita como

1
ij € B i€ B
i#j jes
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na qual J é magnitude da energia de ancoragem e

O, = —¢€; (; cos(u; - u;) — %) : (A.2)
com €;; = € quando 7 e j sao vizinhos mais proximos e zero caso contrario.

Todas as texturas foram obtidas com J = 1 e os spins do bulk estao inicialmente alinhados
formando um angulo com respeito a direcao x |u; = (cos(0,3),sin(0,3),0)] para evitar o
aparecimento de defeitos instaveis [201,202]. As atualizagoes da rede ocorrem por meio

do algoritmo de Metropolis [203]. Cada nova configuragao é gerada seguindo a técnica de

_ AU
kgT

energia entre os estados antigo e novo, 1" a temperatura e kp a constante de Boltzmann. Um

Barker-Watts [204] e é aceita com probabilidade exp( ), na qual AU ¢é a diferenca de
passo de Monte Carlo é completado quando, em média, todos os spins sao atualizados.

As simulagoes comegam com uma dada temperatura reduzida T, = kgT'/€ e o sistema é
inicialmente simulado por 10 passos de Monte Carlo para evitar comportamentos transien-
tes. Em seguida, consideramos mais 10* passos de Monte Carlo para estimar o parametro de
ordem médio em cada camada do sistema. O parametro de ordem local é o maior autovalor

da matriz de ordem
Qab = <u£a)u£b) — 6ab> s (AS)

l(a) ®) .= bd T d ., . .
na qual u; ~ € u; * sao as Componentes a e o vetor unitario U; assocClado ao O 1-€s1mo spin e

dqp representa a delta de Kronecker. O parametro de ordem da amostra (p) é definido como o
valor médio de (), sobre cada camada livre do sistema. Esse modelo é conhecido por passar
por uma transi¢do nematica-isotropica em 7, = 1,1232 [205] que diminui para T, = 1,1075 ao
considerar uma amostra confinada com condigbes de contorno hibridas (como no nosso caso).
Para simula¢oes com temperaturas reduzidas proximas a essa temperatura critica, o sistema
¢ inicialmente simulado por 9 x 10* passos de Monte Carlo para evitar comportamentos
transientes relacionados a transicao de fase. As texturas sao obtidas utilizando as médias dos
ultimos 50 passos de Monte Carlo via metodologia de Stokes-Muller [206]. Esse procedimento
consiste em tratar a luz incidente (paralela a dire¢ao z) como um vetor de Stokes e descrever
cada ponto como uma matriz de Muller. Consideramos n, = 1,66 para o indice de refracao
extraordinario, ng = 1,50 para o indice de refracao ordinério, espessura da amostra de 5,3 ym
e comprimento de onda de 545 nm para a luz incidente. A textura resultante é representada
por uma matriz de dimensoes 100 x 100, cujos elementos representam a intensidade de luz

transmitida em torno de um ponto particular na area da superficie.
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A.2 Procedimento experimental para obtencao das tex-

turas do cristal liquido E7

As texturas experimentais analisadas nas segoes 3.2.2 e 3.3.4 foram obtidas via mi-
croscopia optica de luz polarizada utilizando amostras de um cristal liquido em diferentes
temperaturas. A amostra consiste em capilares retangulares sem tratamento de superficie
(300 pm x 4 mm) contendo a mistura E7 na temperatura de 70 °C para evitar alinhamento
de fluxo. Em seguida, as amostras sao resfriadas a temperatura ambiente e colocadas em
um controlador de temperatura acoplado ao arranjo do microscépio 6ptico de luz polarizado.
Iniciamos os procedimentos experimentais tirando fotografias das texturas das amostras em
40 °C. As amostras sao lentamente aquecidas a uma taxa constante de 0,2 °C por minuto
e fotografias sao produzidas a cada 90 segundos até atingir a temperatura de 55 °C. Para
temperaturas maiores, a taxa de aquecimento é reduzida a 0,05 °C por minuto e as fotos sao
produzidas a cada 60 segundos até atingir a temperatura de 61 °C.

Todas os arquivos das imagens obtidas estao no formato PNG com dimensoes de 2047
pizels de largura por 1532 pizels de altura e 24 bits por pizel, sendo 8 bits para cada
uma das trés cores no espaco de cores RGB. Isso significa que cada pizel da imagem é
caracterizado por uma entre 256 intensidades de vermelho (R), verde (G) e azul (B), per-
mitindo 2563 = 16.777.216 variacoes de cores. Esses arquivos podem ser representados por
uma matriz de trés camadas com dimensoes n, (a largura da imagem) por n, (a altura
da imagem), cujas camadas correspondem a cada uma das cores do espago RGB e cujos
elementos representam as intensidades das cores (variando de 0 a 255). Essa representa-
¢ao ¢ analoga a utilizada para o estudo com as obras de arte (capitulo 2). Calculamos
0,2125R + 0,7154G + 0,0721 B, ou seja, uma média ponderada sobre as trés camadas, sendo
que R, GG e B representam as intensidades das cores vermelho, verde e azul de cada pizel, res-
pectivamente. Esse procedimento corresponde a transformagao em escala de cinza chamada
luminéncia (ou refletancia) [108|, conforme também discutimos no capitulo 2. Ao final do
processo, temos uma tnica matriz para cada arquivo de imagem, a partir da qual os valores
de H e C' sao calculados ou essa matriz é usada diretamente como dado de entrada nas redes

neurais convolucionais.

A.3 Simulacoes das texturas colestéricas via teoria elas-

tica continua

As texturas colestéricas investigadas nas segoes 3.2.3 e 3.3.3 foram obtidas por meio da
teoria elastica continua. Em particular, usamos a abordagem de Landau-de Gennes [149]

para descrever a densidade de energia F' associada as variagoes no parametro de ordem
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tensorial () em torno do estado de equilibrio. Se empregarmos 1, o, € x3 para representar

as coordenadas espaciais, a densidade de energia pode ser escrita como

o 119Qi0Qi; | L2 0Qi; 0Qix
2 Oxp Oxy 2 Ox; Oxy
Ly & 0Qu0Qu | 4r 0Qy;
A

B
+ EQUQﬁ + gQiijkai

C
+ ZQiijkalQli ,

na qual Ly, Ly, Ls, e L, sao constantes elasticas, A, B, e C' sao parametros termodinamicos
e n é o comprimento do passo colestérico. Aqui, assumimos soma implicita nos indices

repetidos (notacao de Einstein). A evolugdo temporal das componentes de ();; é dada por

0Qi;  (0F(Q) d 9F(Q)
g ot < 0Qi;  day, aQiJ,k) ’ (A-5)

na qual I' é a viscosidade rotacional do cristal liquido, ¢ é o tempo e @;;x ¢ a derivada de
Qi; relativa a xy.

O sistema de equagoes A.5 é resolvido numericamente via método das diferencas finitas
em uma grade uniforme contendo 200 x 200 x 20 pontos. Todas as unidades de distancia sao
reescaladas pelas distancias da grade dx; = 1 nm, dzes = 1 nm e dxz = 1 nm. Os pardmetros
utilizados para o cristal liquido sio A = —0,348 MJ/(Km?), B = —2,133 MJ/m3, C =
1,733 MJ/m?, T'= 0,3 Pas, L; = 2,6 pN, Ly = 2,6 pN, L3 = 0,76 pN, e L, = 1,86 pN. Esses
parametros foram obtidos da literatura e sao conhecidos por descrever aproximadamente
o cristal liquido 5CB [149]. Consideramos diferentes valores para o passo 1 e o método de
integragao temporal de Dormand-Prince de quarta ordem [207]. A condigao inicial é escolhida
aleatoriamente a partir de uma distribuicao uniforme e condi¢oes de contorno peridédicas sao
consideradas em todas as direcoes para evitar efeitos de superficie. Finalmente, as texturas
Opticas resultantes sdo geradas aplicando o método 2 x 2 de Jones [148] com as células do
cristal liquido colocadas entre polarizadores cruzados. Essa abordagem é a mesma utilizada

na referéncia [208| para gerar imagens Opticas.
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