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Resumo

Neste trabalho, investigamos diferentes sistemas complexos empregando métodos de Física
Estatística combinados com técnicas de Ciência de Dados. Na maioria dos estudos apresen-
tados, utilizamos duas medidas de complexidade: a entropia e a complexidade estatística de
permutação. Técnicas de aprendizado de máquina são combinadas a essas quantidades para
extrair propriedades emergentes, tendências e padrões que resultam das interações entre os
elementos individuais do sistema. Em particular, utilizamos imagens de obras de arte de
uma grande base de dados para quantificar conceitos qualitativos propostos por historiadores
da arte e discriminar entre períodos da arte e estilos diferentes. Em outro estudo, propomos
duas abordagens para extrair propriedades físicas de cristais líquidos diretamente a partir
das imagens das texturas desses materiais. Finalmente, em um último estudo, investigamos
a hipótese de mercado eficiente no mercado de criptomoedas e no mercado de ações. Nossos
resultados demonstram que abordagens simples inspiradas na Física podem ser combinadas
com ferramentas da Ciência de Dados para investigar uma grande variedade de disciplinas,
incluindo Física experimental, História da Arte e Economia.

Palavras-chave: Sistemas complexos. Ciência de Dados. Aprendizagem de máquina.
Entropia. Complexidade. História da Arte. Cristais líquidos. Criptomoedas. Mercado de
ações.



Abstract

In this work, we investigate different complex systems by employing concepts from Statistical
Physics combined with Data Science techniques. In the majority of the studies presented
here, we rely on two complexity measures, namely, permutation entropy and statistical com-
plexity. Machine learning techniques are employed in combination with these quantitites to
extract emergent properties, trends and patterns, which results from the interactions among
the individual elements of the system. In particular, by using digital images of artworks from
a large database, we quantify qualitative concepts proposed by art historians and discrimi-
nate among different art periods and styles. In another study, we propose two approaches
to extract physical properties of liquid crystals directly from texture images of these materi-
als. Finally, in a last study, we probe the efficient market hypothesis on the cryptocurrency
market and on the stock market. Our results thus demonstrate that physics-inspired appro-
aches can be successfully combined with Data Science tools for investigating a wide range of
disciplines, including experimental physics, art history and economics.

Keywords: Complex systems. Data Science. Machine learning. Entropy. Complexity.
History of Art. Liquid crystals. Cryptocurrencies. Stock market.
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Introdução

O termo “ big data” tem se destacado cada vez mais desde o seu surgimento nos anos
1990 [1]. Da maneira como foi concebida, essa expressão era utilizada para denominar
conjuntos de dados extremamente grandes, que surgiam devido ao rápido e amplo desen-
volvimento tecnológico observado ao longo desse mesmo período. Atualmente, é fato que
dispomos de um gigantesco volume de dados, das mais variadas naturezas, sobre os mais di-
versos sistemas e, principalmente, em um grau de detalhe impressionante e até inimaginável
poucas décadas atrás. Por dados, entendemos qualquer tipo de informação mensurável ou
descritiva sobre um objeto, sistema ou situação. Esses dados têm as mais diversas origens,
incluindo informações registradas por sensores, transações de compras, aparelhos celulares,
publicações nas redes sociais, imagens digitais e até interações sociais, sejam elas de natureza
humana ou animal. Para fornecer uma noção do volume de dados que produzimos e da taxa
impressionante com que esse volume cresce, evidenciamos dois números que se destacam.
Estimativas revelam que, todos os dias, são criados 2,5 quintilhões de bytes de dados no
mundo [2] e, além disso, 90% de todos os dados disponíveis atualmente foram produzidos
somente ao longo dos últimos dois anos [3].

Muitos afirmam que as revoluções na ciência tendem a ser precedidas por revoluções
na medição [4]. Da mesma maneira que a invenção do microscópio viabilizou importantes
avanços científicos em diversas direções, a capacidade de produzir e analisar dados na era do
big data, permitiu à ciência estudar vários sistemas em um nível mais geral. Um exemplo
é o estudo do comportamento humano, o qual hoje pode ser realizado com grande grau de
detalhe em toda uma população. Junto com essa revolução do big data, veio a necessidade de
profissionais com as habilidades e a expertise para transformar esses dados em informações
de valor: o chamado cientista de dados.

De acordo com o LinkedIn, essa carreira aparece no ranking das posições mais emergentes
nos Estados Unidos por três anos consecutivos (2018-2020), com uma taxa de crescimento
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anual média de 35% [5]. No Brasil, além de também figurar no ranking das posições mais
emergentes, essa taxa de crescimento anual da oferta de vagas para cientistas de dados chega
a 78% [6]. Esse profissional tem como objetivo organizar e analisar esses grandes conjuntos
de dados, produzindo insights importantes sobre as mais diversas questões. Muitos desses
problemas, por sua vez, são extremamente críticos e balizam decisões de grande impacto
como a criação e o aprimoramento de políticas governamentais, as quais, geralmente, afetam
grande parte da população.

A capacidade de analisar sistemas que, por vezes, jamais haviam sido estudados em larga
escala, fez surgir novas áreas de pesquisa e da ciência. Dentre os diversos exemplos podemos
citar: econofísica [7], estudo do comportamento coletivo de animais [8] e das mudanças
climáticas globais [9], bem como a sociofísica [10]. Um fato que corrobora a expansão desse
campo fértil de pesquisa envolvendo grandes bases de dados é a publicação frequente desses
estudos nas mais renomadas revistas científicas. Estudos sobre o espalhamento de vírus e
epidemias [11–13], monitoramento do meio ambiente [14], quantificação da reputação nas
artes visuais [15], mapeamento do funcionamento do governo em nível estadual [16] e a
identificação de tipos de personalidade humana [17] são apenas alguns exemplos recentes da
diversidade de questões que estão sendo abordadas.

Esses estudos têm em comum a busca por padrões, tendências e associações que resultam
das interações e relações entre as componentes individuais do conjunto de dados. Revelar
essas propriedades emergentes é um dos principais propósitos da Física de Sistemas Comple-
xos e o foco dos estudos desenvolvidos em nosso grupo de pesquisa (complex.pfi.uem.
br) [18–27]. De fato, o framework teórico da Física de Sistemas Complexos, com suas abor-
dagens e metodologias, é bastante adequado para modelar como os elementos de um conjunto
de dados interagem e influenciam uns aos outros. Portanto, percebemos que os objetivos da
Ciência de Dados e do estudo de sistemas complexos são amplamente convergentes. Embora
os conjuntos de dados relacionados à investigações em sistemas complexos muitas vezes não
sejam estritamente classificados como “ big data”, uma abordagem tradicional certamente
não seria viável ou nem mesmo possível na maioria dos casos.

Nesse sentido, essa tese apresenta alguns estudos sobre sistemas complexos que empre-
gam conceitos de Física Estatística combinados com técnicas de Ciência de Dados. Inici-
amos nossa apresentação no capítulo 1 descrevendo os métodos que fundamentam todas
as nossas análises. Como o leitor irá notar, esse trabalho tem por essência o uso de duas
medidas de complexidade: a entropia de permutação [28] e a complexidade estatística de
permutação [29,30]. Juntamente com essas medidas, combinamos técnicas de aprendizagem
estatística [31] para investigar comportamentos coletivos e emergentes de quatro sistemas
complexos. No capítulo 2, apresentamos os resultados de um estudo em que utilizamos ima-
gens de obras de arte para quantificar conceitos qualitativos da história da arte [32]. No
capítulo 3, propomos duas abordagens para extrair propriedades físicas de cristais líquidos
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a partir das imagens de suas texturas [33, 34]. A primeira, utiliza as medidas de comple-
xidade combinadas com métodos de aprendizagem estatística. Já a segunda abordagem,
emprega métodos de aprendizagem de máquina – redes convolucionais neurais – diretamente
nas imagens das texturas desses materiais. No capítulo 4, investigamos aspectos da teoria do
mercado eficiente ao quantificar a eficiência dos mercados de criptomoedas [35] e de ações [36]
por meio de suas séries financeiras. Por fim, apresentamos nossas conclusões e perspectivas
para trabalhos futuros.
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CAPÍTULO 1

Métodos estatísticos para análise de dados

Neste capítulo, apresentamos os métodos que foram utilizados ao longo do desenvolvi-
mento desse trabalho visando identificar padrões em sistemas complexos. Iniciamos essa
apresentação descrevendo duas medidas de complexidade estatística conhecidas como en-
tropia de permutação e complexidade estatística de permutação [28–30, 37]. Em seguida,
discutimos alguns conceitos relacionados aos métodos de aprendizado de máquina (machine
learning).

1.1 A entropia de permutação e a abordagem de Bandt

e Pompe

A entropia de permutação é um método proposto por Bandt e Pompe [28] que visa,
fundamentalmente, encontrar uma medida de complexidade “natural” para séries temporais
arbitrárias. O problema, segundo argumentam, é que existem várias medidas e significa-
dos diferentes para o conceito de complexidade que permitem comparar séries temporais e
distingui-las entre diversas características, por exemplo, entre regular e caótica. Entretanto,
a maioria dessas medidas não pode ser aplicada para uma série temporal arbitrária, ou seja,
cada tipo de série demanda um algoritmo específico para extrair a medida de complexidade
em questão. Essa, por sua vez, usualmente depende de parâmetros específicos e ajustá-
veis, impossibilitando que resultados sejam obtidos sem o conhecimento de pormenores dos
métodos e dificultando a reprodutibilidade científica ainda mais [38–41].

A fim de encontrar uma medida de complexidade que possa ser aplicada a qualquer
série temporal e que seja também robusta, simples e computacionalmente rápida, Bandt
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e Pompe [28] propuseram uma medida de complexidade estatística para séries temporais
chamada entropia de permutação.

Antes de definirmos formalmente essa medida, vamos ilustrá-la por meio de um exemplo.
Para isso, consideramos uma série com n = 7 termos definida por

x = {4, 7, 9, 10, 6, 11, 3}.

Vamos, inicialmente, particionar essa série em parcelas superpostas de tamanho d = 2, sendo
d o tamanho da partição que é usualmente conhecido como embedding dimension. Podemos
representar essas (n− d+ 1) = 6 partições pelos seguintes vetores:

(⃗2) = (4, 7),

(⃗3) = (7, 9),

(⃗4) = (9, 10),

(⃗5) = (10, 6),

(⃗6) = (6, 11),

(⃗7) = (11, 3).

Em seguida, vamos analisar a ordem entre os elementos desses vetores, obtendo os dois
grupos listados no quadro abaixo:

permutação “01” permutação “10”
(⃗2) = (4, 7) (⃗5) = (10, 6)

(⃗3) = (7, 9) (⃗7) = (11, 3)

(⃗4) = (9, 10)

(⃗6) = (6, 11)

No primeiro grupo, temos os vetores cuja primeira componente é menor que a segunda
(permutação “01”). Já no outro grupo, a primeira componente é maior que a segunda (per-
mutação “10”). Para representar essas duas condições, utilizamos os símbolos “01” quando
a ordem é crescente e “10” quando ela é decrescente. Assim, nesse exemplo, temos quatro
pares do tipo “01” e dois do tipo “10”. Logo, para essa série, podemos definir a probabilidade
de encontrar vetores do tipo “01” como p(“01”) = 4/6 e do tipo “10” como p(“10”) = 2/6.

A entropia de permutação para essa série é, simplesmente, a entropia de Shannon [42]
calculada para essas probabilidades. Notamos que o termo “permutação” diz respeito ao
método de simbolização proposto por Bandt e Pompe [28] para obter a distribuição de
probabilidade relacionada aos estados acessíveis do sistema em questão. Lembrando que a
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entropia de Shannon associada a uma distribuição de probabilidades {p1, p2, . . . , pm} é1

S = −
m∑
i=1

pi log pi, (1.1)

escrevemos a entropia de permutação como

S = −4

6
log

(
4

6

)
− 2

6
log

(
2

6

)
≈ 0,918. (1.2)

Do mesmo modo que a entropia de Shannon é uma medida do “grau de desordem” de
um sistema, a entropia de permutação mede a “desordem” na ocorrência dos padrões “01”
e “10” ao longo da série que estamos investigando, ou seja, ela quantifica a dinâmica de
ordenamento de pares consecutivos de elementos da série.

Uma outra possibilidade é tomar partições de tamanho d = 3. Nesse caso, obtemos os
seguintes (n− d+ 1) = 5 vetores:

(⃗3) = (4, 7, 9),

(⃗4) = (7, 9, 10),

(⃗5) = (9, 10, 6),

(⃗6) = (10, 6, 11),

(⃗7) = (6, 11, 3),

os quais podem ser agrupados em 3! = 6 categorias associadas ao ordenamento de seus
elementos. Em particular, os vetores (⃗3) e (⃗4) são representados pela permutação “012”, já
que seus elementos estão na ordem crescente. Os vetores (⃗5) e (⃗7) correspondem à permutação
“201”, pois a2 < a0 < a1, se for utilizada a notação (a0, a1, a2) para representar cada partição.
Já o vetor (⃗6) é representado pela permutação “102” porque a1 < a0 < a2. Observamos que
para d = 3, das 6 permutações possíveis, apenas três estão presentes no exemplo em questão,
conduzindo às seguintes probabilidades:

p(“012”) = 0,4,

p(“021”) = 0,

p(“102”) = 0,2,

p(“120”) = 0,

p(“201”) = 0,4,

p(“210”) = 0,

em que p(πi) representa a probabilidade de ocorrência da permutação πi. Dessa forma, a
1Ao longo desse texto, vamos considerar o logaritmo na base e para o cálculo da entropia e a constante

multiplicativa como sendo unitária, isto é, k = 1 em S = −k
∑m

i=1 pi log pi. Essa escolha não acarreta em
perda de generalidade, pois usaremos a versão normalizada da entropia, como na equação 1.11.

15



entropia de permutação para d = 3 é

S = −2

(
2

5

)
log

(
2

5

)
− 1

5
log

(
1

5

)
≈ 1,522. (1.3)

Ilustrada a técnica proposta por Bandt e Pompe via um exemplo, vamos agora apresentá-
la formalmente. Para isso, consideramos uma série temporal genérica composta de n ele-
mentos e representada por

{x1, x2, . . . , xn} = {xt}t=1,2,...,n. (1.4)

Tomamos partições de tamanho d nessa série, as quais são representadas pelos vetores

(s⃗ ) 7→ (xs−(d−1), xs−(d−2), . . . , xs−1, xs), (1.5)

com s = d, d + 1, . . . , n. Para cada um desses (n − d + 1) vetores, estudamos todas as d!

permutações πi de ordem d, que são entendidas como as possíveis maneiras de ordenamento
entre d símbolos, isto é, as possíveis permutações do vetor (0, 1, . . . , d − 1). Em seguida,
determinamos a frequência relativa (probabilidade de ocorrência) de cada uma dessas d!

permutações, representada por

p(πi) =
#{s|s ≤ (n− d+ 1); (s⃗ ) do tipo πi}

n− d+ 1
, (1.6)

na qual o símbolo # refere-se a cardinalidade do conjunto, ou seja, o número de ocorrências
da permutação πi. Com isso, temos o conjunto das probabilidades P = {p(πi)}i=1,2,...,d! que
é utilizado para determinar a entropia de permutação de ordem d associada à série temporal
{xt}t=1,2,...,n, isto é,

S[P ] = −
d!∑
i=1

p(πi) log p(πi). (1.7)

Vemos que o único parâmetro usado para determinar a entropia de permutação é a
embedding dimension d. Esse parâmetro tem grande importância, já que d! representa o
número de estados acessíveis ao sistema. Em seu trabalho, Bandt e Pompe recomendam
que d = (3, . . . , 7) para a maior parte das aplicações com séries empíricas, pois para que a
estimativa de P seja estatisticamente confiável, a relação d! ≪ n deve ser satisfeita.

Em posse da definição dada pela equação 1.7, podemos calcular a entropia de permutação
normalizada

H[P ] =
S[P ]

Smax

, (1.8)

na qual Smax representa o valor máximo da entropia de Shannon que é obtido ao conside-
rarmos que todos os estados acessíveis ao sistema são equiprováveis. Qualitativamente isso
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significa que nosso conhecimento sobre qual estado o sistema será encontrado é mínimo, por-
tanto, a entropia, que nesse contexto é interpretada como a ignorância, é máxima. De fato,
podemos mostrar que a distribuição de probabilidade “menos informativa” e que maximiza
a entropia é a distribuição uniforme

Pe = {p(πi) = 1/d! , i = 1, . . . , d!}, (1.9)

conduzindo ao valor
Smax = S[Pe] = log d!. (1.10)

Usando esse resultado, a entropia de permutação normalizada é escrita como

H[P ] =
S[P ]

Smax

=
S[P ]

log d!
. (1.11)

Observamos que após a normalização, os valores da entropia H ficam limitados ao intervalo
0 ≤ H[P ] ≤ 1, no qual o limite inferior, H[P ] = 0, é obtido quando a série é completamente
regular. Já o caso H[P ] = 1 ocorre para uma série completamente aleatória, na qual todas
as d! permutações possíveis são equiprováveis.

1.2 Outras medidas de complexidade estatística

A entropia de permutação proposta por Bandt e Pompe é uma medida de complexidade
muito útil para capturar informações a respeito da dinâmica de sistemas complexos. Po-
rém, ela não é suficiente para capturar uma noção mais intuitiva de complexidade. Como
exemplo dessa limitação, consideramos dois sistemas físicos típicos: o cristal perfeito e o gás
ideal. Tais sistemas são bem descritos por modelos teóricos e apresentam leis empíricas bem
estabelecidas. Do ponto de vista macroscópico, são amplamente previsíveis e, portanto, são
sistemas de baixa complexidade. Entretanto, do ponto de vista da entropia eles represen-
tam situações extremas e completamente opostas. O cristal é altamente regular/ordenado e
tem entropia baixa. Já o gás ideal é completamente desordenado e caracterizado por uma
entropia alta.

Esperamos encontrar uma medida de complexidade estatística que satisfaça as noções
intuitivas apontadas anteriormente. Essa medida pode ser obtida levando em conta o que
López-Ruiz et al. [29] definem como “desequilíbrio” D, o qual é fundamentalmente uma
medida da distância entre a distribuição equiprovável e a distribuição de probabilidade dos
estados acessíveis ao sistema. Qualitativamente, esse “desequilíbrio” faz alusão à existência de
uma hierarquia entre as probabilidades do sistema. No caso de existirem estados privilegiados
ou mais prováveis dentre os acessíveis, D será diferente de zero.

A título de ilustração, no caso do cristal perfeito, no qual os átomos estão completa-
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mente ordenados, a distribuição de probabilidade dos estados acessíveis está centrada em
torno de um único estado devido à simetria. Nesse caso, observamos uma hierarquia clara
e, ao calcularmos o “desequilíbrio,” obtemos um valor máximo. Já no caso de um gás ideal,
o sistema pode ser encontrado em qualquer um dos estados acessíveis com a mesma proba-
bilidade. Assim, o desequilíbrio é mínimo, indicando a ausência de uma hierarquia entre as
probabilidades, ou seja, todas têm o mesmo peso com relação ao possível estado em que o
sistema pode ser encontrado.

Dessa forma, observando a figura 1.1, percebemos que, sozinhas, as medidas de entropia
e desequilíbrio não são capazes de quantificar a ideia intuitiva de complexidade estatística
para o cristal e para o gás ideal. A solução para esse problema, proposta por López-Ruiz et
al. [29], foi considerar o produto entre a entropia H e o desequilíbrio D, uma quantidade que
possui as características requeridas anteriormente, ou seja, tende a zero tanto para o cristal
quanto para o gás ideal e é diferente de zero para outros sistemas.

CRISTAL GÁS IDEAL

G
R

A
N

D
E

Z
A

 F
ÍS

IC
A

GRAU DE ORDENAÇÃO

Figura 1.1: Ilustração do comportamento intuitivo esperado para as grandezas entropia
H, desequilíbrio D e complexidade C = HD, todas em função do grau de ordenação do
sistema. No extremo de ordem podemos ter um cristal; já no extremo de aleatoriedade,
um gás ideal. Notamos que a medida de complexidade estatística de López-Ruiz et al. [29]
captura a noção intuitiva de complexidade para os exemplos citados, ou seja, tende a zero
para ambos. Figura adaptada da referência [29].

Desse modo, a partir do trabalho desenvolvido por López-Ruiz et al. [29], obtemos uma
medida de complexidade estatística que, agregada à prescrição de Bandt e Pompe, pode
trazer à tona informações sobre a dinâmica dos sistemas que não são capturadas apenas
por medidas de aleatoriedade/ordem, como a entropia de permutação. Matematicamente, a
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complexidade proposta por López-Ruiz et al. é definida como

C[P ] = H[P ]D[P ] = −C0

(
d!∑
i=1

p(πi) log p(πi)

)(
d!∑
i=1

(
p(πi)−

1

d!

)2
)
, (1.12)

com H[P ] sendo a entropia, C0 uma constante de normalização e P = {p(πi)}i=1,2,...,d o
conjunto das probabilidades dos estados acessíveis i ao sistema. Observamos que D[P ] é
simplesmente a distância euclidiana entre a distribuição de probabilidade do sistema e a
distribuição equiprovável (Pe = {p(πi) = 1/d! , i = 1, . . . , d!}).

Relembrando dos casos extremos ilustrados anteriormente, vemos que essa medida de
complexidade é plausível. Para um cristal, o desequilíbrio D é grande por causa da presença
de um estado privilegiado, mas a entropia H é pequena em razão da simetria, então C → 0.
Por outro lado, H é grande e o desequilíbrio D é mínimo para um gás ideal, já que os estados
são equiprováveis, então C → 0 da mesma forma.

Na verdade, essa interpretação intuitiva de complexidade também pode ser obtida por
meio de outras medidas entrópicas e de desequilíbrio existentes na literatura [43, 44]. Além
das já mencionadas entropia de Shannon [42]

H[P ] = −
d!∑
i

p(πi) log p(πi), (1.13)

e da distância euclidiana

D[P ] =
d!∑
i

(
p(πi)−

1

d!

)2

, (1.14)

podemos listar:

• Entropia de Tsallis [45, 46]:

Hq[P ] =
1

q − 1

[
1−

d!∑
i

(p(πi))
q

]
, (1.15)

com q sendo um parâmetro real.

• Entropia de Rényi [47,48]:

Hα[P ] =
1

1− α
log

[
d!∑
i

(p(πi))
α

]
, (α ≥ 0 e α ̸= 1), (1.16)

com α sendo um parâmetro real.
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• Distância de Wooters [49]:

D[P ] = cos−1

{
d!∑
i

(p(πi))
1/2

(
1

d!

)1/2
}
. (1.17)

• Divergência de Jensen-Shannon [50]:

D[P ] = D0{H[(P + Pe)/2]−H[P ]/2−H[Pe]/2}, (1.18)

com H sendo a entropia de Shannon (equação 1.13) e D0 uma constante de normali-
zação.

Uma característica importante da medida de complexidade proposta por López-Ruiz et
al. [29] (equação 1.12) é o fato dela não ser uma função unívoca da entropia [43, 51]. Isso
significa que para um dado valor de entropia H existe um intervalo de valores possíveis para
a complexidade C, como podemos observar na figura 1.2. Nessa figura, usamos um exemplo
para ilustrar esse fato. Por simplicidade, consideramos um sistema com apenas 3 estados
acessíveis. Além disso, vamos assumir que a distribuição de probabilidade desses estados
seja representada por P = {a, b, 1 − (a + b)} com a > 0, b > 0 e (a + b) ≤ 1. Nesse caso, a
entropia é dada por

H = −(a log a+ b log b+ [1− (a+ b)] log[1− (a+ b)]),

já o desequilíbrio D é

D =

(
a− 1

3

)2

+

(
b− 1

3

)2

+

(
[1− (a+ b)]− 1

3

)2

.

Para evidenciar que a correspondência entre H e C não é um a um, notamos que tomando

P1 = {0,79, 0,18, 0,03} e P2 = {0,80, 0,16, 0,04},

obtemos o mesmo valor de entropia, H ≈ 0,600, mas valores diferentes de D e, consequen-
temente, de C. Para D temos 0,324 e 0,334, e para C, 0,1944 e 0,2004, no primeiro e no
segundo caso, respectivamente. Combinando todos os possíveis valores de a e b, podemos
construir o plano complexidade-entropia observado na figura 1.2.

1.3 Plano complexidade-entropia

O fato descrito na figura 1.2 serviu de motivação para Rosso et al. [30] ao tentar distinguir
entre sinais caóticos e estocásticos. Esses pesquisadores notaram que essa distinção é bastante
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Figura 1.2: Representação do plano complexidade-entropia ilustrando o fato da complexi-
dade não ser uma função unívoca da entropia. Tendo como exemplo o valor de H ≈ 0,6
obtido para as duas distribuições P1 e P2 citadas no texto, observamos que existem vários
valores possíveis de C ao combinarmos todos os valores de a e b, tais que a > 0, b > 0 e
(a+ b) ≤ 1.

complicada usando apenas a entropia de permutação. Por conta disso, propuseram o uso
de uma representação baseada no trabalho de López-Ruiz et al. [29], na qual duas medidas
são avaliadas: a entropia de permutação normalizada H e a complexidade C associada à
divergência de Jensen-Shannon (equação 1.18). Esse diagrama, no qual a entropia é o eixo
horizontal e a complexidade o vertical, foi chamado de complexity-entropy causality plane
(plano complexidade-entropia).

De maneira mais específica, Rosso et al. [30] usaram a abordagem de Bandt e Pompe
para extrair a distribuição dos padrões ordinais P = {p(πi)}i=1,...,d! de várias séries temporais
simuladas, cuja dinâmica é conhecida ser caótica ou estocástica. Usando essa distribuição,
eles calcularam a entropia de permutação normalizada

H[P ] = − 1

log d!

d!∑
i=1

p(πi) log p(πi), (1.19)

e a complexidade estatística
C[P ] = H[P ]D[P ], (1.20)
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sendo D[P ] o desequilíbrio medido pela divergência de Jensen-Shannon [50], ou seja,

D[P ] = D0

{
H

[
P + Pe

2

]
− H[P ]

2
− H[Pe]

2

}
. (1.21)

Note que
P + Pe

2
=

{
p(πi) + 1/d!

2

}
i=1,...,d!

(1.22)

e D0 é uma constante de normalização. Essa constante pode ser obtida encontrando a
distribuição P ∗ que maximiza D via método dos multiplicadores de Lagrange, similar ao caso
de Smax. Entretanto, como D é uma distância entre P e Pe, P ∗ deve ser uma distribuição
com apenas uma componente diferente de zero, isto é, P ∗ = {δi1}i=1,...,d!. Nesse caso, a
constante D0 fica

D0 =

{
−1

2

(
d! + 1

d!
log(d! + 1)− log d!− 2 log 2

)}−1

. (1.23)

1.4 Generalização do plano complexidade-entropia para

sistemas multidimensionais

Percebendo que as medidas de complexidade descritas anteriormente haviam sido apli-
cadas apenas em dados unidimensionais, Ribeiro et al. [37] propuseram uma extensão para
sistemas bidimensionais (ou de dimensão maior) do plano complexidade-entropia.

Seguindo a ideia do início desse capítulo, vamos exemplificar a extensão do método pro-
posta por Ribeiro et al. antes de apresentá-la formalmente.

Ao invés de uma série temporal para representar os dados que anteriormente eram unidi-
mensionais, consideramos agora uma matriz bidimensional de tamanho nx×ny. Essa matriz
pode representar uma imagem, na qual cada elemento corresponde a um pixel dessa imagem.
Vamos considerar, por simplicidade, a seguinte matriz de tamanho 3× 3

A =

 3 4 8

5 6 7

2 8 9

 .

Analogamente ao vetor s⃗ (definido na equação 1.5), que representa partições na série
temporal, no caso bidimensional temos matrizes superpostas de tamanho dx×dy (dx, dy ≥ 1).
Por exemplo, para dx = dy = 2, obtemos quatro submatrizes associadas à matriz A da forma

Ai =

(
a0 a1

a2 a3

)
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as quais são:

A1 =

(
3 4

5 6

)
, A2 =

(
4 8

6 7

)
,

A3 =

(
5 6

2 8

)
e A4 =

(
6 7

8 9

)
.

Aplicando o método de Bandt e Pompe, ou seja, associando uma sequência de símbolos
a cada padrão ordinal das submatrizes Ai, verificamos que A1 e A4 são representadas por
“0123”, pois seus valores estão em ordem crescente: a0 ≤ a1 ≤ a2 ≤ a3. A submatriz A2,
por sua vez, corresponde à sequência “0231”, já que a0 ≤ a2 ≤ a3 ≤ a1. Finalmente, A3 é
associada ao padrão “2013”, pois a2 ≤ a0 ≤ a1 ≤ a3. De posse das permutações, calculamos
as probabilidades de ocorrência p(πi) de cada uma:

p(“0123”) = 0,50,

p(“0231”) = 0,25,

p(“2013”) = 0,25.

Vale notar que de todas as (dxdy)! = 24 permutações possíveis, apenas as três anteriores
surgiram nesse exemplo, as demais são consideradas com probabilidade de ocorrência nula.
Usando o conjunto de probabilidades P = {p(πi)}i=1,...,(dxdy)!, podemos determinar as medi-
das de complexidade estatística de interesse.

Devemos observar que essa extensão do método não é mais definida de modo único,
pois, ao invés de ordenarmos os elementos linha por linha para obtermos o padrão ordinal
que representa a permutação πi, poderíamos ordená-los coluna por coluna. Entretanto, o
conjunto P das probabilidades não mudaria, apenas os “nomes” das permutações mudariam
entre si. Assim, não há perda de generalidade ao assumirmos uma dada ordem para definir
as permutações πi. Vale mencionar, ainda, que o procedimento proposto por Ribeiro et al.
também pode ser aplicado em estruturas de dimensão maior do que dois e que recupera o
caso unidimensional se ny = 1 e dy = 1.

Ilustrada a extensão do método proposto por Ribeiro et al. [37], vamos defini-la formal-
mente. Para isso consideremos uma matriz {yji }

j=1,...,ny

i=1,...,nx
de tamanho nx×ny. As submatrizes

(sx, sy) de tamanho dx × dy (dx, dy ≥ 1), que aqui fazem o papel do vetor (s⃗), são dadas por

(sx, sy) 7→



y
sy−(dy−1)

sx−(dx−1) y
sy−(dy−1)

sx−(dx−2) . . . y
sy−(dy−1)
sx−1 y

sy−(dy−1)
sx

y
sy−(dy−2)

sx−(dx−1) y
sy−(dy−2)

sx−(dx−2) . . . y
sy−(dy−2)
sx−1 y

sy−(dy−2)
sx

...
... . . . ...

...
y
sy−1

sx−(dx−1) y
sy−1

sx−(dx−2) . . . y
sy−1
sx−1 y

sy−1
sx

y
sy
sx−(dx−1) y

sy
sx−(dx−2) . . . y

sy
sx−1 y

sy
sx


, (1.24)
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com sx = dx, dx+1, . . . , nx e sy = dy, dy +1, . . . , ny. Para todas as (nx− dx+1)(ny − dy +1)

submatrizes, calculamos as permutações

πi = [(r0, u0), (r1, u0), . . . , (rdx−1, u0), . . . , (r0, udy−1), (r1, udy−1), . . . , (rdx−1), udy−1)], (1.25)

dos símbolos (0, 1, . . . , dxdy − 1) definidas por

y
sy−udy−1

sx−rdx−1
≤ y

sy−udy−1

sx−rd−2
≤ . . . ≤ y

sy−udy−1

sx−r1 ≤ y
sy−udy−1

sx−r0 ≤ . . .

≤ y
sy−u0

sx−rdx−1
≤ y

sy−u0

sx−rd−2
≤ . . . ≤ y

sy−u0

sx−r1 ≤ y
sy−u0

sx−r0 .

Lembrando que agora o sistema possui (dxdy)! estados acessíveis, para obtermos a distribui-
ção de probabilidades P = {p(πi)}i=1,...,dxdy !, devemos calcular a frequência relativa de cada
uma dessas permutações πi, definida por

p(πi) =
#{(sx, sy)|sx ≤ nx − dx + 1 e sy ≤ ny − dy + 1; (sx, sy) é do tipo πi}

(nx − dx + 1)(ny − dy + 1)
. (1.26)

Analogamente ao caso unidimensional, os únicos parâmetros necessários para determinar as
probabilidades p(πi) são as embedding dimensions dx e dy. Essas, devem seguir a relação
(dxdy)! ≪ nxny para obtermos uma estatística confiável.

Finalmente, reescrevendo a entropia de permutação normalizada no caso bidimensional,
obtemos

H[P ] =
S[P ]

Smax

=
S[P ]

log[(dxdy)!]
, (1.27)

na qual S[P ] é a entropia de Shannon da distribuição de probabilidades P (equação 1.13) e
Smax = S[Pe] = log[(dxdy)!] é obtida no caso da distribuição uniforme Pe.

A complexidade estatística é definida por

C[P ] = D[P ]H[P ], (1.28)

sendo o desequilíbrio D definido em termos da divergência de Jensen-Shannon, ou seja,

D[P ] = D0

{
H

[
P + Pe

2

]
− H[P ]

2
− H[Pe]

2

}
, (1.29)

com

D0 =

{
−1

2

(
(dxdy)! + 1

(dxdy)!
log[(dxdy)! + 1]− 2 log[2(dxdy)!] + log[(dxdy)!]

)}−1

(1.30)

sendo o valor máximo de D[P ], obtido quando uma das componentes da distribuição P é
igual a um e todas as outras são nulas.

Assim, encerramos a apresentação da técnica de entropia e complexidade de permutação.
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Como o leitor irá notar, essas medidas formam a base teórica de quase todos os sistemas
que analisamos nesse trabalho. Em particular, no capítulo 2 utilizamos a versão bidimen-
sional do plano complexidade-entropia para analisar uma grande base de dados de imagens
de pinturas [32]. A mesma técnica foi usada no capítulo 3 para extrair propriedades físicas
a partir de texturas de cristais líquidos [33]. Por fim, no capítulo 4, empregamos a versão
unidimensional da entropia e complexidade de permutação para investigar diversos aspec-
tos sobre a eficiência informacional do mercado de criptomoedas [35] e o comportamento
coletivo da eficiência de mercados de ações mundial [36]. Essas aplicações ilustram bem a
versatilidade e o potencial dessa abordagem baseada em conceitos de Física Estatística.

1.5 Métodos de aprendizagem estatística

Como já mencionamos na introdução dessa tese, um dos principais objetivos ao estudar
sistemas complexos é identificar comportamentos coletivos emergentes, ou seja, proprieda-
des que surgem apenas a partir da interação e relacionamento entre as partes individuais
do sistema. Para investigar esses comportamentos coletivos, uma possibilidade é utilizar-
mos métodos de aprendizagem estatística [31], como regressões e classificações baseadas em
aprendizado de máquina (machine learning) e agrupamentos hierárquicos.

A ideia de possuir uma máquina que fosse capaz de reproduzir o comportamento inteli-
gente humano define de maneira ampla o campo da inteligência artificial. Citando McCarthy,
o primeiro a utilizar esse termo em 1956, definimos inteligência artificial como “a ciência e
engenharia de criar máquinas inteligentes, especialmente programas de computador inteli-
gentes” [52] (tradução livre). Nesse contexto, técnicas de aprendizado de máquina podem ser
entendidas como um subcampo da inteligência artificial. O primeiro uso do termo “machine
learning” é atribuído a Samuel [53] em um artigo publicado em 1959, no qual ele verifica
a possibilidade de programar um computador para aprender a jogar o jogo de damas. Foi
por volta desse mesmo período que Rosenblatt propôs o algoritmo “perceptron” [54], que é
considerado o primeiro uso de redes neurais artificiais para reconhecimento de padrões e
formas.

Apesar desses e de outros desenvolvimentos importantes, foi somente após o início do
século XXI que os métodos de aprendizado de máquina e, particularmente, a classe de
métodos de aprendizado profundo (deep learning) [55–57] começaram a ser amplamente
empregados em várias áreas para lidar com as mais distintas questões, que incluem auxiliar
em diagnósticos médicos de diversas doenças [58–65], prever o preço de ações da bolsa de
valores [66], implementar tarefas de processamento de linguagem natural [67] e de visão
computacional [57,68,69] e até recomendar possíveis amigos que você conheça mas ainda não
esteja conectado em uma rede social [70]. Essa ampla gama de aplicações práticas associada
ao desenvolvimento de novas técnicas e algoritmos, fez com que esses métodos baseados
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em machine learning experimentassem um crescimento vertiginoso em sua popularidade nas
últimas décadas [71].

De maneira simplificada, ao implementar esses métodos de aprendizagem estatística, a
máquina “aprende” a partir de dados, ou seja, melhora progressivamente seu desempenho
em uma tarefa específica, sem que para isso ela seja diretamente programada. Essas tarefas
geralmente estão ligadas à previsões quando, por exemplo, queremos prever valores futuros
para uma ação baseado em valores passados, ou inferências, quando ao invés de prevermos os
valores, estamos interessados em entender como o preço varia em função de outras caracterís-
ticas. Uma das grandes vantagens de abordar problemas por meio de métodos baseados em
machine learning é a capacidade que eles possuem para extrair características importantes
a partir de conjuntos de dados desordenados e de larga escala. Tarefas desse tipo costu-
mavam ser realizadas manualmente por especialistas, demandando muito tempo e esforço.
Além disso, em muitos casos uma abordagem manual é impossível de ser realizada devido à
complexidade e tamanho do conjunto de dados.

Existem duas categorias principais nas quais os problemas de aprendizagem estatística
podem ser classificados: aprendizagem supervisionada e não supervisionada [31]. Na apren-
dizagem supervisionada, o algoritmo aprende a partir de um conjunto de dados chamado
conjunto de treino, o qual conta com as variáveis de entrada xi e as variáveis resposta yi. O
objetivo, nesse caso, é estimar a função f̂ que mapeia as variáveis de entrada nas variáveis
resposta. Para isso, é como se o procedimento estivesse sendo supervisionado, pois como
sabemos as variáveis resposta, se o algoritmo faz uma previsão errada no conjunto de treino,
ele pode ser corrigido e ter seu desempenho melhorado a cada iteração. Na aprendizagem não
supervisionada, por sua vez, temos apenas o conjunto de dados de entrada e não conhecemos
as variáveis resposta e, portanto, não podemos treinar um algoritmo. Nesse caso, o objetivo
é encontrar possíveis relações e padrões entre os dados, como estruturas de agrupamento
hierárquico de acordo com similaridades extraídas pelo algoritmo.

Uma outra classificação geral das tarefas de aprendizagem estatística supervisionadas diz
respeito aos tipos de variáveis resposta, que podem ser quantitativas ou qualitativas [31]. Em
geral, variáveis quantitativas assumem valores numéricos reais, enquanto as qualitativas des-
crevem classes e, por isso, também são denominadas por variáveis categóricas. Os problemas
de machine learning em que a variável resposta é quantitativa são conhecidos por tarefas de
regressão. Quando a variável resposta é qualitativa, temos uma tarefa de classificação.

Para ilustrar essas diferentes classificações, tomemos como exemplos os estudos que serão
apresentados no capítulo 3. Conforme veremos, na primeira seção propomos uma abordagem
para extrair propriedades físicas de cristais líquidos a partir da entropia e complexidade de
permutação calculadas para texturas desses materiais utilizando regressores e classificado-
res. Por exemplo, ao prever a temperatura da amostra (uma grandeza contínua), realizamos
uma tarefa de regressão. Por outro lado, para prever o passo de um cristal líquido coles-
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térico dentre um conjunto discreto de passos, efetuamos uma tarefa de classificação. No
estudo apresentado na segunda seção do capítulo 3, empregamos redes convolucionais neu-
rais profundas para realizar praticamente as mesmas tarefas de regressão e classificação de
propriedades de cristais líquidos, porém sem a necessidade de extrair características (entro-
pia e complexidade de permutação) das texturas desses materiais. Percebemos, portanto,
que existe um grande número de métodos de aprendizagem estatística e a decisão sobre qual
deles empregar em um determinado problema é importante e muitas vezes empírica, visto
que não há uma regra geral para essa escolha ou métodos que produzam bons resultados
independentemente do conjunto de dados analisado.

Sendo assim, precisamos aferir o desempenho desses diferentes métodos de alguma ma-
neira para encontrar aquele com a maior precisão para o problema em questão. Para isso,
uma medida frequentemente avaliada é o erro quadrático médio EQM , definido por

EQM =
1

n

n∑
i=1

(yi − f̂(xi))
2, (1.31)

com f̂ representando uma estimativa da função que mapeia as variáveis de entrada nas variá-
veis resposta, f̂(xi) o valor previsto por f̂ e yi o valor verdadeiro para a i-ésima observação.
Por definição, essa quantidade será cada vez menor quanto mais próximas das respostas
verdadeiras forem as respostas previstas. Para um dado valor x0, o erro quadrático mé-
dio pode ser decomposto na soma de três quantidades: a variância de f̂(x0), o quadrado
do viés de f̂(x0) e a variância dos termos de erro (também chamada de erro irredutível).
Matematicamente, escrevemos

E(y0 − f̂(x0))
2 = Var(f̂(x0)) + [Viés(f̂(x0)]

2 + Var(ϵ), (1.32)

na qual E(y0 − f̂(x0))
2 representa o valor esperado para o erro quadrático médio, que pode

ser obtido ao estimar f̂ repetidamente utilizando vários conjuntos de treino e testando cada
função estimada em x0. O valor esperado geral para o erro quadrático médio é calculado pela
média de E(y0 − f̂(x0))

2 para todos os possíveis valores de x0. Uma vez que a variância e o
quadrado do viés de f̂(x0) são positivos por definição, o limite inferior para o valor esperado
do erro quadrático médio é dado pelo erro irredutível. Em vista disso, para encontrar o valor
mínimo dessa quantidade, devemos minimizar tanto o termo da variância quanto o termo do
viés.

Porém, essa tarefa não é tão simples, visto que essas quantidades estão intimamente
relacionadas entre si e com a complexidade do método em questão, dando origem ao fenômeno
chamado trade-off entre o viés e a variância [71]. Os erros decorrentes de variância estão
relacionados à sensibilidade na estimativa de f̂ em resposta a pequenas flutuações no conjunto
de treino, ou seja, se um método possui variância alta, pequenas mudanças no conjunto de
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treino resultam em estimativas muito diferentes para a função f̂ . Geralmente, modelos ou
algoritmos mais complexos costumam apresentar maior variância. Os erros decorrentes do
viés, por sua vez, surgem devido às hipóteses simplificadas assumidas pelo método, no sentido
em que ao aproximarmos um problema complexo por um modelo muito mais simples, o viés
na estimativa de f̂ usualmente será alto. Os erros de viés são definidos pela diferença entre
o valor esperado predito pelo método e o valor correto. Modelos mais complexos usualmente
possuem um viés menor, ou seja, tendem a capturar melhor as relações relevantes do conjunto
de dados, no sentido em que são mais flexíveis e podem gerar várias formas para f̂ .

Ainda com relação à complexidade do modelo, enfatizamos que os erros relacionados à
variância são mais proeminentes quando o método é complexo ao ponto de modelar quase
exatamente o conjunto de treino, inclusive o ruído, mas falhar em prever observações futuras
utilizando dados ainda não apresentados ao algoritmo. Esse fato é conhecido por overfit-
ting [31]. Por outro lado, os erros relacionados ao viés se destacam quando o método não é
complexo o suficiente para capturar os padrões existentes no conjunto de dados, fato conhe-
cido por underfitting [31]. Portanto, existe um trade-off entre minimizar o viés e a variância
com relação a complexidade do método, de modo que a complexidade ideal é aquela que
evita ao máximo tanto a ocorrência de overfitting quanto de underfitting.

Na prática, é comum utilizar métodos de reamostragem para avaliar esse trade-off e de-
terminar o melhor modelo com seus parâmetros ótimos que minimizam o erro. Dentre os
principais métodos com essa finalidade, temos a abordagem de validação cruzada [31] de n

camadas. De modo geral, esses métodos de reamostragem utilizam amostras do conjunto de
dados e ajustam o modelo para cada uma, a fim de obter mais informações sobre o método.
No caso do método de validação cruzada de n camadas, primeiro dividimos aleatoriamente o
conjunto de dados em n partes com aproximadamente o mesmo tamanho. Em seguida, uma
das partes é separada como conjunto de teste e as (n − 1) partes restantes são utilizadas
para treinar o algoritmo. Esse procedimento é repetido até que todas as partes tenham sido
utilizadas como conjunto de teste. A precisão obtida a partir do conjunto de treino é o score
de treino e a precisão obtida a partir do conjunto de teste é o score de validação cruzada
ou score de teste. Ao fim, calculamos médias e intervalos de confiança para essas quantida-
des usando as n estimativas obtidas. Gráficos desses scores em função dos parâmetros do
modelo são conhecidos por curvas de validação. Por outro lado, as curvas de aprendizagem
indicam a dependência desses scores com o tamanho do conjunto de treino. Essa última
questão também é relevante, visto que conjuntos de treino muito pequenos podem não ser
suficientes para ajustar corretamente o modelo, enquanto dados que não sejam necessários
podem introduzir ruído ao modelo. Tanto as curvas de validação quando as de aprendizagem
são ferramentas importantes para avaliar a qualidade do modelo e, por isso, são estimadas
em análises nas quais aplicamos métodos de aprendizagem estatística.

Para ilustrar o procedimento de um desses métodos de aprendizagem estatística, vamos
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Figura 1.3: Exemplo de aplicação do algoritmo k -vizinhos mais próximos em uma tarefa de
classificação. A classe da observação representada no centro da figura é determinada com
base na classe mais frequente dos k -vizinhos mais próximos. Para k=3, nos limitamos
a observar os três primeiros vizinhos, que são delimitados pela circunferência tracejada
interna. Nesse caso, temos dois triângulos e um quadrado, portanto, a nova observação
seria um triângulo. Já se k for igual a 5, devemos analisar para os 5 primeiros vizinhos
delimitados pela circunferência tracejada externa. Nesse caso, temos três quadrados e
dois triângulos, e a nova observação seria classificada como um quadrado.

apresentar o algoritmo conhecido por k -vizinhos mais próximos [72]. Esse método pode ser
aplicado em problemas de regressão e classificação e, além de ser um dos métodos de apren-
dizagem estatística mais simples, uma de suas vantagens é possuir apenas um parâmetro:
o número de vizinhos k. Na figura 1.3, mostramos um exemplo da aplicação de um algo-
ritmo classificador de k -vizinhos mais próximos para prever a classe de uma nova observação
baseada na classe mais frequente dos k -vizinhos mais próximos. A nova observação, cuja
classe é desconhecida a priori, está representada no centro da figura. Para k=3, nos limita-
mos a observar os três primeiros vizinhos, que são delimitados pela circunferência tracejada
interna. Nesse caso, temos dois triângulos e um quadrado; portanto, a nova observação é
classificada como um triângulo. Para k=5, analisamos os 5 primeiros vizinhos delimitados
pela circunferência tracejada externa. Assim, temos três quadrados e dois triângulos e a nova
observação é classificada como um quadrado. Os algoritmos de aprendizagem estatística uti-
lizados nesse trabalho são implementados utilizando a linguagem de programação Python
em conjunto com as bibliotecas Numpy [73], SciPy [74] e scikit-learn [75], todas disponíveis
livremente com seus códigos-fonte.
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1.6 Redes convolucionais neurais

Apesar dos grandes e importantes avanços em várias aplicações de algoritmos de aprendi-
zado de máquina, o processo de extrair informações significativas de imagens, ou seja, replicar
a função do sistema visual humano, tem se mostrado uma tarefa mais desafiadora [69, 76].
Redes convolucionais neurais são consideradas ferramentas do estado-da-arte para analisar
imagens e possuem a vantagem de não requererem a extração de características das imagens
de maneira manual. Em particular, essas redes neurais profundas usam uma cascata hierár-
quica de convoluções e funções não-lineares que aprendem automaticamente representações
e características de baixo nível diretamente das imagens de entrada [77]. Esse é um dos mo-
tivos dessas redes neurais convolucionais profundas serem muito boas em identificar objetos
em imagens.

Na verdade, um exemplo notório do sucesso dos algoritmos de aprendizagem profunda
(deep learning) é documentado no desafio de reconhecimento visual em grande escala Ima-
geNet [78], uma competição anual entre algoritmos para detecção e classificação de objetos.
A introdução de um modelo de rede neural profunda (AlexNet) proposto por Krizhevsky et
al. [79] em 2012 é considerada o maior avanço na competição não somente porque a taxa de
erro foi reduzida de 26% para 16, 4%, mas principalmente devido ao fato desses algoritmos
terem se tornado os principais competidores desde então [78]. Também foi um algoritmo de
aprendizagem profunda (ResNet) o primeiro a ultrapassar o nível de desempenho humano
no conjunto de imagens do desafio ImageNet em 2015 [80,81].

Iremos introduzir de maneira breve os conceitos fundamentais das redes convolucionais
neurais [55–57] que, em nosso caso, serão empregadas em um dos estudos apresentados no ca-
pítulo 3 para prever propriedades físicas de cristais líquidos diretamente das imagens de suas
texturas. Essas redes são um tipo particular de rede neural artificial cuja unidade básica é um
neurônio ou um nó. O design das redes neurais artificiais é inspirado em conceitos de redes
neurais biológicas e consiste em camadas de neurônios que estão completamente conectados
uns aos outros de maneira ponderada. Cada neurônio recebe valores de entrada da camada
anterior, calcula a soma ponderada desses valores, adiciona um termo de viés, avalia uma
função não-linear (função de ativação), e envia o valor obtido por essa função para a próxima
camada. Esse processo imita de maneira simples o comportamento de neurônios biológicos
que disparam sob estímulos suficientes. O processo de treinar uma rede neural artificial con-
siste em ajustar os pesos e os termos de viés de maneira que os sinais de entrada produzam
valores de saída que coincidam ou aproximem-se dos valores fornecidos pelo conjunto de
treino. Os valores dos pesos e dos vieses são atualizados ao avaliar uma função de perda
que quantifica o erro de saída em um processo conhecido como “backpropagation.” Durante
esse processo, um algoritmo de gradiente descendente estocástico é usado para atualizar de
maneira iterativa os pesos e os vieses a fim de minimizar a função de perda. Nesse processo

30



de ajuste ou otimização, cada iteração completa dos dados de treinamento caracteriza uma
época.

A principal diferença entre redes neurais usuais e redes neurais convolucionais é a exis-
tência de camadas convolucionais. Diferentemente das camadas completamente conectadas,
os “neurônios” em camadas convolucionais recebem os dados de entrada de regiões espaci-
almente pequenas e contínuas da camada anterior. Esses dados de entrada em janelas são
multiplicados por filtros que possuem os mesmos pesos para todo o conjunto de entrada.
Dessa maneira, redes convolucionais preservam a estrutura espacial e otimizam os pesos dos
filtros que são os responsáveis por detectar e extrair características de baixo nível em loca-
lizações diferentes dos dados de entrada (geralmente imagens). Para definir uma camada
convolucional, precisamos especificar o tamanho das janelas espaciais (tamanho do filtro) e
a sobreposição entre janelas adjacentes (stride). Por exemplo, um filtro de tamanho 2 × 2

e stride ou passo igual a 1 opera sobre janelas com dimensões de 2× 2 pixels (se a entrada
for uma imagem), movendo-se em passos unitários sobre os dados de entrada. Além das
camadas convolucionais, essas redes geralmente possuem camadas de agrupamento (pooling
layers) e de subamostragem (downsampling layers). Uma camada de agrupamento opera
de maneira similar a uma camada convolucional, mas ao invés de calcular a soma ponde-
rada, essa camada realiza cálculos simples para cada região, tais como o valor máximo (max
pooling) ou valor médio (average pooling) dentro de cada janela. Essas camadas de agrupa-
mento sintetizam a presença de características, tornando suas representações invariantes a
pequenas translações nos dados de entrada. Além disso, essas camadas reduzem a dimensão
dos dados e, consequentemente, a quantidade de parâmetros, o que por sua vez, melhora a
eficiência computacional do modelo. As redes neurais convolucionais usadas ao longo desse
trabalho foram implementadas usando as bibliotecas TensorFlow [82] e Keras [83].
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CAPÍTULO 2

Quantificando conceitos e aspectos da história da arte

Neste capítulo, apresentamos um estudo em grande escala de aproximadamente 140 mil
imagens de obras de arte que abrangem quase um milênio da história da arte [32]. Base-
ados nos padrões espaciais locais das imagens digitais dessas obras, calculamos a entropia
e a complexidade de permutação de cada uma delas. Mostramos que essas medidas ma-
peiam o grau de ordem visual dessas obras em uma escala de ordem/desordem e simpli-
cidade/complexidade, as quais refletem bem categorias qualitativas propostas por histori-
adores da arte. Além disso, o comportamento dinâmico dessas medidas revela uma clara
evolução temporal da arte, marcada por transições que coincidem com os principais perío-
dos da história da arte. Nossa pesquisa mostra ainda que estilos artísticos distintos possuem
diferentes valores médios de entropia e complexidade, permitindo uma organização hierár-
quica e o agrupamento desses estilos. Mostramos também que métodos de aprendizagem
estatística baseados apenas nessas medidas de complexidade podem classificar obras de arte
com respeito ao seu estilo de uma maneira rápida e eficaz.

2.1 Introdução e apresentação dos dados

Abordagens inspiradas em Física têm sido aplicadas com sucesso em uma grande va-
riedade de disciplinas, incluindo sistemas econômicos e sociais [7, 84, 85]. O impacto e a
popularidade dessas pesquisas cresceu vertiginosamente nos últimos anos. Em grande parte,
esse fato reflete a quantidade enorme de informação digital disponível sobre os mais diver-
sos assuntos e em um grau de detalhe impressionante. Conforme já discutimos, esses dados
têm permitido que pesquisadores estudem, de forma quantitativa, uma variedade de sistemas
complexos com uma riqueza de detalhes inimaginável há uma década atrás. A caracterização
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em grande escala de artes visuais estaria entre esses sistemas, não somente devido à falta de
dados, mas também porque o estudo da arte costuma ser intrinsecamente qualitativo. En-
tretanto, abordagens quantitativas visando caracterizar o domínio das artes visuais podem
contribuir muito para um melhor entendimento da evolução cultural humana, assim como
para questões mais práticas, como a caracterização e classificação de imagens.

Embora a escala de alguns estudos recentes tenha mudado drasticamente, o uso de téc-
nicas quantitativas no estudo da arte possui algum precedente. Os esforços nesse sentido
datam do ano de 1933, quando o matemático americano Birkhoff publica seu livro intitulado
“Aesthetic Measure” [86], no qual uma medida quantitativa de estética é definida como a
razão entre ordem (número de regularidades encontrada em uma imagem) e complexidade
(número de elementos em uma imagem). No entanto, a aplicação de técnicas quantitativas
na caracterização de obras de arte é muito mais recente. Entre os trabalhos pioneiros, temos
o artigo de Taylor et al. [87], no qual as pinturas de Jackson Pollock são caracterizadas por
uma dimensão fractal que aumenta no decorrer da carreira artística desse importante pintor
do movimento Expressionismo Abstrato. Esse artigo pode ser considerado um marco para
o estudo quantitativo das artes visuais, inspirando muitas outras aplicações relacionadas à
determinação da autenticidade de pinturas [88–92], evolução de artistas específicos [93, 94],
propriedades estatísticas de pinturas particulares [95] e de artistas [96–98], movimentos ar-
tísticos [99] e muitas outras formas de expressão visual [100–102]. Os avanços mais recentes
desse campo de pesquisa emergente e em rápido crescimento são documentados de forma
abrangente em vários proceedings de conferências e edições especiais de revistas científi-
cas [103–105], cujas contribuições também envolvem ferramentas para restauração de obras
de arte, problemas de autenticidade e procedimentos para avaliação do estilo artístico.

Apesar do grande interesse nesse tema, poucos trabalhos foram dedicados ao estudo em
grande escala de obras de arte levando em conta uma perspectiva histórica. Em 2014, Kim
et al. [106] analisaram 29 mil imagens e mostraram que a distribuição do uso das cores é
bastante distinta entre os períodos históricos da pintura ocidental. Além disso, os mesmos
autores verificaram que o expoente de rugosidade associado à representação em escala de
cinza dessas pinturas apresenta uma tendência de crescimento ao longo dos anos. Em um
trabalho mais recente, Lee et al. [107] analisaram aproximadamente 180 mil obras de arte
com foco na evolução do contraste de cores. Entre outros resultados, os autores observaram
um crescimento repentino na diversidade de contraste de cores após o ano 1850, além de
mostrarem que essa quantidade pode ser utilizada para capturar informações sobre estilos
artísticos.

No entanto, exceto pela introdução do expoente de rugosidade, as pesquisas anteriores
se concentraram predominantemente, na evolução dos perfis de cores. De fato, os padrões
espaciais dessas imagens, os quais representam um aspecto fundamental das obras de arte,
permanecem pouco compreendidos. Nesse sentido, a principal contribuição de nosso traba-
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lho [32] é suprir um pouco da escassez de estudos nessa direção.
Para investigar esses padrões espaciais, construímos uma grande base de dados composta

de 137.364 imagens digitais de obras de arte a partir da enciclopédia virtual de artes visuais
WikiArt.org (www.wikiart.org). Fizemos o download automatizado dessas imagens e de
vários metadados relacionados a cada obra, como artista (são 2.391 artistas diferentes), data
de produção e estilo artístico (Impressionismo, Surrealismo, Barroco, etc). Para analisar
a evolução temporal, excluímos todas as imagens cujas datas de produção da obra não
estavam especificadas (33.724 imagens). A figura 2.1A mostra o número de imagens por ano
em nosso conjunto de dados em escala log-linear. Notamos que essas obras de arte foram
criadas entre os anos 1031 e 2016, abrangendo quase um milênio da história da arte. A
figura 2.1B mostra que a fração acumulada de obras em nosso conjunto de dados é bem
aproximada por um crescimento exponencial com tempo característico igual a τ = 111 ± 1

anos. Consequentemente, o número acumulado de obras de arte tem dobrado a cada 77 anos.
Além disso, mais de 50% dessas obras foram produzidas após a primeira década do século
XX, um período marcado pelo desenvolvimento de uma grande variedade de movimentos
artísticos.
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Figura 2.1: Distribuição das imagens das obras de arte ao longo dos anos. (A) Número de
imagens por ano em nosso conjunto de dados em escala log-linear. (B) Fração acumulada
das obras de arte ao longo dos anos (curva azul) em escala log-linear. Essa fração [f(t)] é
aproximada por um crescimento exponencial [f(t) ∝ exp(t/τ)] com tempo característico
igual a τ = 111± 1 anos (linha tracejada). Observamos que a maioria das obras de arte
foram produzidas após o início do século XX, sendo mais de 50% delas criadas após o
ano 1912.
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2.2 Representação matricial das imagens das obras de

arte

Os arquivos das imagens digitais das obras de arte estão no formato JPEG com 24 bits
por pixel, sendo 8 bits para cada uma das três cores no espaço de cores RGB. Isso significa que
cada pixel da imagem é caracterizado por uma entre 256 possíveis intensidades de vermelho
(R), verde (G) e azul (B), permitindo um total de 2563 = 16.777.216 variações de cores.

Do ponto de vista computacional, uma imagem pode ser representada por uma matriz de
três camadas com dimensões nx (a largura da imagem) por ny (a altura da imagem), na qual
as camadas correspondem a cada uma das três cores do espaço RGB e cujos elementos (vari-
ando de 0 a 255) representam a intensidade da cor. Para nossas análises, calculamos a soma
das intensidades das três cores para cada pixel, de modo que cada imagem é representada
por uma matriz simples. A partir dessa matriz calculamos a entropia H e a complexidade
de permutação C, seguindo os procedimentos descritos na seção 1.4. A figura 2.2 ilustra esse
procedimento.

Essa abordagem é similar a transformação usual de uma imagem colorida para escala de
cinza, exceto pelo fato de que, nesse procedimento, utilizamos a média ponderada dos valores
das três camadas. Uma das combinações mais utilizadas define a chamada reflectância ou
luminância [108] e corresponde a calcular 0,2125R+ 0,7154G+ 0,0721B, sendo R, G e B as
intensidades de vermelho, verde e azul, respectivamente. Esses valores para os pesos geral-
mente são escolhidos para imitar a sensibilidade às cores do olho humano. Nossos resultados
são bem robustos ao considerar diferentes escolhas para esses valores, por exemplo, o coe-
ficiente de correlação linear de Pearson entre os valores de H calculados via transformação
usual em escala de cinza e utilizando a média simples é 0,989. Esse mesmo coeficiente é
igual a 0,992 para os valores de C. Esses valores próximos de 1 indicam que essas diferentes
transformações levam a valores muito parecidos para H e C, conforme mostra a figura 2.3.

Em nosso caso, ao calcular H e C utilizamos dx = dy = 2 como escolha para as embedding
dimensions, as quais, conforme já vimos, são os únicos parâmetros desse método. Essa
escolha se deve ao fato dos valores médios da largura nx e da altura ny da imagem serem
próximos a 900 pixels, como mostra a figura 2.4. Esse resultado praticamente limita nossa
escolha a dx = dy = 2 para que a condição (dxdy)! ≪ nxny seja satisfeita, conduzindo a uma
estimativa confiável para a distribuição de probabilidades dos padrões ordinais.
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Figura 2.2: Ilustração do procedimento utilizado para processar as imagens e calcular
a entropia e a complexidade de permutação. Para o computador, a imagem pode ser
interpretada como uma matriz de pixels subdividida em três camadas na representação
RGB: vermelha (R), verde (G) e azul (B). A imagem mostrada aqui, Abaporu de Tarsila
do Amaral, possui tamanho 40 × 47 pixels (usamos uma imagem reduzida apenas para
fins ilustrativos). A intensidade de cada pixel nas camadas R, G e B varia entre 0
e 255, conforme mostram os painéis intermediários. O painel mais abaixo mostra a
matriz da soma das três camadas, a partir da qual calculamos os valores de entropia H
e complexidade C de permutação.
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Figura 2.3: Relação entre os valores de H (à esquerda) e C (à direita) calculados pela soma
dos canais RGB versus as mesmas quantidades obtidas pela transformação em escala de
cinza (luminância). Cada ponto nos gráficos de dispersão mostra os valores de H e C
para uma imagem obtidos por meio da soma das intensidades das três cores em cada
pixel versus as mesmas quantidades calculadas por meio da transformação em escala de
cinza (luminância). Observamos que ambas as transformações resultam em valores de H
e C fortemente correlacionados, como indicado pelos valores do coeficiente de correlação
de Pearson mostrados na figura.
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Figura 2.4: Distribuição de probabilidade das dimensões das imagens. As curvas azul e
vermelha mostram as distribuições de probabilidade da largura e da altura para todas as
imagens em nosso conjunto de dados em escala log-linear. Note que a largura e altura
possuem distribuição similar e praticamente o mesmo valor médio (895 pixels para a
largura e 913 pixels para a altura). As regiões sombreadas representam os intervalos de
largura e altura que contêm 95% de todas imagens.
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2.3 Independência dos valores de H e C com as dimensões

das imagens

Conforme vimos na figura 2.4, as imagens digitais obtidas em nossa base de dados não
possuem as mesmas dimensões. Essa mesma figura mostra que tanto a largura quanto a
altura possuem uma distribuição similar, com valores médios iguais a 895 pixels para a
largura e 913 pixels para a altura. Além disso, 95% das imagens possuem a largura variando
entre 313 e 2.491 pixels e a altura entre 323 e 2.702 pixels.

Por causa dessa grande variação nas dimensões, investigamos se os valores de H e C

possuem algum viés devido ao tamanho da imagem. Essa questão é importante já que
esperamos que os valores de H e C reflitam os padrões ordinais das imagens e não suas
dimensões. Na figura 2.5, mostramos vários gráficos de dispersão dos valores de H e C

versus a raiz quadrada da área das imagens (√nxny) em escalas diferentes. Visualmente
não é possível identificar nenhuma relação e, de fato, o coeficiente de correlação linear de
Pearson é muito baixo (≈ 0, 05) para ambas as relações. Também estimamos o coeficiente
de máxima informação (MIC) [109], uma medida não paramétrica que quantifica o grau de
associação entre duas variáveis mesmo se elas estiverem correlacionadas de uma maneira não
linear. O valor do MIC também é muito pequeno (≈ 0, 07) para ambas as relações. Portanto,
concluímos que os valores de H e C não são afetados pelas dimensões das imagens.

Sendo assim, podemos nos concentrar no problema de quantificar conceitos canônicos da
história da arte empregando as medidas de complexidade que calculamos para as imagens
das obras de arte.

2.4 Evolução da arte

A comparação cuidadosa entre diferentes obras de arte é um dos principais métodos utili-
zados por historiadores da arte para entender se e como a arte evoluiu ao longo do tempo. Os
trabalhos de Heinrich Wölfflin [110] e Alois Riegl [111], por exemplo, podem ser considerados
fundamentais nesse sentido. Eles propuseram a distinção de obras de arte de períodos dife-
rentes por meio de poucas categorias visuais e descritores qualitativos. A comparação visual
é, sem dúvida, uma ferramente útil para avaliar estilos artísticos. No entanto, é impraticável
aplicar essa abordagem em grande escala. Nessa condição, os métodos computacionais têm
a oportunidade de mostrarem suas vantagens. Contudo, qualquer tentativa de quantificar
uma obra de arte precisa ser facilmente interpretada em termos de categorias familiares e
academicamente relevantes para que possa ser útil.

Com relação a isso, notamos que o plano complexidade-entropia reflete, ao menos em
parte, as concepções duais de Wölfflin e a dicotomia de Riegl. De acordo com Wölfflin, é
possível classificar uma obra de arte utilizando um conjunto pequeno de pares de caracte-
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Figura 2.5: As medidas de complexidade H e C não são correlacionadas com as dimensões
das imagens. Os gráficos de dispersão mostram os valores de H (painéis à esquerda) e
C (painéis à direita) versus o “comprimento da imagem,” definido como a raiz quadrada
da área da imagem (isto é, √nxny, com nx e ny, representando a largura e a altura da
imagem, respectivamente). A primeira fileira horizontal de gráficos mostra a relação em
escala linear, a segunda em escala linear-log e a terceira em escala log-log. Cada ponto
representa uma imagem em nosso conjunto de dados. Não observamos correlação entre
as medidas de complexidade e o comprimento da imagem. Em particular, o coeficiente de
correlação linear de Pearson é ≈ 0,05 para a relação entre o comprimento da imagem e H e
≈ 0,01 para C. Além disso, nenhuma correlação significativa foi detectada pelo coeficiente
de máxima informação (MIC), cujos valores são ≈ 0,07 para ambas as relações. Essas
análises indicam que nossos resultados obtidos com embedding dimensions dx = dy = 2
não são enviesados pelas dimensões das imagens.
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rísticas visuais opostas, entre as quais temos o conceito de linear versus pictórica. Obras
de arte “lineares” são compostas por formas claras e bem delineadas, enquanto nas obras
“pictóricas,” os contornos são sutis e não tão bem definidos, mesclando diferentes partes da
imagem e passando a ideia de fluidez. Por sua vez, Riegl considera uma classificação base-
ada na dicotomia entre o háptico e o óptico. Segundo Riegl, obras “hápticas” retratam os
objetos como entidades discretas, tangíveis, isoladas e circunscritas. Por outro lado, as obras
“ópticas” representam objetos inter-relacionados no espaço profundo, explorando luz, cor e
efeitos de sombra para criar a ideia de um espaço aberto e contínuo.

Acreditamos que as noções de ordem/simplicidade versus desordem/complexidade nos
arranjos dos pixels das imagens capturadas pelo plano complexidade-entropia codificam, ao
menos em parte, esses conceitos. Imagens formadas por partes distintas e bem delineadas re-
sultam em muitas repetições de poucos padrões ordinais distintos. Consequentemente, obras
lineares/hápticas devem ser descritas por valores pequenos para H e valores grandes para
C. Por outro lado, imagens compostas por partes inter-relacionadas, delimitadas por bordas
suaves e borradas produzem padrões mais aleatórios e, portanto, obras pictóricas/ópticas
devem resultar em valores maiores para H e menores para C. É importante mencionarmos
que os conceitos duais de Wölfflin e Riegl são formas limitantes de representação, os quais
demarcam extremos contendo uma possível escala de todas as possibilidades intermediárias
de representação [112]. Nesse sentido, o caráter contínuo dos valores de H e C pode ajudar
os historiadores da arte a graduarem essa escala de possibilidades.

Nesse contexto, investigamos se a escala definida pelo valores de H e C é capaz de revelar
alguma propriedade dinâmica da arte. Para responder essa questão, estimamos os valores
médios de H e C após agrupar as imagens de acordo com a data de produção da obra de
arte. Devido ao fato das obras de arte não estarem uniformemente distribuídas no tempo
(conforme vimos na figura 2.1A), escolhemos intervalos de tempo contendo aproximadamente
o mesmo número de imagens em cada janela. A figura 2.6 mostra a evolução conjunta dos
valores de H e C ao longo dos anos, ou seja, as mudanças no plano complexidade-entropia.
Essa figura revela uma tendência clara, cuja robustez é evidenciada na figura 2.7. A trajetória
dos valores de H e C mostra que as obras de arte produzidas entre os séculos IX e XVII
são, em média, mais regulares/ordenadas do que as que foram criadas entre os séculos XIX
e a primeira metade do século XX. Além disso, as obras de arte produzidas após 1950 são
ainda mais regulares/ordenadas do que as pertencentes aos dois períodos anteriores. Por fim,
observamos que o ritmo das mudanças no plano complexidade-entropia se intensifica após o
século XIX, um período que coincide com a emergência de vários estilos artísticos, como o
Neoclassicismo e o Impressionismo, e também com o aumento na diversidade de constaste
de cores reportado por Lee et.al. [107].

As três regiões destacadas na figura 2.6 possuem uma grande correspondência com as
principais divisões da história da arte. O primeiro período (retângulo preto) corresponde à
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Figura 2.6: Quantificando a evolução das obras de arte ao longo da história da arte. Essa
figura mostra a evolução temporal dos valores médios da entropia de permutação H e da
complexidade estatística C (plano complexidade-entropia). Cada ponto corresponde aos
valores médios de H e C para um dado intervalo temporal (que é mostrado no gráfico).
As barras de erro representam o erro padrão da média. As regiões destacadas indicam
diferentes períodos da arte (preto: Renascença, Neoclassicismo e Romantismo; vermelho:
Arte Moderna; verde: Arte Pós-Moderna/Contemporânea). É interessante notar que o
plano complexidade-entropia identifica corretamente os diferentes períodos da arte e as
transições entre eles.

Arte Medieval, Renascença, Neoclassicismo e Romantismo, os quais se desenvolveram até
por volta de 1850. O segundo período (retângulo vermelho) corresponde à Arte Moderna,
marcada pelo surgimento do Impressionismo (por volta de 1870) e pelo desenvolvimento de
vários movimentos vanguardistas (como Cubismo, Expressionismo e Surrealismo) durante as
primeiras décadas do século XX. Finalmente, o último período corresponde à transição entre a
Arte Moderna e a Arte Pós-Moderna/Contemporânea. A data específica que marca o começo
do período Pós-Moderno ainda é objeto de grande debate entre os especialistas em arte [113].
No entanto, há algum consenso que a Arte Pós-Moderna surge com o desenvolvimento da
Arte Pop nos anos 1960 [113].

Levando a analogia entre o plano complexidade-entropia e os conceitos de Wölfflin e Riegl
adiante, a transição entre a arte produzida antes do Modernismo e a Arte Moderna repre-
senta uma mudança nos modos de representação de linear/háptico para pictórico/óptico.
Esse resultado está de acordo com a ideia de que as obras de arte da Renascença, Neoclassi-
cismo e Romantismo geralmente representam objetos de forma bem distinta e separados por
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Figura 2.7: Robustez da tendência observada na evolução temporal de H e C ao reamostrar
o conjunto de dados. Cada curva cinza corresponde aos valores médios de H e C obtidos
a partir de uma amostra aleatória composta de 30% (painel à esquerda) e 10% (painel à
direita) das imagens em nosso conjunto de dados. Realizamos o processo de reamostragem
por 100 vezes. As curvas pretas mostram a tendência média obtida ao utilizar todo o
conjunto de dados, como mostrado na figura 2.6. Notamos que as tendências históricas
observadas para os valores médios de H e C são robustas com respeito à reamostragem,
sendo que o mesmo padrão é obtido ao utilizar apenas 10% de todas as imagens.

superfícies planas [110, 114, 115]. Por outro lado, estilos Modernos (como Impressionismo,
Fauvismo, Pontilhismo e Expressionismo) são marcados pelo uso de pinceladas mais soltas
e borradas para evitar a criação de bordas pronunciadas [110,114,115]. É interessante notar
que a transição entre a Arte Moderna e Pós-Moderna é marcada por uma mudança ainda
mais rápida e intensa do pictórico/óptico para o linear/háptico. Esse fato parece concordar
com a ideia Pós-Moderna de que a arte deve ser instantaneamente reconhecível, feita de
objetos ordinários e marcada pelo uso de bordas largas e bem definidas [114,115].

Ambas concepções sobre história da arte propostas por Wölfflin e Riegl consideram que
o desenvolvimento da arte se dá por meio de uma mudança nos modos de representação
de linear/háptico para pictórico/óptico, descrição que concorda com a primeira transição
observada na figura 2.6. No entanto, para Riegl [116] esse desenvolvimento ocorre por meio
de um processo contínuo e único, enquanto Wölfflin possui uma concepção cíclica dessa
transição, a qual parece ser mais consistente com o comportamento dinâmico de H e C. Por
outro lado, essa concepção cíclica não é compatível com o comportamento local persistente
dessas mudanças no plano complexidade-entropia, ou seja, os valores de H e C não são
sempre alternados. Na verdade, estudos mais recentes de historiadores da arte, como o
trabalho de Gaiger [112], argumentam que nenhuma dessas concepções é válida ao analisar
todo o desenvolvimento da história da arte. Para Gaiger, as categorias duais de Wölfflin e
Riegl devem ser tratadas como conceitos puramente descritivos e não ligadas a uma mudança
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particular ao longo do tempo.

2.5 Distinguindo estilos artísticos com o plano

complexidade-entropia

Uma outra questão interessante diz respeito à capacidade do plano complexidade-entropia
para distinguir os diferentes estilos artísticos em nosso conjunto de dados. Para investigar
essa possibilidade, calculamos os valores médios de H e C após agrupar as imagens por estilo.
Limitamos essa análise aos 92 estilos contendo mais de 100 imagens cada (que totalizam
≈ 90% dos dados) para obtermos valores confiáveis para as médias. Na figura 2.8, observamos
que os estilos artísticos estão bem espalhados no plano complexidade-entropia. Os valores
médios de H e C são significativamente diferentes para a maioria (≈ 92%) das comparações
par a par realizada por meio da estatística do teste-t, como observamos na figura 2.9. Ainda
assim, observamos alguns estilos com valores médios estatisticamente indistinguíveis entre
si.

Também notamos que a localização dos estilos concorda com a tendência geral observada
na evolução temporal dos valores médios de H e C, no sentido que a maioria dos estilos
Pós-Modernos estão localizados em uma região de valores menores para a entropia e maiores
para a complexidade quando comparados aos estilos Modernos (como Expressionismo, Im-
pressionismo e Fauvismo). Esse arranjo mapeia os diferentes estilos em uma escala contínua,
na qual os valores extremos refletem a dicotomia dos modos de representação linear/háptico
versus pictórico/óptico. Entre os estilos que possuem os maiores valores para C e os menores
para H, temos o Minimalismo, Hard Edge Painting e Campo de Cores, os quais são marcados
pelo uso de elementos simples e bem delimitados por transições abruptas de cores [114,115].
Já os estilos que possuem os menores valores para C e os maiores para H (como Impressio-
nismo, Pontilhismo e Fauvismo) são caracterizados pelo uso de pinceladas difusas e borradas,
assim como pela mistura de cores para evitar a criação de bordas pronunciadas [114,115].

2.6 Estrutura hierárquica dos estilos artísticos

Podemos considerar que os valores de H e C capturam o grau de similaridade entre
vários estilos artísticos levando em conta a ordem local dos pixels das imagens. Utilizando
o valor médio dessas medidas de complexidade para cada estilo artístico, investigamos uma
possível organização hierárquica dos estilos com respeito a essa ordem local. Para isso,
consideramos a distância euclidiana entre um par de estilos no plano complexidade-entropia
como uma medida de similaridade entre eles. Assim, quanto menor a distância entre dois
estilos artísticos, mais significativa é a similaridade entre eles; por outro lado, pares de
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Figura 2.8: Distinguindo entre diferentes estilos artísticos com o plano complexidade-
entropia. Os pontos coloridos representam os valores médios de H e C para cada um
dos 92 estilos com mais de 100 imagens em nosso conjunto de dados. As barras de erro
representam o erro padrão da média.
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Figura 2.9: Os valores médios de H e C são significativamente diferentes entre a maioria dos
estilos. O gráfico da matriz mostra o resultado da estatística do teste-t de duas amostras
que compara a diferença para os valores médios de H e C entre todos os possíveis pares
de estilos. Consideramos a correção de Bonferroni [117] para levar em conta o fato
que estamos realizando múltiplos testes de hipótese. As células amarelas indicam as
comparações nas quais a hipótese nula é rejeitada com 95% de confiança (isto é, há uma
diferença significativa entre os valores médios de H e/ou C para os dois estilos), enquanto
as células roxas indicam comparações nas quais a hipótese nula não pode ser rejeitada
(ou seja, nesse caso, não é observada uma diferença significativa entre os valores médios
de H e C para os dois estilos). Notamos que a hipótese nula é rejeitada em 91,7% das
comparações par a par.
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estilos separados por distâncias maiores são considerados mais dissimilares uns dos outros.
A figura 2.10A mostra a matriz dessas distâncias, na qual já é possível observar a formação
de grupos de estilos.

Para investigar de forma sistemática esses agrupamentos de estilos artísticos, empregamos
o método da variância mínima proposto por Ward [118] para construir um dendrograma
que representa a matriz das distâncias. Esse método de aprendizagem estatística é um
procedimento de agrupamento hierárquico que usa a variância intragrupo como critério para
associar pares de objetos. A figura 2.10B mostra esse dendrograma, revelando uma relação
intrincada entre os estilos artísticos em nosso conjunto de dados. A distância limiar que
utilizamos para segmentar o dendrograma e, assim, determinar o número de grupos, foi
obtida maximizando o coeficiente de silhueta [119]. Esse coeficiente quantifica a consistência
do procedimento de agrupamento e é definido pelo valor médio de

si =
bi − ai

max (ai, bi)
, (2.1)

para todos os i estilos, sendo ai a distância média intragrupo (também chamada de coesão
que, em nosso caso, é o valor médio das distâncias que separam o estilo i dos demais estilos
de seu grupo), bi a distância média do estilo i para os estilos do grupo mais próximo (a
chamada separação) e max (ai, bi) representa o maior valor entre essas duas quantidades.

Do modo como é definido, si varia entre -1 e 1, sendo que quanto maior for seu valor
médio sobre todos os estilos, melhor é a configuração do agrupamento. De maneira intuitiva,
para si ≈ 1 é necessário que ai ≪ bi, ou seja, como ai mede a dissimilaridade média dentro
de seu próprio grupo, um valor pequeno indica que o estilo i é bem próximo dos demais de
seu grupo e, então, foi bem agrupado. De maneira similar, temos si ≈ −1 se bi ≪ ai, sendo
assim, o estilo i está mais próximo do grupo vizinho do que de seu próprio grupo; nesse caso,
o estilo i não está bem agrupado.

Assim, uma maneira de encontrar o melhor valor para a distância limiar que fragmenta
o dendrograma em grupos é procurar pelo valor que maximiza o coeficiente global de silhu-
eta sobre todos os estilos. Essa análise é mostrada na figura 2.11, na qual temos o valor
desse coeficiente em função da distância limiar. Observamos que o coeficiente de silhueta
global é máximo (0,57) quando a distância limiar é igual a 0,03. Sendo assim, esse valor é
uma escolha natural para segmentar o dendrograma da figura 2.10B. De fato, nessa figura,
a linha tracejada indica esse limiar e as diferentes cores do dendrograma mostram os 14
agrupamentos de estilos artísticos obtidos por esse procedimento.

Esses grupos refletem parcialmente a localização temporal dos diferentes estilos artísticos
e a evolução mostrada na figura 2.6. Em particular, vários estilos que surgiram juntos ou
próximos no tempo são similares com relação ao arranjo local de seus pixels e, portanto,
pertencem ao mesmo grupo. Por exemplo, os primeiros cinco grupos da figura 2.10B contêm
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Figura 2.10: Organização hierárquica dos estilos artísticos. (A) Gráfico da matriz das
distâncias euclidianas entre cada par de estilos no plano complexidade-entropia. (B)
Dendrograma representando a matriz das distâncias obtido aplicando o método da mí-
nima variância proposto por Ward [118]. Os 14 grupos de estilos indicados pelos ramos
coloridos foram obtidos segmentando o dendrograma na distância limiar de 0,03. Esse
valor maximiza o coeficiente de silhueta [119] e, portanto, define naturalmente o número
de grupos em nosso conjunto de dados. A ordem das linhas e colunas no gráfico da matriz
das distâncias é a mesma utilizada no dendrograma.
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Figura 2.11: Coeficiente de silhueta para os grupos obtidos segmentando o dendrograma
da figura 2.10B em diferentes distâncias limiares. Esse coeficiente quantifica a qualidade
dos agrupamentos e varia entre -1 e 1. Quanto maior o valor do coeficiente de silhueta,
mais consistente são os grupos formados. Portanto, ao encontrar a distância limiar que
maximiza o coeficiente de silhueta, estamos maximizando a qualidade dos agrupamentos
obtidos a partir do dendrograma. Podemos observar que o coeficiente de silhueta possui
um valor máximo (0,57) para a distância limiar de 0,03, valor usado para segmentar o
dendrograma e definir o número de grupos da figura 2.10.

principalmente estilos Pós-Modernos. Por outro lado, esses grupos e a estrutura hierárquica
correspondente organizam os estilos com respeito aos modos de representação na escala de-
limitada pela dicotomia linear/háptico versus pictórico/óptico. Esse fato é mais evidente ao
examinar os grupos em ambos os extremos de ordem e regularidade no plano complexidade-
entropia. O grupo mais a direita da figura 2.10B, por exemplo, contém estilos que usam
pinceladas relativamente curtas e evitam a criação de bordas pronunciadas. Essa caracte-
rística é particularmente evidente em obras do Impressionismo, Pontilhismo e Divisionismo,
mas também está presente no Neo-Barroco e Neo-Romantismo, assim como nos trabalhos
de muralistas e nas pinturas abstratas do estilo P&D (Pattern and Decoration). Um as-
pecto notório desse último estilo é a pintura de padrões (como em tecidos estampados). O
P&D é considerado por muitos uma “reação” ao Minimalismo e a Arte Conceitual (que es-
tão localizados no outro extremo do plano complexidade-entropia), principalmente por evitar
composições restritas pelo uso de modulações sutis das cores, como observamos nos trabalhos
de Robert Zakanitch (www.wikiart.org/en/robert-zakanitch), considerado um
dos fundadores do P&D. À medida que nos movemos para grupos caracterizados por valores
altos de complexidade e baixos de entropia, observamos o agrupamento de estilos marcados
pela presença de bordas pronunciadas e padrões bastante contrastantes, geralmente forma-
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dos por partes isoladas distintas ou combinadas com materiais não relacionados. Esse é o
caso do grupo contendo Op Arte, Arte Pop e Construtivismo, e também do grupo formado
por Arte Cinética, Hard Edge Painting e Concretismo [114,115].

Uma maneira de verificar a significância desses grupos é comparando o agrupamento
mostrado na figura 2.10 com uma abordagem baseada nas similaridades entre o conteúdo
textual das páginas da Wikipédia de cada estilo. Para isso, obtemos o conteúdo textual dessas
páginas e extraímos as 100 principais palavras-chave para cada uma aplicando a estatística
conhecida por term frequency-inverse document frequency (TF-IDF) [120]. A estatística
dessa técnica tem como objetivo refletir o quão importante uma palavra é para um documento
em um corpus (coleção de documentos). O valor do TF-IDF aumenta proporcionalmente ao
número de vezes que uma palavra aparece em um documento e é compensado pelo número de
documentos na coleção que contém a palavra, o que pondera o fato de que algumas palavras
geralmente aparecem mais frequentemente. Consideramos o inverso de 1 mais o número
de palavras-chave compartilhadas entre dois estilos como uma medida de similaridade entre
eles. Portanto, estilos que não possuem nenhuma palavra-chave em comum estão a uma
“distância” máxima igual a 1, enquanto estilos que compartilham várias palavras estão a
uma “distância” menor.

Utilizando um procedimento de agrupamento hierárquico similar ao que foi usado na
figura 2.10, obtemos 24 grupos de estilos artísticos na análise dos textos da Wikipédia, os
quais são mostrados na figura 2.12. Esse número de grupos é muito maior do que os 14
que foram obtidos no plano complexidade-entropia. No entanto, ambos os agrupamentos
compartilham similaridades que podem ser quantificadas utilizando as métricas de avaliação
de agrupamentos homogeneidade h, completeza c e medida v. Homogeneidade perfeita
(h = 1) indica que todos os grupos obtidos a partir dos textos da Wikipédia contêm somente
estilos que pertencem aos mesmos grupos obtidos via plano complexidade-entropia. Por
outro lado, completeza perfeita (c = 1) indica que todos os estilos que pertencem ao mesmo
grupo obtido a partir do plano complexidade-entropia estão agrupados no mesmo grupo
obtido por meio dos textos da Wikipédia. A medida v é a média harmônica entre h e c, ou
seja, v = 2hc/(h+ c). Ao calcular essas medidas, encontramos h = 0,49, c = 0,40 e v = 0,44,
os quais são valores significativamente maiores do que os que são obtidos a partir de um
modelo nulo, no qual o número de palavras-chave compartilhadas é escolhido aleatoriamente
a partir de uma distribuição uniforme entre 0 e 100 (hrand = 0,45± 0,02, crand = 0,35± 0,01

e vrand = 0,38 ± 0,01; valores médios sobre 100 realizações). Sendo assim, as similaridades
entre os agrupamentos obtidos por meio das duas abordagens não podem ser explicadas ao
acaso. Esse resultado indica que, apesar do caráter local de nossas medidas de complexidade,
os valores de H e C refletem parcialmente o significado de algumas palavras-chave utilizadas
para descrever estilos artísticos.
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Figura 2.12: Organização hierárquica dos estilos de acordo com as palavras-chave extraí-
das das páginas da Wikipédia contendo a descrição de cada estilo. Para cada um dos
92 estilos diferentes que possuem ao menos 100 imagens, obtemos o conteúdo textual
de suas páginas na Wikipédia. Esses textos foram processados utilizando a abordagem
conhecida por term frequency-inverse document frequency (TF-IDF) [120] e as 100 prin-
cipais palavras-chave foram obtidas para cada estilo. Definimos a “distância” entre dois
estilos como o inverso de 1 mais o número de palavras compartilhadas entre dois estilos.
Essa figura mostra o gráfico da matriz dessas distâncias bem como a representação em
dendrograma. Os ramos coloridos indicam os 24 grupos de estilos obtidos ao segmentar
o dendrograma na distância limiar que maximiza o coeficiente de silhueta.

50



2.7 Prevendo estilos artísticos

Outra maneira de quantificar a informação contida nos valores de H e C é tentar prever o
estilo de uma imagem baseado somente nesses dois valores. Para isso, implementamos quatro
algoritmos de aprendizado de máquina bem conhecidos [71,121] (k -vizinhos mais próximos,
floresta aleatória, máquina de vetores de suporte (SVM) e rede neural) para a tarefa de prever
o estilo das imagens dos 20 estilos que possuem mais de 1.500 obras de arte cada. Para cada
método, estimamos as curvas de validação para um intervalo de valores dos parâmetros
principais dos algoritmos utilizando a estratégia de validação cruzada e estratificada (cada
subamostra contém aproximadamente a mesma fração de cada classe observada nos dados)
com n = 10 camadas. A figura 2.13A mostra as curvas de validação para o algoritmo k-
vizinhos mais próximos em função do número de vizinhos k. Note que ocorre overfit se o
número de vizinhos for menor que ≈ 250. Observamos também que o score de validação
cruzada satura em ≈ 0,18 se o número de vizinhos for maior que 300 e que não ocorre underfit
para até pelo menos 500 vizinhos.

Outra questão relevante ao empregar métodos de aprendizagem estatística está relacio-
nada à fração do conjunto de dados que é necessária para treinar apropriadamente o modelo,
conforme já discutimos na seção 1.5. Para investigar essa questão, utilizamos novamente
uma estratégia de validação cruzada e estratificada com n = 10 para estimar as curvas de
aprendizagem. A figura 2.13B mostra os scores de treino e de validação cruzada para o
algoritmo de k-primeiros vizinhos, na qual notamos que ambos aumentam com o tamanho
do conjunto de treino. No entanto, o ganho é muito pequeno quando mais de ≈ 50% dos
dados são utilizados para treinar o modelo. A figura 2.14 mostra resultados análogos aos
apresentados na figura 2.13 para os outros três algoritmos de aprendizado de máquina.

Combinamos a análise prévia com um algoritmo de grid search (uma varredura de pa-
râmetros em uma grade predefinida), para estimar a melhor combinação de parâmetros que
maximiza o desempenho de cada método de aprendizagem estatística. Na figura 2.13C, ob-
servamos que os quatro algoritmos possuem desempenhos similares, todos exibindo precisão
próxima de 18%. Além disso, comparamos essas precisões com as obtidas a partir de dois
classificadores dummy, isto é, previsões feitas ao acaso. No classificador dummy estratificado,
as previsões dos estilos são geradas ao acaso mas respeitando a fração dos estilos no con-
junto de dados. No caso do classificador dummy uniforme, as previsões são uniformemente
aleatórias. Os resultados da figura 2.13C mostram que todos os algoritmos de aprendizado
de máquina possuem uma precisão significativamente maior do que a obtida ao acaso.

Esse resultado, portanto, confirma que os valores de H e C carregam informações impor-
tantes sobre o estilo de cada obra de arte. Apesar disso, a precisão alcançada é bem modesta
para aplicações práticas e, de fato, existem outras abordagens que são mais precisas. Por
exemplo, Zujovic et al. [122] obtiveram precisão de ≈ 70% em uma tarefa de classificação
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Figura 2.13: Prevendo estilos artísticos com algoritmos de aprendizagem estatística. (A)
Scores de treino e validação cruzada do algoritmo k -vizinhos mais próximos em função
do número de vizinhos k. Notamos que ocorre overfit para valores do número de vizinhos
menores que 250, mas não notamos aumento na precisão para valores maiores e nem
underfit para até 500 vizinhos. (B) Curva de aprendizagem, isto é, os scores de treino e
validação cruzada em função do tamanho do conjunto de treino (fração de todo o con-
junto de dados) para o algoritmo de k -vizinhos mais próximos com o número de vizinhos
igual a 400. Não observamos melhora significativa no score de validação cruzada quando
mais de 50% dos dados são utilizados para treinar o modelo. Em ambos os gráficos, as
regiões sombreadas indicam os intervalos de confiança de 95% obtidos com uma estra-
tégia de validação cruzada com n = 10 camadas. (C) Comparação entre 4 algoritmos
de aprendizagem estatística diferentes (k -vizinhos mais próximos, floresta aleatória, má-
quinas de vetores de suporte e rede neural) e também a precisão obtida a partir de dois
classificadores dummy (estratificado: gera previsões aleatórias respeitando a fração dos
estilos no conjunto de dados; uniforme: as previsões são uniformemente aleatórias). As
barras de erro representam o erro padrão da média. Os quatro classificadores possuem
precisão similar (≈ 18%) e todos superam significativamente os classificadores dummy.
Esses resultados são baseados nos 20 estilos com mais de 1.500 imagens cada, embora
resultados similares são obtidos quando incluímos os outros estilos.
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Figura 2.14: Scores de treino e validação cruzada obtidos a partir dos quatro algoritmos
de aprendizado de máquina que foram utilizados para prever os estilos em função dos
parâmetros principais e do tamanho do conjunto de treino. Os painéis (A) e (B) mostram
os resultados para o algoritmo k -vizinhos mais próximos. Os painéis (C), (D) e (E)
mostram os scores para o algoritmo floresta aleatória. Os parâmetros principais, nesse
caso, são o número de árvores na floresta e a profundidade máxima dessas árvores. Os
painéis (F), (G) e (H) mostram os scores para o classificador de vetores de suporte
(SVC) com um kernel de base radial (RBF). O parâmetro γ é associado à largura do
kernel RBF e C ′ é o parâmetro de penalidade. Os painéis (I) e (J) mostram os resultados
para o algoritmo de rede neural (um modelo perceptron com uma única camada oculta).
O parâmetro α é a chamada penalidade L2 e o número de neurônios é igual a 100. As
precisões médias reportadas na figura 2.13C foram obtidas para k = 400 vizinhos; γ = 104

e C ′ = 0,1; número de árvores = 400 e a profundidade máxima = 5; e α = 10−4. Todos
os algoritmos estão implementados na biblioteca scikit-learn e as curvas de aprendizagem
foram estimadas utilizando os melhores parâmetros de cada modelo.
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com 353 pinturas de 5 estilos e Argawal et al. [123] reportaram uma precisão de ≈ 60% em
uma tarefa de classificação com 3.000 pinturas de 10 estilos. No entanto, nossos resulta-
dos não podem ser diretamente comparados com os desses trabalhos, já que esses utilizam
um conjunto de dados bem menor, com poucos estilos e também várias características das
imagens, enquanto nossas previsões são baseadas somente em duas características. Nesse
sentido, nossa abordagem representa uma severa redução de dimensionalidade, pois imagens
com aproximadamente 1 milhão de pixels são representadas por apenas dois números relaci-
onados à ordem local dos pixels das imagens. Nesse contexto, uma precisão de 18% em uma
tarefa de classificação com 20 estilos e mais de 100.000 obras de arte não pode ser negligenci-
ada. Além do mais, a natureza local de H e C fazem essas medidas de complexidade bastante
rápidas, fáceis de serem paralelizadas e escaláveis do ponto de vista computacional. Assim,
além de mostrar que o plano complexidade-entropia contém informações importantes sobre
os estilos artísticos, acreditamos que os valores de H e C, combinados com outras carac-
terísticas das imagens, podem conduzir a uma melhor precisão nessa tarefa de classificação
desafiadora.

2.8 Conclusão

Nesse capítulo, apresentamos uma caracterização em grande escala de um conjunto de
dados composto de aproximadamente 140 mil imagens digitais de obras de arte produzidas ao
longo do último milênio da história da arte. Nossas análises são baseadas em duas medidas
de complexidade relativamente simples (entropia de permutação H e complexidade estatís-
tica C) e diretamente relacionadas aos padrões ordinais dos pixels dessas imagens. Essas
medidas mapeiam o grau de ordem local dessas obras em uma escala de ordem/desordem
e simplicidade/complexidade que reflete, ao menos em parte, as descrições qualitativas de
obras de arte propostas por Wölfflin e Riegl. Em particular, argumentamos que os limi-
tes dessa escala correspondem aos dois extremos dos modos de representação propostos por
esses historiadores da arte, isto é, a dicotomia entre linear/háptico (H ≈ 0 e C ≈ 0) e
pictórico/óptico (H ≈ 1 e C ≈ 0).

Investigando o comportamento dinâmico dos valores médios das medidas de complexidade
empregadas, encontramos uma trajetória evolutiva clara e robusta para a arte no plano
complexidade-entropia. Essa trajetória é caracterizada por transições que concordam com as
principais divisões da história da arte. Essas transições podem ser classificadas como sendo de
linear/háptico para pictórico/óptico (antes e depois da Arte Moderna) e de pictórico/óptico
para linear/háptico (a transição entre a Arte Moderna e Pós-Moderna), mostrando que cada
um desses períodos históricos apresenta um grau distinto de entropia e complexidade. Por
um lado, as concepções sobre história da arte de Wölfflin em termos de uma transição cíclica
entre linear e pictórico não concordam com a persistência temporal dos valores de H e C, nem

54



com o escrutínio crítico de Gaiger [112] e de outros historiadores da arte contemporâneos.
Por outro lado, elas são consistentes com a evolução global mostrada no plano complexidade-
entropia. Para Wölfflin, a transição de linear para pictórico é governada por uma “lei natural
no mesmo sentido que o crescimento físico” e “determinar essa lei seria um problema central,
o problema central da história da arte” [110]. No entanto, o retorno para o linear “certamente
reside em circunstâncias externas” [110] e, no contexto da figura 2.6, não é difícil imaginar
que a transição do período Moderno para o Pós-Moderno tem relação com o fim da Segunda
Guerra Mundial, o evento que geralmente marca o início do Pós-Modernismo nos livros de
história.

Além de revelar esse aspecto dinâmico da arte, os valores de H e C são capazes de distin-
guir entre diferentes estilos artísticos de acordo com o grau médio de entropia/complexidade
das obras de arte. Enfatizamos que a localização de cada estilo no plano complexidade-
entropia reflete parcialmente a dualidade linear/háptico versus pictórico/óptico e, dessa ma-
neira, pode ser considerada como uma régua para quantificar o uso desses modos de repre-
sentação opostos. Além do mais, as distâncias entre pares de estilos no plano complexidade-
entropia representam uma medida de similaridade com relação a esses conceitos da história
da arte. Utilizando essas distâncias, encontramos que estilos artísticos diferentes podem
ser hierarquicamente organizados e agrupados de acordo com as suas posições no plano.
Verificamos que esses grupos refletem bem o conteúdo textual das páginas da Wikipédia
utilizadas para descrever cada estilo. Esses grupos também refletem algumas similaridades
entre os estilos, principalmente com relação à presença de transições suaves/difusas ou bem
definidas/abruptas. Quantificamos a informação contida nessas medidas de complexidade
por meio de uma tarefa de classificação na qual o estilo da imagem é predito utilizando
apenas os valores de H e C. A taxa de precisão dessa tarefa de aprendizagem estatística é
de aproximadamente 18%, valor que supera a precisão obtida por classificadores dummy e
confirma que essas duas medidas carregam informações significativas sobre o estilo das obras.

O fato dessas medidas de complexidade serem estritamente baseadas em uma escala espa-
cial local das obras de arte, naturalmente faz com que não sejam capazes de capturar toda a
pluralidade e complexidade da arte. No entanto, nossos resultados demonstram que medidas
simples inspiradas em Física podem ser conectadas a conceitos propostos por historiadores
da arte e, mais importante ainda, que essas medidas realmente carregam informações rele-
vantes sobre obras de arte, seus estilos e sua evolução. No contexto da metáfora de Wölfflin
sobre a evolução da arte descrita nas suas palavras como: “Uma inspeção mais próxima, em
breve, certamente mostrará que a arte mesmo hoje jamais retornou ao ponto em que um
dia esteve, mas que somente um movimento em espiral concordaria com os fatos...” [110],
podemos considerar o plano complexidade-entropia como uma das possíveis projeções da
espiral de Wölfflin.
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CAPÍTULO 3

Estimando propriedades físicas a partir de imagens de texturas de

cristais líquidos

Técnicas baseadas em imagens são ferramentas essenciais para investigar uma série de
propriedades em diferentes materiais. Cristais líquidos estão entre esses materiais que são
frequentemente investigados por meio de métodos ópticos e de processamento de imagens.
Apesar disso, pouca atenção tem sido voltada ao problema de extrair propriedades físicas
de cristais líquidos diretamente de imagens das texturas desses materiais. Neste capítulo,
buscamos reduzir essa lacuna por meio de duas abordagens [33, 34]. A primeira combina
as medidas de entropia e complexidade estatística de permutação com métodos de apren-
dizagem de máquina. Já a segunda, emprega redes convolucionais neurais, um método de
aprendizagem profunda (deep learning) muito utilizado em tarefas que envolvem imagens e
que possui a vantagem de dispensar a extração manual de características das imagens.

3.1 Introdução

Técnicas baseadas em imagens são ferramentas importantes e amplamente utilizadas
para investigar várias propriedades de diversos materiais [124]. Essas técnicas usualmente
são não-destrutivas e particularmente convenientes para lidar com materiais biológicos e
outros materiais complexos [125]. Cristais líquidos estão entre esses materiais frequentemente
estudados por meio de métodos ópticos e de processamento de imagens [126]. Isso ocorre
porque cristais líquidos são materiais birrefringentes e, sendo assim, um microscópio óptico
polarizado já acessa algumas de suas propriedades importantes, incluindo birrefringência e
espessura da amostra [127].
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Apesar do uso extensivo de abordagens baseadas em imagens ópticas no estudo de cristais
líquidos, pouca atenção tem sido voltada ao problema de extrair parâmetros físicos direta-
mente das imagens desses materiais. Essa questão é importante dado que vários parâmetros
físicos de cristais líquidos são obtidos somente por meio do ajuste de modelos teóricos a resul-
tados experimentais, uma tarefa usualmente complicada e que pode demandar muito tempo.
Exemplos desses parâmetros incluem o parâmetro de ordem microscópico, do qual vários
outros parâmetros que caracterizam a fase nemática são dependentes [126], e o comprimento
do passo em cristais líquidos colestéricos. Esse último, pode ser facilmente obtido por um
microscópio óptico quando o eixo helicoidal fica perpendicular à direção de visualização [128],
mas não pode ser estimado a partir de arranjos experimentais mais comuns, nos quais o eixo
helicoidal está orientado paralelamente em relação à direção de visualização [129].

Nesse contexto, a caracterização de cristais líquidos baseada em imagens pode se benefi-
ciar bastante das diversas técnicas de aprendizagem estatística [71]. Essas abordagens estão
disponíveis desde os anos 1990, mas foi somente durante a última década que esses métodos
ganharam popularidade impressionante em várias áreas da ciência, principalmente naquelas
em que revelar padrões significativos presentes nos dados é tarefa fundamental. Natural-
mente, a Física não é exceção e, de fato, existem vários trabalhos recentes que empregam
algoritmos de aprendizado de máquina para estudar sistemas físicos [130–134]. O uso de
métodos de aprendizagem profunda (deep learning) em Física [135–137], Química [138–140]
e Ciência dos Materiais [141–145] é ainda mais recente. O desenvolvimento e a dissemi-
nação dos métodos de aprendizado de máquina (sejam do tipo shallow ou deep learning)
combinados com a disponibilidade crescente de grandes conjuntos de dados têm sido reco-
nhecidos como o “quarto paradigma da ciência” [146] e também como a “quarta revolução
industrial” [147], tendo grande potencial para valorizar ainda mais o papel dos métodos
computacionais em pesquisas aplicadas e fundamentais.

A recência no uso de métodos de aprendizagem estatística também faz com que muitas
áreas tenham tirado pouca ou nenhuma vantagem dessas abordagens. Esse também é o caso
das pesquisas sobre cristais líquidos [126] que, a despeito da tradição no uso de técnicas
baseadas em imagens, têm explorado muito pouco abordagens de aprendizagem estatística.
Nesse capítulo, contribuímos para reduzir essa lacuna com duas investigações voltadas para
determinar propriedades de cristais líquidos a partir de imagens (texturas) desses materiais.

Tal qual no capítulo anterior, nossa primeira abordagem (seção 3.2) é baseada na avalia-
ção de duas medidas de complexidade (entropia H e complexidade estatística de permutação
C) relacionadas ao arranjo dos pixels nas texturas, combinadas com algoritmos simples de
aprendizagem de máquina para tarefas de classificação e regressão. Demonstramos o poten-
cial dessa abordagem em uma série de aplicações em texturas experimentais e numericamente
geradas, a partir das quais parâmetros físicos de cristais líquidos são previstos com alta pre-
cisão. Na segunda abordagem (seção 3.3), utilizamos de métodos de deep learning – redes
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convolucionais neurais profundas – para prever propriedades de amostras de cristais líquidos
diretamente de suas texturas ópticas. Otimizando arquiteturas de redes convolucionais sim-
ples, verificamos que essa abordagem também é muito eficiente para prever propriedades de
cristais líquidos, superando o primeiro procedimento baseado nas medidas de complexidade
em algumas tarefas.

3.2 Prevendo propriedades físicas de cristais líquidos com

medidas de complexidade estatística

Nesta seção, apresentamos uma abordagem que combina duas medidas de complexidade
(entropia e complexidade estatística de permutação) com métodos de aprendizagem estatís-
tica, para extrair propriedades físicas de cristais líquidos nemáticos e colestéricos diretamente
das imagens de suas texturas. Demonstramos a utilidade e a precisão desse método em uma
série de aplicações envolvendo texturas experimentais e simuladas, nas quais propriedades
físicas desses materiais (parâmetro de ordem médio, temperatura da amostra e comprimento
do passo colestérico) são previstas com precisão bastante significativa.

3.2.1 Prevendo o parâmetro de ordem de texturas nemáticas simu-

ladas

Iniciamos nossa investigação analisando texturas nemáticas geradas por meio de simu-
lações de Monte Carlo do modelo descrito no Apêndice A.1. Exemplos dessas texturas são
mostrados na figura 3.1 para diferentes temperaturas reduzidas Tr, isto é, a razão entre a
temperatura T e a temperatura crítica Tc = 1,1075, na qual ocorre a transição da fase ne-
mática (T < Tc) para a fase isotrópica (T > Tc). Cada textura possui um parâmetro de
ordem médio p diferente que depende da temperatura Tr (veja a equação A.3 para detalhes)
e nosso objetivo é prever o valor de p diretamente a partir dessas imagens utilizando apenas
os valores de H e C.

É interessante notar que essas texturas exibem padrões visualmente distintos entre a fase
nemática e isotrópica. Em particular, para T > Tc observamos a emergência de domínios
isotrópicos que predominam na textura a medida que a temperatura aumenta. Embora as
texturas nemáticas e isotrópicas sejam facilmente distinguíveis umas das outras, mesmo o
olho bem treinado de um físico experimental tem dificuldade para tentar distinguir entre
texturas nemáticas com temperaturas diferentes (por exemplo, entre Tr = 0,2 e Tr = 0,3),
assim como entre texturas isotrópicas em temperaturas diferentes.

Apesar da similaridade visual entre as texturas, conjecturamos que os valores de H e C

podem distinguir entre essas imagens bem como identificar a transição nemática-isotrópica.
Para verificar essa possibilidade, criamos um conjunto de dados composto de várias realiza-
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Tr = 0.100 Tr = 0.200 Tr = 0.300 Tr = 0.400

Tr = 0.500 Tr = 0.600 Tr = 0.700 Tr = 0.800

Tr = 0.900 Tr = 1.000 Tr = 1.085 Tr = 1.110

Tr = 1.135 Tr = 1.160 Tr = 1.260 Tr = 1.360

Figura 3.1: Exemplos de texturas de um cristal líquido nemático em diferentes temperatu-
ras e fases. Essas texturas são geradas utilizando o modelo baseado no método de Monte
Carlo descrito no Apêndice A.1. Cada textura corresponde a uma temperatura reduzida
Tr diferente, Tc = 1,1075 é a temperatura crítica de transição de fase nemática-isotrópica,
como indicado nas imagens. Notamos que texturas de fases diferentes podem ser facil-
mente distinguíveis, enquanto texturas nemáticas (Tr < Tc) em diferentes temperaturas
reduzidas são muito similares entre si, assim como as da fase isotrópica (Tr > Tc).

ções de texturas nemáticas simuladas para diferente temperaturas Tr e calculamos os valores
de H e C para cada uma utilizando as embedding dimensions dx = dy = 2. As figuras 3.2A
e 3.2B mostram a dependência dos valores médios de H e C em função da temperatura
reduzida Tr. Observamos que H possui uma tendência geral de crescimento com o aumento
da temperatura, mas também apresenta um mínimo para Tr = Tc. De maneira similar, os
valores de C tendem a decrescer com o aumento da temperatura e apresentam um máximo
para Tr = Tc. A figura 3.2C mostra a dependência do parâmetro de ordem p em função da
temperatura reduzida Tr, na qual a temperatura crítica Tc = 1,1075 é definida como o valor
que maximiza a derivada de p com respeito a Tr.

A dependência bem definida dos valores médios de H e C com a temperatura Tr, com-
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Figura 3.2: Dependência dos quantificadores das imagens e do parâmetro de ordem com a
temperatura. (A) Valores da entropia H e (B) da complexidade estatística C de permu-
tação em função da temperatura reduzida Tr. As curvas sólidas representam os valores
médios após 50 realizações e as áreas sombreadas são os intervalos de confiança de 95%.
(C) Dependência do parâmetro de ordem p em função da temperatura reduzida Tr. Em
todos os painéis, a linha tracejada vertical indica a temperatura crítica (Tc = 1,1075)
de transição entre a fase nemática e a isotrópica. Notamos que a transição de fase é
claramente e apropriadamente identificada pelos valores extremos das medidas de com-
plexidade.

binada com o fato de que o parâmetro de ordem p também é uma função de Tr, indica que
podemos prever os valores de p diretamente a partir das imagens. É interessante notar que
os valores de H e C não são unicamente definidos para uma dada temperatura, apresentando
uma flutuação aleatória associada ao processo que gera essas texturas. Desse modo, para
testar o poder preditivo desses quantificadores das imagens em uma situação mais prática,
treinamos o algoritmo de k-vizinhos mais próximos para a tarefa de prever o parâmetro de
ordem p baseado nos valores de H e C. Além disso, utilizamos uma variável dummy que é 0
no intervalo Tc−0,05Tc ≤ T ≤ Tc , -1 quando T < Tc−0,05Tc e 1 para T > Tc. Essa variável
dummy é necessária devido à relação não biunívoca entre os quantificadores das imagens e
a temperatura Tr. Entretanto, vale notar que essa variável dummy é completamente obtida
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a partir dos valores de H e C, de modo que essa informação também é extraída a partir das
imagens.

A figura 3.3A mostra as curvas de validação, ou seja, os scores de treino e de validação
cruzada em função do número de vizinhos k. Nas tarefas de regressão, os scores representam
o coeficiente de determinação R2, e, quanto maior o seu valor, mais explicativo é o modelo.
Notamos que ocorre overfit para k < 10, isto é, o algoritmo é muito complexo e modela até
o ruído aleatório do conjunto de treino. Por outro lado, notamos a ocorrência de underfit
para k > 20, o que indica que o método de aprendizagem estatística não é complexo o
suficiente para capturar a estrutura subjacente aos dados. A figura 3.3B mostra as curvas
de aprendizagem, ou seja, os scores em função da fração do conjunto de dados utilizada
para treinar o algoritmo (com k = 15). Não observamos melhora significativa no score
de validação cruzada quando mais de 35% dos dados são usados como conjunto de treino.
Portanto, o algoritmo de k-vizinhos mais próximos com k = 15 atinge uma precisão de ≈ 99%

na tarefa de regressão de prever o parâmetro de ordem p baseado somente nos valores de H

e C. A figura 3.3C mostra uma comparação entre os valores reais do parâmetro de ordem
p em função da temperatura reduzida Tr para uma simulação em particular e os valores
previstos pelo algoritmo de k-vizinhos mais próximos com k = 15. Notamos que as previsões
são muito próximas dos valores reais do parâmetro de ordem, o que confirma a eficiência e
a utilidade de nossa abordagem.

3.2.2 Prevendo a temperatura de amostras experimentais

Em outra aplicação, estudamos texturas nemáticas obtidas a partir de amostras do cristal
líquido E7, um material comumente empregado na indústria para a produção de displays.
Esse cristal líquido exibe a transição nemática-isotrópica em Tc ≈ 58 ◦C [127]. Detalhes sobre
o procedimento experimental são fornecidos no Apêndice A.2. Entretanto, o experimento
consiste basicamente em utilizar um microscópio óptico polarizado para tirar fotografias
dessas texturas em diferentes temperaturas T . A figura 3.4A mostra exemplos dessas tex-
turas obtidas a partir de uma amostra com a temperatura variando entre 40 ◦C e 60 ◦C.
Observamos que não existem mudanças visuais significativas nos padrões dessas texturas
até a temperatura de 55 ◦C. Quando a temperatura da amostra excede a temperatura crí-
tica Tc ≈ 58◦C, observamos o surgimento de domínios isotrópicos, o que torna mais fácil a
distinção entre essas texturas.

Coletamos dados de seis amostras de cristal líquido E7 seguindo o mesmo protocolo
experimental. As figuras 3.4B e 3.4C mostram o comportamento médio da entropia H e da
complexidade C em função da temperatura T . Esses resultados são similares àqueles obtidos
via simulação de Monte Carlo (veja a figura 3.2), ou seja, H tende a crescer com o aumento
de T e possui um mínimo na temperatura crítica. Por outro lado, C possui uma tendência
decrescente com o aumento de T e um ponto de máximo na temperatura crítica. Novamente,
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Figura 3.3: Prevendo o parâmetro de ordem p utilizando um algoritmo de aprendizagem
estatística. (A) Scores de treino e validação cruzada do algoritmo k-vizinhos mais pró-
ximos em função do número de vizinhos k. Notamos que ocorre overfit para k < 10,
enquanto para k > 20 começa a ocorrer underfit. (B) Curvas de aprendizagem, ou seja,
os scores de treino e de validação cruzada em função do tamanho do conjunto de treino
(fração de todo o conjunto de dados usada para treinar o modelo) com k = 15. Não
observamos melhora significativa no score de validação cruzada quando mais de 35% dos
dados são usados. As áreas sombreadas em ambos os gráficos representam o intervalo de
confiança de 95% para os scores obtidos a partir de uma estratégia de validação cruzada
com n = 3 camadas. Notamos a alta precisão alcançada pelo algoritmo (≈ 99%). (C)
Parâmetro de ordem p verdadeiro (círculos) e previsto (quadrados) em função da tem-
peratura reduzida Tr. Essas previsões foram geradas expondo o regressor treinado (com
k = 15) a um conjunto de texturas nunca apresentado ao algoritmo.

observamos que os valores de H e C são funções bem definidas da temperatura T e capazes
de identificar precisamente a transição nemática-isotrópica.

Diferentemente dos resultados anteriores para as texturas simuladas, agora vamos prever
a temperatura T da amostra (ao invés do parâmetro de ordem p) diretamente a partir das
imagens das texturas experimentais. No entanto, é interessante mencionarmos que com esse
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Figura 3.4: Exemplos de texturas do cristal líquido E7 em diferentes temperaturas e fases
e a dependência das medidas de complexidade com a temperatura. (A) Texturas experi-
mentais de uma amostra de cristal líquido E7 em diferentes temperaturas. Observamos
que praticamente não há mudanças visuais até a temperatura crítica de Tc ≈ 58 ◦C. (B)
Dependência da entropia H e (C) da complexidade estatística de permutação C com a
temperatura. As curvas sólidas representam os valores médios dessas quantidades calcu-
ladas para seis amostras. As áreas sombreadas representam o intervalo de confiança de
95%. As linhas verticais tracejadas indicam a temperatura crítica Tc. Notamos que a
transição de fase é apropriadamente identificada pelos valores extremos das medidas de
complexidade.

arranjo experimental, o parâmetro de ordem pode ser estimado a partir da temperatura [148],
de tal forma que prever a temperatura é comparável a prever o parâmetro de ordem.

Para realizar essas previsões, procedemos como no caso simulado, ou seja, treinamos um
algoritmo de k-vizinhos mais próximos para a tarefa de regressão de prever os valores de
T a partir dos quantificadores das imagens (H e C) e uma variável dummy que, como no
caso anterior, é 0 no intervalo Tc − 0,05Tc ≤ T ≤ Tc , -1 quando T < Tc − 0,05Tc e 1 para
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T > Tc. A figura 3.5A mostra as curvas de validação, na qual observamos a ocorrência de
overfit para k = 1, ao passo que começa a ocorrer underfit para k > 3. A figura 3.5B mostra
as curvas de aprendizagem para k = 2, na qual não notamos melhora significativa no score
de validação cruzada quando o conjunto de treino excede 80% de todo o conjunto de dados.
Portanto, o algoritmo de k-vizinhos mais próximos alcança uma precisão de ≈ 93% com
k = 2. A figura 3.5C ilustra a precisão dessas previsões mostrando um gráfico de dispersão
entre os valores previstos para a temperatura e os valores reais. Notamos que essa relação
é muito próxima de uma reta 1:1 (indicada pela linha tracejada), o que reforça a qualidade
geral das previsões do algoritmo k-vizinhos mais próximos e demonstra o potencial da nossa
abordagem em dados experimentais.

3.2.3 Prevendo o comprimento do passo de texturas colestéricas

simuladas

Como última aplicação dessa abordagem baseada na entropia e complexidade de per-
mutação, investigamos texturas simuladas de cristais líquidos colestéricos. Esses materiais
exibem uma estrutura helicoidal composta de camadas entre as quais o eixo preferencial do
diretor varia periodicamente com um período (ou seja, a distância necessária para ocorrer
uma rotação completa do eixo diretor) conhecido como passo η. Entre outras propriedades,
o passo de um cristal líquido colestérico define o comprimento de onda da luz refletida como
consequência da refração de Bragg [126]. Além disso, o comprimento do passo modifica
bastante a textura desses materiais. Por exemplo, uma textura colestérica pode imitar uma
textura nemática para valores grandes do passo η.

Nosso objetivo, nesse caso, é identificar o comprimento do passo de um cristal líquido
colestérico baseado nos valores de H e C obtidos a partir das texturas. Para isso, criamos
um conjunto de dados de texturas composto de 100 imagens para cada valor do passo η ∈
(15, 17, 19, 21, 23, 25, 27, 29, 40) nm, com η = 40 nm sendo grande o suficiente para imitar
uma textura nemática. Essas texturas são numericamente obtidas resolvendo o modelo
baseado na teoria de Landau-de Gennes [149] descrito no Apêndice A.3. Em particular, foi
utilizado um processo de resfriamento rápido (quenching) de uma amostra colestérica a partir
do estado isotrópico para gerar esse conjunto de texturas. A figura 3.6 mostra os valores de H
e C estimados para cinco texturas selecionadas aleatoriamente para cada valor do passo. As
inserções nessa figura indicam três texturas típicas para η = 17 nm, η = 27 nm e η = 40 nm.
Observamos que embora exista uma superposição, texturas com passos diferentes tendem a
ocupar regiões distintas no plano complexidade-entropia, indicando que os valores de H e C

são capazes de distinguir entre diferentes texturas colestéricas. Também notamos que quanto
maior o valor de η, maior a complexidade e menor a entropia. Portanto, valores grandes para
o comprimento do passo produzem texturas mais ordenadas localmente, enquanto valores
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Figura 3.5: Prevendo a temperatura utilizando um algoritmo de aprendizagem estatística.
(A) Scores de treino e validação cruzada do algoritmo k-vizinhos mais próximos em fun-
ção do número de vizinhos k. Notamos a ocorrência de overfit para k = 1, enquanto
para k > 3 começa a ocorrer underfit. (B) Curvas de aprendizagem, ou seja, os scores
de treino e de validação cruzada em função do tamanho do conjunto de treino (fração
de todo o conjunto de dados) com k = 2. Não observamos melhora significativa no score
de validação cruzada quando mais de 80% dos dados são usados para treinar o modelo.
As áreas sombreadas em ambos os gráficos representam intervalos de confiança de 95%
obtidos a partir de uma estratégia de validação cruzada com n = 3 camadas. (C) Tem-
peratura verdadeira e prevista obtidas ao expor o regressor treinado a um conjunto de
texturas nunca apresentadas ao algoritmo. A linha tracejada representa a reta de coefi-
ciente angular 1 e intercepto nulo. Observamos o excelente acordo entre as temperaturas
verdadeiras e previstas, o que reforça a ótima precisão alcançada pelo método (≈ 93%).

pequenos geram texturas que são localmente mais irregulares.
Treinamos o algoritmo de k-vizinhos mais próximos para a tarefa de classificação de pre-

ver os passos com base apenas nos valores de H e C. A figura 3.7A mostra as curvas de
validação para esse processo de treinamento. Observamos a ocorrência de overfit para o
número de vizinhos menor que 15 e, para valores maiores que 20, começa a ocorrer underfit.
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Figura 3.6: Discriminando entre texturas colestéricas com diferentes comprimentos de
passos via plano complexidade-entropia. Cada símbolo colorido representa os valores de
H e C para 5 realizações de texturas colestéricas (escolhidas ao acaso) com valores de
passo diferentes (como indicado pelos símbolos diferentes). Notamos que os valores de
H e C se agrupam ao redor de regiões pequenas do plano complexidade-entropia para
cada passo colestérico. Também observamos que as texturas com passos curtos estão
localizadas em uma região de alta entropia, enquanto aquelas com passos longos estão
em uma região de baixa entropia. Esse resultado indica que as texturas com passos
maiores são mais ordenadas do que aquelas obtidas com passos curtos (como ilustrado
pelas inserções).

Destacamos que esse algoritmo simples atinge precisão de ≈ 85% com k = 20. Além disso,
as curvas de aprendizagem mostradas na figura 3.7B indicam que ≈ 60% dos dados são su-
ficientes para ajustar o algoritmo aos dados das texturas colestéricas. Também estimamos a
matriz de confusão, como mostrado na figura 3.7C. Os elementos fij dessa matriz represen-
tam a fração de texturas com passo ηi que o algoritmo prevê ter passo ηj. Desse modo, um
classificador perfeito é representado pela matriz diagonal (fij = δij). De maneira prática,
quanto mais próximo de 1 forem os elementos da diagonal de fij, melhor é o desempenho
do classificador. Em nosso caso, observamos que praticamente todos os elementos que não
são iguais a zero estão dentro de uma banda diagonal de largura unitária dessa matriz, com
a diagonal principal concentrando pelo menos ≈ 72% das previsões. Assim, mesmo quando
o algoritmo classifica incorretamente o passo de uma textura (o que ocorre em aproxima-
damente 15% das previsões), ele tende a prever um valor de passo que é próximo do valor
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Figura 3.7: Prevendo o comprimento do passo colestérico utilizando um algoritmo de
aprendizagem estatística. Scores de treino e validação cruzada do algoritmo k-vizinhos
mais próximos em função do número de vizinhos k (painel A) e em função do tamanho do
conjunto de treino (painel B). As áreas sombreadas em ambos os gráficos representam o
intervalo de confiança de 95% obtidos a partir de uma estratégia de validação cruzada com
n = 5 camadas e com o número de vizinhos igual a 20. Notamos a ocorrência de overfit
para k < 15, enquanto para k > 20 começa a ocorrer underfit. Também observamos que
não há melhora significativa no score de validação cruzada quando mais de 60% dos dados
são usados para treinar o modelo. (C) Comprimento do passo previsto e verdadeiro. Essa
matriz de confusão mostra o bom desempenho alcançado pelo algoritmo, representado
pelos valores altos das frações de previsões corretas na diagonal. Em alguns casos, o
algoritmo subestima o passo, o que pode ser explicado pela superposição observada no
plano complexidade-entropia da figura 3.6.

real, com maior probabilidade de subestimar o valor (note que os elementos que precedem a
diagonal principal são maiores do que os que aparecem depois). Esses resultados, portanto,
corroboram a utilidade de nossa abordagem para investigar texturas mais complexas.
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3.3 Estimando propriedades físicas de cristais líquidos

via redes convolucionais neurais

Nessa seção, apresentamos uma outra abordagem em que utilizamos redes convolucio-
nais neurais para estimar propriedades de cristais líquidos diretamente de imagens das suas
texturas. A principal diferença dessa abordagem para a anterior está no fato de que ao em-
pregar redes convolucionais neurais não há a necessidade de realizar procedimentos manuais
para extrair variáveis preditoras, como foi feito ao calcularmos a entropia e a complexidade
de permutação. Ao usar redes convolucionais neurais, os dados de entrada são imagens de
texturas de cristais líquidos e os dados de saída são propriedades desses materiais (fase, pa-
râmetro de ordem médio, comprimento do passo e temperatura da amostra). O conjunto de
dados utilizado nessas aplicações é o mesmo da seção anterior e consiste em imagens de tex-
turas obtidas a partir de simulações de amostras de cristais líquidos nemáticos e colestéricos,
bem como texturas experimentais obtidas de amostras do cristal líquido E7. Como mencio-
nado anteriormente, os Apêndices A.1, A.2 e A.3 fornecem detalhes sobre os procedimentos
envolvidos na construção desse conjunto de dados.

Há uma infinidade de possibilidades para as escolhas de arquiteturas de redes convolucio-
nais neurais, as quais envolvem número de camadas, número e tamanho dos filtros e strides.
Essas escolhas são principalmente empíricas, dependem do tipo dos dados de entrada e mui-
tas vezes são inspiradas por outras arquiteturas que provaram ser bem-sucedidas em tarefas
específicas. Contudo, alguns padrões de design são comuns em várias arquiteturas de redes
convolucionais [150]. Esses padrões incluem parcimônia, simetria, construção incremental de
características e estratégias de subamostragem a medida que a rede fica mais profunda [150].
Nossas escolhas específicas ao definir a arquitetura das redes convolucionais usadas nessa
seção foram guiadas por esses princípios e em procedimentos de tentativa e erro, além de
validação cruzada com alguns parâmetros da rede.

3.3.1 Prevendo a fase de texturas nemáticas simuladas

Em uma primeira aplicação, utilizamos uma rede convolucional neural para detectar
se um cristal líquido está na fase nemática ou na fase isotrópica. As texturas simuladas
são as mesmas usadas na seção 3.2.1 e apresentam uma transição da fase nemática para a
isotrópica em uma temperatura crítica Tc (figura 4.1). Texturas com temperatura abaixo da
Tc são entendidas como nemáticas e aquelas com temperatura acima da Tc são consideradas
isotrópicas. Essa tarefa de classificação é visualmente simples quando as texturas obtidas
estão distantes da temperatura crítica Tc, mas torna-se um desafio quando as texturas estão
próximas da temperatura crítica Tc, como já mostramos na figura 3.1. A figura 3.8A ilustra
a arquitetura da rede neural que foi utilizada nessa tarefa. Nessa rede, as imagens de entrada

68



(100 × 100 pixels) passam por dois blocos de convolução 2 × 2 e camadas de agrupamento
(max pooling) 2×2, seguidos por duas camadas completamente conectadas (com 32 e 16 nós,
respectivamente) e uma camada de saída. Utilizamos a função de ativação rectified linear
unit (ReLU), que é definida como f(x) = max (0, x), em todas as camadas convolucionais
e nas camadas completamente conectadas, enquanto a camada de saída usa a função de
ativação sigmoide, que corresponde à regressão logística.

Separamos 15% do conjunto de dados para avaliação final do modelo (conjunto de teste)
e usamos o restante como conjuntos de validação (20%) e de treino (80%). Os parâmetros da
rede são otimizados usando o algoritmo de gradiente estocástico Adam [151] (com atualiza-
ção da taxa de aprendizagem igual a 0,001) e a função de perda é a entropia cruzada binária
(comumente usada em tarefas de classificação binária). Para evitar overfitting, aplicamos
um procedimento de regularização conhecido por early stopping, que encerra o processo de
treinamento quando a função de perda avaliada no conjunto de validação para de melhorar
(ou seja, o erro para de diminuir) durante um intervalo de dez épocas (valor do chamado
parâmetro paciência). Também incluímos um termo de penalização na função de perda pro-
porcional a soma dos quadrados dos parâmetros da camada (conhecido como regularização
L2, com hiper-parâmetro λ = 0,005, que é a constante de proporcionalidade) sobre todas as
camadas convolucionais e as camadas completamente conectadas. A figura 3.8B mostra os
scores de treino e de validação (fração de classificações corretas) em função do número de
épocas, na qual notamos que essa rede atinge precisão ideal com somente algumas épocas de
treino. A figura 3.8C mostra a matriz de confusão obtida ao aplicar a rede treinada nos 15%
dos dados que não haviam sido expostos ao algoritmo anteriormente. Esses resultados indi-
cam que nossa rede atinge precisão perfeita ao identificar a fase do cristal líquido (nemática
ou isotrópica) a partir das texturas do conjunto de teste.

Também testamos se variações da arquitetura da rede mostrada na figura 3.8A são capa-
zes de classificar a fase do cristal líquido com desempenho similar. Consideramos variações
da rede quando o número de blocos de convolução nb (seguido por camadas de agrupamento
max pooling) muda de 1 até 5 (a rede da figura 3.8A corresponde a nb = 2). Então, treina-
mos dez realizações de cada uma dessas redes usando o mesmo procedimento descrito para
a arquitetura da figura 3.8A. Após o treinamento, estimamos a precisão média da tarefa de
classificação no conjunto de teste em função de nb. Os resultados da figura 3.8D indicam que
redes com nb = 1, 2 ou 3 blocos de convolução são igualmente boas em classificar as fases do
cristal líquido com precisão muito próxima do valor ideal. Sendo assim, seria preferível usar
nb = 3 ao implantar esse modelo em uma aplicação prática, tendo em vista que o número de
parâmetros ajustáveis diminui com o aumento do número de blocos de convolução, o que por
sua vez simplifica os procedimentos de treinamento. Na figura 3.8D, também observamos
que o desempenho da tarefa de classificação diminui significativamente quando aumentamos
o número de blocos de convolução para além de nb = 3, alcançando precisão de ≈ 0,70 para

69



1 2 3 4 5

Number of convolution blocks, nb

0.7

0.8

0.9

1.0

A
c
c
u

ra
c
y

Nematic Isotropic

N
e

m
a

tic
Is

o
tr

o
p

ic

1.00 0.00

0.00 1.00

Predicted phase

T
ru

e
 p

h
a

s
e

100 101 102

Number of epochs

0.7

0.8

0.9

1.0

A
c
c
u

ra
c
y

Training

Validation

C1: feature maps 

5×(99×99)
S1: feature maps 

5×(49×49) C2: feature maps 

5×(48×48)

S
2

: 
fe

a
tu

re
 m

a
p

s
 

5
×

(2
3

×
2

3
)

Input image (100x100)

C
o

n
v
o

lu
tio

n
s
 (

2
x
2

)

C
o

n
v
o

lu
tio

n
s
 (

2
x
2

)

M
a

x
-P

o
lli

n
g

 (
2

x
2

)

M
a

x
-P

o
lli

n
g

 (
2

x
2

)

F
la

tt
e

n

C
o

n
v
o

lu
tio

n
s
 (

2
x
2

)

F
u

lly
 C

o
n

n
e

c
te

d
 (

3
2

)

Nematic 

or 

Isotropic

F
u

lly
 C

o
n

n
e

c
te

d
 (

1
6

)

A

B C D

Figura 3.8: Prevendo a fase de cristais líquidos com redes convolucionais neurais. (A)
Representação esquemática da arquitetura da rede utilizada para prever a fase do cristal
líquido a partir de sua textura. Essa rede compreende dois blocos de camadas convoluci-
onais (em vermelho) e de camadas de agrupamento max pooling (em verde), seguidas por
duas camadas completamente conectadas (em amarelo) e uma camada de saída. Uma
imagem de entrada de tamanho 100×100 pixels é convolvida com cinco filtros 2×2 (com
passo unitário), resultando em cinco mapas de características de tamanho 99×99 (C1 em
vermelho) que são passados por uma função de ativação do tipo ReLU (rectified linear
unit). Esses mapas de características são passados para operações de agrupamento max
pooling de tamanho 2 × 2 que reduzem a representação para cinco mapas de tamanho
49 × 49 (S1 em verde). Após esse procedimento, esses mapas são passados novamente
por uma mesma configuração de blocos convolucionais e de agrupamento, resultando em
cinco mapas de características de tamanho 23 × 23 (S2 em vermelho) que são dispostos
de maneira concatenada e passam por duas camadas completamente conectadas com 32
e 16 nós, respectivamente. Finalmente, a classificação da fase (nemática ou isotrópica)
ocorre na camada de saída via função de ativação sigmoide (correspondente à regressão
logística). (B) Scores de treinamento e de validação (fração de classificações corretas)
em função do número de épocas durante o estágio de treinamento. Separamos 15% dos
dados como conjunto de teste e o restante (85%) é dividido em conjuntos de treinamento
(80%) e validação (20%) (todos obtidos de maneira estratificada). (C) Matriz de con-
fusão obtida ao aplicar a rede treinada no conjunto de teste. (D) Precisão da rede no
conjunto de teste em função do número de blocos convolucionais e de agrupamento nb

na arquitetura (painel A corresponde a nb = 2). Os círculos são os valores médios de dez
realizações dos procedimentos de treino e as barras de erro representam o intervalo de
confiança de 95%.
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nb = 5.

3.3.2 Prevendo o parâmetro de ordem de texturas nemáticas simu-

ladas

Em uma outra aplicação, realizamos a previsão do parâmetro de ordem p de cristais
líquidos simulados diretamente de suas texturas, uma tarefa análoga à apresentada na se-
ção 3.2.1. A figura 3.9A mostra novamente a dependência de p com a temperatura Tr, na
qual observamos que p diminui com o aumento de Tr. Conforme já mencionado, esse cristal
líquido passa por uma transição da fase nemática para a fase isotrópica quando a tempera-
tura excede o valor crítico Tc = 1,1075. Diferentemente da classificação da fase, agora temos
um problema de regressão e, nesse caso, a saída da rede é um número contínuo represen-
tando o parâmetro de ordem p. Para essa tarefa de regressão, consideramos essencialmente
a mesma arquitetura de rede usada para classificar a fase de cristais líquidos. Substituímos
apenas a função de ativação sigmoide da camada de saída por uma função de ativação li-
near, geralmente usada em problemas de regressão. A figura 3.9B mostra a arquitetura com
quatro blocos de convolução (e de agrupamento max pooling) nb = 4.

Treinamos essa rede otimizando o erro quadrático médio (função de perda) e seguindo os
mesmos procedimentos usados para a classificação da fase do cristal líquido. A figura 3.9C
mostra que os coeficientes de determinação R2 entre os valores reais e os valores preditos
aproximam-se de 1 para os conjuntos de treino e validação após apenas algumas épocas
de treinamento. Também, obtemos coeficiente de determinação de ≈ 0,997 ao aplicar a
rede treinada no conjunto de teste. Esse resultado demonstra que nossa rede convolucional
neural é extremamente eficiente ao prever o parâmetro de ordem p, superando ligeiramente
a abordagem descrita na seção anterior, na qual utilizamos a entropia e complexidade de
permutação das imagens e o algoritmo de k-vizinhos mais próximos. A figura 3.9A mostra
a comparação entre os valores previstos e reais para o parâmetro de ordem p, na qual
conseguimos observar visualmente a alta precisão alcançada pela rede.

Nessa aplicação, também investigamos como o número de blocos de convolução (e de
camadas de agrupamento) nb afeta a precisão da rede. Treinamos dez realizações da rede
para um dado valor de nb ∈ {1, 2, 3, 4, 5} e calculamos o valor médio do coeficiente de
determinação para o conjunto de teste. A figura 3.9D mostra que essas redes apresentam
excelente precisão para diferentes números de blocos de convolução, mas o desempenho ótimo
ocorre para nb = 4 (a arquitetura da figura 3.9B).
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Figura 3.9: Prevendo o parâmetro de ordem de cristais líquidos com redes convolucionais
neurais. (A) Dependência do parâmetro de ordem p com a temperatura reduzida Tr para
um cristal liquído nemático simulado (curva cinza). A linha vertical tracejada indica
a temperatura crítica Tc = 1,1075 que separa as fases nemática (Tr < Tc) e isotrópica
(Tr > Tc). As inserções ilustram texturas típicas de cada fase. (B) Representação
esquemática da arquitetura da rede usada para a tarefa de regressão de prever o parâmetro
de ordem p a partir das texturas. Essa rede possui a mesma estrutura geral da rede
usada para a classificação da fase e é composta por quatro blocos de convolução (em
vermelho) e camadas de agrupamento max pooling (em verde) seguidos por duas camadas
completamente conectadas (em amarelo) e uma camada de saída. A única diferença
está na última camada, na qual usamos uma função de ativação linear para estimar o
parâmetro de ordem p. (C) Coeficiente de determinação (entre os valores reais e previstos)
estimado a partir dos conjuntos de treinamento e validação em função do número de
épocas durante o estágio de treinamento. Separamos 15% dos dados como conjunto de
teste e o restante (85%) é dividido entre os conjuntos de treino (80%) e validação (20%)
obtidos de maneira estratificada. A rede treinada possui um coeficiente de determinação
de ≈ 0,997 quando aplicada no conjunto de teste e a curva vermelha no painel A ilustra
a precisão das previsões da rede. (D) Coeficiente de determinação obtido a partir do
conjunto de teste em função do número de blocos de convolução (e de agrupamento) nb

na arquitetura da rede (o painel B corresponde a nb = 4). Os círculos são valores médios
de dez realizações do procedimento de treinamento e as barras de erro representam o
intervalo de confiança de 95%.
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3.3.3 Prevendo o comprimento do passo de cristais líquidos coles-

téricos

Nesta seção, em uma tarefa de classificação análoga à apresentada na seção 3.2.3, vamos
verificar se redes convolucionais neurais são úteis para prever o valor do passo η de cristais
líquidos colestéricos diretamente das texturas desses materiais. Para isso, aplicamos basi-
camente a mesma arquitetura geral de rede usada com texturas nemáticas para a tarefa de
classificar os valores de η. A figura 3.10A mostra a rede com nb = 4 blocos de convolução
(e de agrupamento max pooling) usada com as texturas colestéricas. Quando comparada
com as redes usadas com texturas nemáticas, a única diferença está na última camada, que
agora conta com 8 nós (um para cada valor do passo η ∈ {15, 17, 19, . . . , 29}) com funções
de ativação softmax (usualmente usadas em tarefas de classificação multiclasse). Treinamos
essa rede seguindo os mesmos procedimentos usados anteriormente e considerando a entropia
cruzada categórica como função de perda. A figura 3.10B mostra que os scores de treina-
mento e de validação aproximam-se da precisão ideal após aproximadamente 10 épocas de
treinamento. A figura 3.10C demonstra a alta precisão dessa rede representada pela matriz
de confusão calculada para o conjunto de teste (15% dos dados nunca apresentados ao al-
goritmo). Notamos que essa rede classifica perfeitamente todos os valores do passo. Esse
desempenho é bastante superior ao apresentado na seção 3.2.3, cujo valor da precisão foi
de ≈ 85%. Também investigamos a precisão de diferentes arquiteturas de rede alterando o
número de blocos de convolução nb. Os resultados da figura 3.10D mostram que a precisão
média é bastante baixa para nb < 3, atinge um valor ótimo para nb = 3 e 4 e diminui quando
nb = 5.

3.3.4 Prevendo a temperatura de amostras experimentais

Em uma última aplicação com redes convolucionais neurais, buscamos prever a tempe-
ratura de amostras a partir de texturas experimentais de cristais líquidos E7. Essa tarefa
de regressão é análoga à apresentada na seção 3.2.2. A figura 3.11A mostra exemplos de
texturas obtidas em diferentes temperaturas. Inicialmente, verificamos que a arquitetura
geral da rede utilizada em todas as aplicações anteriores não produz bons resultados ao lidar
com essas texturas experimentais. Por causa disso, propomos uma arquitetura ligeiramente
modificada ao incluir camadas adicionais de convolução antes de cada operação de agrupa-
mento do tipo max pooling. Também aumentamos o número (agora são oito filtros 4 × 4

por bloco de convolução) bem como o tamanho dos filtros convolucionais das camadas de
agrupamento (agora são 3× 3 pixels). As camadas completamente conectadas permanecem
iguais aos casos anteriores, ou seja, temos duas camadas com 32 e 16 nós, respectivamente,
seguidas por uma camada de saída. Funções de ativação ReLU são usadas após todas as
operações de convolução e uma função de ativação linear é usada na camada de saída. A
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Figura 3.10: Prevendo o comprimento do passo de cristais líquidos colestéricos com redes
convolucionais neurais. (A) Ilustração da arquitetura da rede usada para classificar os
valores do passo. Essa rede possui a mesma estrutura geral da rede usada para classificar
as fases e da rede usada para prever o parâmetro de ordem. A diferença está na última
camada que agora é composta por 8 nós com funções de ativação do tipo softmax. (B)
Scores de treinamento e de validação (precisão, a fração de classificações corretas) em
função do número de épocas de treinamento. Separamos 15% dos dados como conjunto de
teste e o restante (85%) é dividido entre os conjuntos de treino (80%) e validação (20%)
obtidos de maneira estratificada. (C) Matriz de confusão obtida ao aplicar a rede treinada
no conjunto de teste. A forma diagonal dessa matriz mostra que a rede treinada alcança
classificação perfeita de todos os valores de passo no conjunto de teste. (D) Precisão
estimada a partir do conjunto de teste em função do número de blocos de convolução
(e de agrupamento) nb na arquitetura da rede (o painel A corresponde a nb = 4). Os
marcadores representam os valores médios obtidos em dez realizações do procedimento
de treinamento e as barras de erro representam o intervalo de confiança de 95%.

figura 3.11B ilustra a estrutura modificada da rede com nb = 3 blocos de convolução.
Apesar das modificações na arquitetura da rede, os procedimentos de treinamento e de

regularização permanecem os mesmos. Também utilizamos o erro quadrático médio como
função de perda para esse problema de regressão. A figura 3.11C mostra o coeficiente de
determinação R2 para os conjuntos de treinamento e de validação em função do número de
épocas de treinamento. Observamos que ambos scores aproximam-se do valor ideal após
apenas algumas épocas de treinamento. Os resultados da figura 3.11D mostram a relação
entre as temperaturas preditas e reais obtidas ao aplicar a rede treinada no conjunto de
teste. Essa relação segue bem próxima a linha 1:1 (linha tracejada) e possui coeficiente
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Figura 3.11: Prevendo a temperatura de amostras de cristal líquido E7 com redes convolu-
cionais neurais. (A) Exemplos de texturas experimentais obtidas por microscopia óptica
polarizada para diferentes amostras em diferentes temperaturas (indicada nas imagens
em graus Celsius). (B) Representação esquemática da arquitetura da rede usada para
a tarefa de regressão de prever a temperatura da amostra. Essa arquitetura de rede é
ligeiramente diferente de todas as outras que usamos até agora; é composta de três blocos
de oito convoluções 4× 4 seguidas por outras oito convoluções 4× 4 e por oito camadas
de agrupamento max pooling 3 × 3. Após as últimas operações de agrupamento (S3),
temos duas camadas completamente conectadas (com 32 e 16 nós, respectivamente) e
uma camada de saída com um único nó e uma função de ativação linear. Todas as ca-
madas convolucionais usam a função de ativação ReLU. (C) Coeficiente de determinação
estimado a partir dos conjuntos de treinamento e de validação em função do número de
épocas de treinamento. Separamos 15% dos dados como conjunto de teste e o restante
(85%) é dividido entre os conjuntos de treino (80%) e validação (20%) obtidos de maneira
estratificada. O coeficiente de determinação calculado para o conjunto de teste é ≈ 0,982.
(D) Relação entre os valores de temperatura reais e previstos obtidos ao aplicar a rede
treinada no conjunto de teste (a linha tracejada representa a relação 1:1). Os valores
entre parênteses no painel A também indicam as previsões da rede. (E) Coeficiente de
determinação estimado a partir do conjunto de teste em função do número de blocos de
convolução e de agrupamento nb na arquitetura (o painel B corresponde a nb = 3). Os
marcadores representam os valores médios obtidos para dez realizações dos procedimen-
tos de treinamento e as barras de erro representam o intervalo de confiança de 95%.
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de determinação de ≈ 0,982, indicando a alta precisão alcançada pelo nosso método. A
figura 3.11A também mostra a comparação entre os valores reais de temperatura associados
com cada textura e as previsões da rede (valores entre parênteses). Vale notar também que
a precisão da rede supera o desempenho da abordagem baseada na entropia e complexidade
de permutação (seção 3.2.2) na qual um coeficiente de determinação de ≈ 0,93 foi obtido
com o algoritmo de k-vizinhos mais próximos. Também investigamos a precisão da nossa
abordagem com números diferentes de blocos de convolução nb. A figura 3.11E mostra o
coeficiente de determinação médio em função de nb, na qual notamos que a precisão ótima
ocorre para nb = 2 ou nb = 3.

3.4 Conclusão

Nesse capítulo, propusemos duas abordagens para extrair propriedades físicas de cris-
tais líquidos diretamente de imagens das texturas desses materiais [33, 34]. Nosso primeiro
método é baseado no cálculo da entropia e complexidade estatística de permutação dessas
texturas, as quais são usadas como características em tarefas de aprendizagem estatística
supervisionadas de regressão e classificação para prever parâmetros físicos desses materiais.
Demonstramos a utilidade e precisão dessa abordagem em uma série de aplicações numéricas
e experimentais. Nossos resultados mostraram que o parâmetro de ordem médio pode ser
estimado a partir das imagens de texturas nemáticas obtidas por simulações de Monte Carlo
com precisão de 99%. Além disso, obtivemos precisão de 92% para a tarefa de regressão
de estimar a temperatura a partir de texturas experimentais de cristal líquido E7 em dife-
rentes temperaturas e fases. Também mostramos que essa abordagem classifica diferentes
comprimentos do passo de texturas colestéricas com precisão de 85%.

Nossa segunda abordagem, demonstrou a utilidade de redes convolucionais profundas
em prever as mesmas propriedades físicas de cristais líquidos diretamente de suas texturas
ópticas. Esse método de deep learning mostrou ser bastante eficiente para prever as fa-
ses (nemática ou isotrópica), parâmetros de ordem, comprimentos do passo e temperaturas
das amostras de diferentes cristais líquidos. Em particular, a performance de nossas redes
convolucionais neurais superou significativamente a abordagem baseada na entropia e com-
plexidade de permutação nas tarefas associadas a determinação do passo do cristal líquido
colestérico (acurácia de 100% versus 85%) e da temperatura (R2 = 0,98 versus R2 = 0,93).

Por um lado e além da maior precisão, os métodos baseados em redes convolucionais
profundas têm a vantagem de não requererem extração manual de características das ima-
gens. Por outro lado, vale destacar que métodos baseados em deep learning carecem de uma
interpretação mais direta e pode ser bastante complicado associar propriedades de redes con-
volucionais neurais com características dos materiais em estudo. Nesse ponto, a abordagem
baseada na entropia e complexidade de permutação apresenta grande vantagem. De fato,
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essas medidas de complexidade são muito mais simples e intuitivas, além de serem muito
rápidas e escaláveis do ponto de vista computacional.

Apesar dessas diferenças importantes, tanto os resultados baseados na entropia e com-
plexidade de permutação, quanto aqueles obtidos via redes convolucionais neurais ajudam
a reduzir a escassez de investigações com aprendizado de máquina na pesquisa de cristais
líquidos. Embora métodos de aprendizado de máquina não substituam completamente os
procedimentos experimentais, essas abordagens podem contribuir muito para superar várias
dificuldades nas análises experimentais. A partir dos resultados mostrados nesse capítulo,
esperamos que o uso de métodos de aprendizagem de máquina em situações experimentais
possam se desenvolver ainda mais. Na verdade, existem vários cenários em ciência básica e
aplicada que podem se beneficiar dessas técnicas, que vão muito além do uso exclusivo na
pesquisa de cristais líquidos. É provável que, em um futuro próximo, técnicas de aprendizado
de máquina encontrem uso em basicamente todas as ferramentas baseadas em imagens: do
microscópio óptico ao eletrônico.
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CAPÍTULO 4

Identificando e agrupando padrões na eficiência dos mercados de

criptomoedas e de ações

Diferentemente do caráter mais aplicado do capítulo anterior, o presente capítulo retoma
a abordagem do capítulo 2 de busca por padrões em sistemas complexos, com enfoque na
hipótese do mercado eficiente – a ideia de que preços de ativos financeiros refletem comple-
tamente toda informação disponível. Especificamente, apresentamos dois estudos em grande
escala sobre a eficiência informacional dos mercados de criptomoedas [35] e de ações [36] utili-
zando os valores de entropia e complexidade de permutação calculados para séries temporais
financeiras oriundas desses sistemas. Em nossa primeira investigação, identificamos e agru-
pamos padrões na eficiência do mercado de criptomoedas. No segundo estudo, analisamos a
dinâmica coletiva da eficiência dos maiores mercados de ações mundiais.

4.1 Introdução

A hipótese do mercado eficiente é um paradigma em economia e uma crença generali-
zada entre os agentes dos mercados de ações [152, 153]. Essa hipótese afirma que os preços
dos ativos refletem completamente toda informação disponível em um mercado idealmente
eficiente [154]. À medida que novas informações sobre ativos financeiros ou sobre os mer-
cados de ações tornam-se disponíveis, essas são precificadas imediatamente pelos agentes de
mercado, resultando em novos valores para os ativos [155]. Consequentemente, tentativas
de prever os preços futuros em um mercado informacionalmente eficiente provavelmente não
serão melhores do que uma estimativa aleatória. Portanto, a hipótese do mercado eficiente
impõe limitações significativas às negociações financeiras e torna impossível tirar proveito
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de mercados informacionalmente eficientes utilizando, por exemplo, operações de arbitragem
ou estratégias de trading [155]. Além disso, acredita-se que a eficiência do mercado previne
efetivamente bolhas econômicas, que estão entre as principais causas do colapso de ações e
da instabilidade do mercado financeiro [156, 157]. Por outro lado, críticos da hipótese do
mercado eficiente alegam que é, justamente, a crença nos mercados racionais a verdadeira
culpada pela crise financeira de 2007-2008, bem como por muitos outros desenvolvimentos
indesejáveis na economia mundial [158].

Se a ineficiência dos mercados financeiros é uma oportunidade de lucro ou se representa
um risco sistêmico que deve ser corrigido, o fato é que a hipótese do mercado eficiente ainda é
um conceito onipresente entre os agentes econômicos e acadêmicos que trabalham com dados
e modelos financeiros. Esse interesse se traduz em uma grande quantidade de trabalhos que
tentam quantificar o grau de eficiência de diferentes mercados de ações [159–167] e também de
novas formas de investimento como as criptomoedas [168–176]. Apesar do crescente empenho
em compreender melhor as diferentes facetas da hipótese do mercado eficiente, grande parte
desses estudos assume que a eficiência do mercado em questão permanece inalterada ao longo
do período investigado. Portanto, a possibilidade mais realista de ter mercados financeiros
com grau de eficiência variável ao longo do tempo permanece muito menos explorada. Trata-
se de uma limitação importante, uma vez que medidas de eficiência dependentes do tempo
permitem investigar os movimentos coletivos na evolução da eficiência desses mercados, bem
como quantificar a estabilidade dos rankings de eficiência dos mercados financeiros. Nesse
sentido, apresentamos duas investigações que, dentre outras análises, definem uma eficiência
variável ao longo do tempo para mercados de criptomoedas e de ações a partir de séries
temporais dos retornos diários desses ativos financeiros. Como resultado comum a ambas
investigações, podemos destacar que uma análise dinâmica da eficiência informacional revela
padrões nos quais ativos diferentes dentro de seus mercados, ou seja, diferentes criptomoedas
ou diferentes mercados de ações, são agrupados devido às similaridades entre seus perfis
temporais de eficiência.

4.2 Agrupando padrões na eficiência do mercado de crip-

tomoedas

A crescente popularidade das criptomoedas, apesar da volatilidade de seus preços, indica
que o controle descentralizado por meio da tecnologia blockchain, juntamente com transações
financeiras seguras devido à forte criptografia, são atributos altamente valorizados entre os
agente financeiros de todo o mundo. Assim, uma melhor compreensão geral do mercado de
moedas digitais se faz necessária. Nesse sentido, conduzimos um estudo em grande escala
da eficiência desse mercado por meio da análise de séries temporais dos retornos diários dos
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preços de 437 criptomoedas. Metodologicamente, nos baseamos na entropia e complexidade
estatística de permutação (apresentadas no capítulo 1) calculadas em janelas de tempo mó-
veis ao longo dessas séries temporais. Uma vez determinada a entropia e complexidade de
permutação, consideramos que uma criptomoeda é informalmente eficiente em uma janela
de tempo quando ambas as medidas permanecem dentro de um intervalo de confiança ob-
tido ao embaralhar a série temporal em cada janela e calcular a entropia e complexidade de
permutação para várias realizações independentes.

Como mostramos a seguir, nossa pesquisa revela que 37% das 437 criptomoedas perma-
necem informacionalmente eficientes em mais de 80% do tempo, enquanto 20% permanecem
eficientes em menos de 20% do tempo. Notamos também que a eficiência não está correlaci-
onada com o valor de capitalização de mercado das criptomoedas. Além disso, uma análise
dinâmica da eficiência ao longo do tempo revela padrões nos quais criptomoedas diferentes
são agrupadas juntas devido às similaridades de seus perfis temporais de eficiência. Para
a análise dos agrupamentos, nos baseamos em uma medida de similaridade conhecida por
dynamic time warping (DTW) [177], que possui a vantagem de determinar uma “distância”
entre séries temporais de diferentes comprimentos e escalas de valores. Com base nessa aná-
lise, encontramos quatro grupos de criptomoedas: i) aquelas que apresentam inicialmente
um nível de eficiência maior mas evoluem para um nível menor (12% do mercado); ii) aquelas
que melhoram a eficiência ao longo do tempo (19% do mercado); iii) aquelas que possuem
um nível de eficiência que, em média, permanece constante (43% do mercado); e aquelas que
começam em um nível maior de eficiência, diminuem para um nível menor e então aumen-
tam novamente seu nível de eficiência (26% do mercado). Essa análise dos agrupamentos
também indica que as moedas mais jovens em cada grupo parecem seguir a tendência das
mais velhas. Em geral, descobrimos que grande parte do mercado de criptomoedas satisfaz
a hipótese do mercado eficiente na maior parte do tempo e também que o amadurecimento
do mercado de moedas digitais parece ser inevitável.

4.2.1 Apresentação dos dados

Para realizar essa investigação, realizamos o download automatizado dos preços de fe-
chamento diários e os valores de capitalização de 1.509 criptomoedas a partir do site http:
//coinmarketcap.com em 13 de fevereiro de 2018. Esse conjunto de dados inclui as
moedas digitais mais importantes e populares que estão em circulação atualmente e abrange
diferentes períodos que variam de alguns dias (por exemplo, para as criptomoedas Medical-
chain e Farstcoin) até quase cinco anos (para a Bitcoin). Selecionamos as 437 criptomoedas
que possuem mais de 600 observações para a análise da eficiência informacional geral. Já
para a análise relacionada ao comportamento dinâmico da eficiência informacional, selecio-
namos as 167 criptomoedas com mais de 960 dias de observação. Esses filtros são necessários
para que a estimativa da eficiência informacional em cada análise seja confiável, assegurando
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que o cálculo da eficiência geral seja baseado em ao menos 100 observações da entropia e
complexidade e que as séries relacionadas à eficiência informacional sejam maiores que 100
dias, conforme explicamos em detalhe a seguir.

4.2.2 Análise dos dados

Iniciamos apresentando nossa metodologia aplicada para a série temporal da Bitcoin,
a criptomoeda mais conhecida e popular. Na figura 4.1A, mostramos a série temporal do
retorno logarítmico Rt dos preços de fechamento diários para essa moeda, definida por

Rt = logPt − logPt−1, (4.1)

com logPt e logPt−1 representando os logaritmos naturais dos preços de fechamento nos
tempos t e t−1. Essa série temporal (de comprimento n) é amostrada utilizando uma janela
móvel (sombreada em cinza na figura 4.1A) que contém 500 pontos, o que corresponde a
aproximadamente dois anos de atividade econômica. Essa janela móvel tem passo diário,
ou seja, move-se adiante um dia de cada vez e, para cada passo, determinamos a entropia
de permutação Ht e a complexidade estatística Ct (como definidas no capítulo 1) usando a
embedding dimension d = 4.

Esse procedimento define novas séries temporais que representam os valores de Ht e Ct

em cada janela, com t sendo a data central das janelas, como é mostrado nas figuras 4.1B
e 4.1C. Utilizamos janelas de 500 dias para satisfazer a condição d! ≪ n e, assim, obtermos
uma estimativa confiável para a entropia H e a complexidade estatística C de permutação.
Conforme discutimos no capítulo 1, bem como nas investigações reportadas nos dois capí-
tulos anteriores, essas duas medidas de complexidade são estimadas a partir dos padrões de
ordem local entre valores consecutivos de Rt. Sendo assim, a entropia de permutação mede
o grau de aleatoriedade na ocorrência de padrões ordinais e varia de H ≈ 0 (para uma série
completamente regular) a H ≈ 1 (para uma série completamente aleatória). A complexidade
estatística C, por sua vez, quantifica a complexidade estrutural nessa dinâmica de ordena-
mento. Nesse caso, temos C ≈ 0 em ambos os extremos de ordem e desordem, enquanto
C > 0 indica que os padrões ordinais ocorrem de uma maneira mais complexa.

Consideramos que uma criptomoeda adere à hipótese de mercado eficiente quando os
valores de Ht e Ct dentro de uma janela temporal não podem ser distinguidos daqueles
obtidos ao acaso. Para determinar a condição anterior, calculamos um intervalo de confiança
de 95% (região sombreada em cinza nas figuras 4.1B e C) embaralhando os dados em cada
janela temporal e calculando H e C para 100 realizações independentes. Dessa maneira,
definimos a eficiência informacional geral E de uma determinada criptomoeda como sendo a
fração de tempo em que os valores de entropia e complexidade permanecem simultaneamente
dentro do intervalo de confiança.
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Figura 4.1: Quantificando a eficiência informacional de cripto-ativos com a entropia de
permutação e a complexidade estatística. (A) Série temporal dos retornos logarítmicos
Rt dos preços de fechamento da Bitcoin de 28 de abril de 2013 a 13 de fevereiro de 2018.
A área sombreada representa uma janela móvel de 500 dias (aproximadamente dois anos
de atividade econômica) que move-se adiante um dia de cada vez. As curvas em preto
nos painéis (B) e (C) mostram a evolução temporal da entropia de permutação Ht e
da complexidade estatística Ct calculadas dentro da janela móvel, respectivamente. A
embedding dimension utilizada foi d = 4. As áreas sombreadas representam intervalos de
confiança de 95% obtidos ao embaralhar os dados em cada janela e calcular os valores da
entropia e da complexidade para várias realizações independentes. Os segmentos verme-
lhos indicam os valores de Ht e Ct que estão fora do intervalo de confiança. Definimos a
eficiência informacional geral E como a fração de tempo (dias) em que ambas as medi-
das de complexidade permanecem dentro do intervalo de confiança de 95%. A eficiência
estimada para a Bitcoin é E ≈ 0,85 no período em análise.

Portanto, os valores de E variam entre zero e um, sendo que o limite inferior indica
uma criptomoeda com eficiência muito baixa, enquanto o limite superior representa uma
criptomoeda altamente eficiente. É interessante notar que essa definição está em bom acordo
com as ideias fundamentais subjacentes à hipótese do mercado eficiente, no sentido em que
o preço de um cripto-ativo com um valor alto para E deve ser bastante robusto contra
estratégias lucrativas de negociação. Por outro lado, o preço de uma criptomoeda que possui
um valor baixo para E é mais provável de ser previsto e vulnerável à essas estratégias. Para
o exemplo da figura 4.1, isto é, o mercado da criptomoeda Bitcoin, encontramos E ≈ 0,85,
indicando que esse cripto-ativo é aderente à hipótese do mercado eficiente, em linha com o
que foi reportado em pesquisas anteriores [172,173]. Esse fato valida nossa abordagem e nos
convida a uma análise em grande escala nos mesmos moldes.

Para isso, calculamos os valores de E para as 437 criptomoedas do nosso conjunto de
dados e estimamos a sua distribuição de probabilidade, conforme mostra a figura 4.2A. Pode-
mos observar que essa distribuição possui uma forma bimodal bem pronunciada, de tal modo
que o primeiro pico contém ≈ 20% das criptomoedas, enquanto o segundo contém ≈ 37%.
O primeiro pico corresponde às moedas digitais mais informacionalmente ineficientes, já o
segundo representa as mais eficientes. Evidentemente, existem significativamente mais mo-
edas informacionalmente eficientes do que ineficientes no mercado. No entanto, a afirmação
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Figura 4.2: Eficiência geral do mercado de criptomoedas e o desacoplamento do valor médio
de capitalização de mercado. (A) Estimativa de densidade de kernel da função distribui-
ção de probabilidade da eficiência informacional E para todas as 437 criptomoedas que
possuem mais de 600 observações de Rt. Notamos que essa distribuição é bimodal. O
primeiro pico (para E menor que 0,2) contém ≈ 20% das criptomoedas (área sombreada
vermelha), indicando os casos mais informacionalmente ineficientes. Já no segundo pico
(para E maior que 0,8) temos ≈ 37% das criptomoedas (área sombreada azul), as mais
eficientes. (B) Gráfico de dispersão para os valores da eficiência informacional E versus
o valor médio de capitalização de mercado em representação linear-log. Não observamos
correlação entre essas variáveis, indicando um desacoplamento entre a eficiência informa-
cional e o valor médio de capitalização do mercado. O coeficiente de correlação linear
de Pearson é ≈ 0,07 com p-valor ≈ 0,16, indicando que a hipótese nula de não existir
correlação linear não pode ser rejeitada.

de que temos um mercado completamente aderente à hipótese do mercado eficiente ainda é
exagerada.

Na figura 4.2B, mostramos como a média do valor de capitalização do mercado depende
da eficiência informacional E. Notamos que não há quase nenhuma correlação entre o valor
médio de capitalização e a eficiência informacional. De fato, uma análise estatística revela
que o coeficiente de correlação linear de Pearson é ≈ 0,07, com p-valor ≈ 0,16. Conse-
quentemente, é impossível rejeitar a hipótese nula de que não existe correlação linear entre
essas duas quantidades. Como o valor de capitalização determina o valor de mercado da
criptomoeda (isto é, o número de criptomoedas multiplicado pelo preço atual de mercado),
encontramos que a aderência do mercado de criptomoedas à hipótese de mercado eficiente
não depende da volatilidade dos preços em anos recentes.

Agora vamos nos concentrar em uma visão mais detalhada do comportamento dinâmico
da eficiência informacional. Para isso, selecionamos as 167 criptomoedas que possuem mais
de 460 observações para Ht e Ct. A partir dessas séries temporais, definimos a eficiência
informacional dependente do tempo Et utilizando uma janela móvel de 360 pontos sobre as
séries temporais de Ht e Ct. Essa janela desloca-se adiante um dia de cada vez e o valor
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de Et é a fração de dias na qual Ht e Ct contidos na janela permanecem simultaneamente
dentro do intervalo de confiança de 95%.

Essas novas séries temporais Et fornecem uma visão detalhada sobre como a eficiência
informacional das criptomoedas muda ao longo do tempo, o que, por sua vez, nos permite
encontrar as moedas que possuem características temporais similares. A figura 4.3A mostra
três exemplos da evolução temporal da eficiência informacional Et para as moedas Bitcoin-
Dark, 42-coin e Diamond. Essa pequena amostra já indica que a forma de Et pode ser bem
similar entre algumas criptomoedas, como para a BitcoinDark e a Diamond.

Para estender essa análise comparativa para todas as 167 criptomoedas, utilizamos o
algoritmo dynamic time warping [178] (DTW) para medir a similaridade entre todos os
pares possíveis de séries temporais Et. A DTW é uma medida de similaridade baseada na
forma da série, a qual tem como principal vantagem a possibilidade de ser aplicada em séries
temporais de tamanhos e escalas de valores diferentes. Esse método calcula um alinhamento
ótimo entre duas séries temporais minimizando uma função custo (ou a distância) [177] e
é amplamente empregado para tarefas de agrupamento de séries temporais [179]. Para os
exemplos da figura 4.3A, a distância DTW entre BitcoinDark e Diamond é 3,64, enquanto
as distâncias entre 42-coin e essas duas outras moedas são 7,73 e 11,72, respectivamente.
Assim, quanto menor for a distância DTW entre um par de criptomoedas, mais similar será
o perfil da evolução de Et entre elas. A figura 4.3B mostra o gráfico da matriz das distâncias
DTW entre todos os pares das 167 criptomoedas selecionadas.

Similarmente ao que fizemos para os estilos artísticos de obras de arte no capítulo 2,
investigamos uma possível organização hierárquica das criptomoedas com relação a evolução
da eficiência informacional. Para isso, utilizamos um critério de agrupamento que é baseado
na distância média entre pares de séries das moedas, conhecido por average linkage criteria,
para construir uma representação em dendrograma da matriz das distâncias DTW. Esse pro-
cedimento agrupa, iterativamente, pares de grupos que possuem a menor distância média,
a qual é definida como o valor médio da distância entre todos os pares de elementos dos
dois grupos. A figura 4.3C mostra que esse dendrograma corrobora a ideia de que as crip-
tomoedas são hierarquicamente organizadas com relação ao perfil da evolução da eficiência
informacional Et.

Essa organização hierárquica também nos permite encontrar os grupos de moedas com
características temporais similares. Para isso, precisamos encontrar uma distância limiar
ótima para segmentar o dendrograma e dividir as criptomoedas em grupos. Conforme vimos
no capítulo 2, uma abordagem natural para especificar essa distância limiar é maximizar
o coeficiente de silhueta, que quantifica a consistência do procedimento de agrupamento.
Maximizando o coeficiente de silhueta, encontramos que 5,7 é a distância DTW ótima que
divide o dendrograma nos quatro grupos de criptomoedas indicados pelos ramos coloridos
na figura 4.3C. Dessa maneira, criptomoedas que pertencem ao mesmo grupo possuem per-
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Figura 4.3: Agrupamento de padrões na dinâmica da eficiência informacional. (A) Três
exemplos da evolução temporal da eficiência informacional Et. A dinâmica de Et é obtida
usando uma janela móvel de 360 dias sobre as séries temporais Ht e Ct e calculando a
fração de pontos (dias) que ambas as medidas de complexidade permanecem dentro do
intervalo de confiança de 95%. Notamos que os perfis de Et são muito similares para
BitcoinDark e Diamond, enquanto 42-coin mostra uma trajetória diferente para Et. (B)
Gráfico da matriz das distâncias obtidas pelo algoritmo dynamic time warping (DTW)
entre todos os pares das 167 criptomoedas que possuem mais de 460 observações para
Ht e Ct. (C) Dendrograma mostrando o resultado do procedimento de agrupamento
hierárquico baseado nas distâncias DTW utilizando o critério average linkage [71]. Os
ramos coloridos indicam os quatro grupos de criptomoedas que exibem padrões similares
para a dinâmica de Et. Esses grupos são obtidos segmentando o dendrograma na distância
limiar que maximiza o coeficiente de silhueta. A ordem das linhas e das colunas no gráfico
da matriz (B) é a mesma usada no dendrograma e as inserções coloridas desse painel
representam a tendência média de Et para cada grupo.
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fis temporais bem similares para a eficiência informacional Et, cujo comportamento médio
corresponde aos observados nas quatro inserções no topo da figura 4.3B. Esses quatro per-
fis médios podem ser qualitativamente descritos por: i) um nível de eficiência alto e, em
média, constante (grupo azul, 43% das criptomoedas); ii) uma eficiência informacional que
começa em um nível maior, decresce para um menor e aumenta novamente (grupo laranja,
26% das criptomoedas); iii) uma eficiência informacional decrescente (grupo verde, 12%
das criptomoedas); e iv) uma eficiência informacional crescente (grupo vermelho, 19% das
criptomoedas).

Por fim, é informativo analisar a evolução temporal da eficiência informacional Et para
cada um dos quatro grupos, de tal maneira que moedas com idades diferentes são distingui-
das, como mostrado na figura 4.4. Observamos, nos quatro grupos, que as tendências das
moedas pioneiras parecem ser seguidas pelas moedas criadas mais recentemente. Também é
interessante notar que 81% das criptomoedas pertencem aos grupos caracterizados por uma
eficiência informacional alta e constante ou por um nível crescente de eficiência. Isso sugere
que as moedas mais jovens, que atualmente não aderem à hipótese do mercado eficiente,
podem muito bem fazê-lo em um futuro próximo. Desse modo, o mercado de moedas digi-
tais pode se tornar tão compatível com a hipótese de mercado eficiente quanto os mercados
financeiros tradicionais geralmente são.
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Figura 4.4: Evolução temporal da eficiência informacional dos quatro grupos diferentes de
criptomoedas. Os painéis (A) ao (D) mostram séries temporais da eficiência informacio-
nal Et para os quatro grupos de criptomoedas obtidos pelo procedimento de agrupamento
hierárquico. As curvas coloridas representam cada uma das 167 criptomoedas, enquanto
as curvas cinza mostram o comportamento médio de Et em cada grupo para três inter-
valos de comprimento dessas séries. Esses intervalos de comprimento foram escolhidos
para conter aproximadamente o mesmo número de criptomoedas. Em (A), observamos
predominantemente um padrão decrescente para Et. Em (B), temos a prevalência de uma
tendência crescente para as criptomoedas mais jovens até um ponto em que a eficiência
começa a saturar, em particular para as criptomoedas mais velhas. Em (C), o compor-
tamento de Et varia ao longo do tempo e, em média, é aproximadamente constante e
altamente eficiente. Finalmente, em (D), observamos uma tendência decrescente inicial,
seguida por um crescimento no fim do período de observação. Esses resultados sugerem
que as criptomoedas mais jovens de cada grupo provavelmente seguirão a tendência das
moedas pioneiras.
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4.3 Dinâmica coletiva da eficiência do mercado de ações

Embora a hipótese do mercado eficiente seja um conceito crucial em economia, os mer-
cados de ações reais não são idealmente eficientes o tempo todo [157], assim como também
observamos na seção anterior para o mercado de criptomoedas. Os preços das ações em
mercados reais podem tornar-se autocorrelacionados durante períodos de curto prazo [180],
corroborando a ideia mais holística de que realizar previsões de curto prazo e arbitragem
são possíveis mesmo nos mercados mais eficientes. Outra evidência de que os mercados de
ações não são idealmente eficientes são as flutuações não Gaussianas (distribuições de cauda
longa) dos retornos logarítmicos dos preços dos ativos [181, 182], a dificuldade de modelos
simples de caminhada aleatória em prever a quebra dos mercados de ações [183], e a exis-
tência de estratégias de trading bem-sucedidas [184]. Além disso, embora acredita-se que
mercados eficientes previnem bolhas econômicas e quebras do mercado [156], são justamente
as correlações de longo alcance presentes em tais eventos que os tornam mais previsíveis [185].

No estudo apresentado nessa seção, investigamos o comportamento dinâmico da eficiência
de 43 mercados de ações mundiais durante os últimos 20 anos. Utilizamos uma abordagem
similar a usada anteriormente com criptomoedas para definir a eficiência variável no tempo
a partir dos retornos logarítmicos dos índices dos mercados de ações. Especificamente,
definimos o grau de eficiência dependente do tempo de um mercado de ações como a entropia
de permutação [28] calculada dentro de uma janela móvel dos retornos logarítmicos. Nesse
caso, não utilizamos a comparação com séries embaralhadas, pois nosso enfoque com o
mercado de ações é diferente. No lugar de testar a hipótese de mercado eficiente, estamos
agora interessados em analisar a evolução coletiva do grau de eficiência desses mercados,
ou seja, até que ponto variações na eficiência de um mercado afetam a eficiência de outros
mercados. Além disso, não usamos a complexidade estatística para essa análise, pois essa
medida mostrou-se muito correlacionada com a entropia de permutação e, portanto, acabaria
por fornecer a mesma informação sobre a evolução coletiva da eficiência dos mercados de
ações.

Nossa pesquisa mostra que os principais mercados de ações podem ser hierarquicamente
classificados em vários grupos de acordo com a similaridade na evolução de seus graus de efi-
ciência de longo prazo. No entanto, descobrimos que os rankings de eficiência dos mercados
de ações e grupos de mercados com tendências de eficiência similares são estáveis apenas em
curtos períodos de tempo que, geralmente, não se estendem por mais do que alguns meses.
Esse resultado indica que agrupar os mercados de acordo com o comportamento de longo
prazo pode ocultar aspectos importantes de suas interações. Para revelar essas caracterís-
ticas, utilizamos uma abordagem dinâmica de agrupamento em que é possível identificar
grupos de mercados de ações com padrões de eficiência semelhantes dentro de uma janela de
tempo. Utilizando esses grupos que variam ao longo do tempo, construímos uma rede com-
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plexa ponderada na qual nós representam mercados de ações, conexões indicam mercados
que aparecem juntos no mesmo grupo pelo menos uma vez e os pesos das conexões são pro-
porcionais ao número de vezes que um par de mercados aparece no mesmo grupo. Essa rede
complexa permite identificar os mercados mais influentes, bem como sua estrutura modular,
que consiste em dois grupos distintos de mercados com tendências de eficiência similares.
Observamos ainda que a rede de mercados de ações é bastante densa e emaranhada. Assim,
a dinâmica da eficiência do mercado de ações parece ser um fenômeno coletivo que pode fazer
com que todo o sistema financeiro opere em um nível muito alto de eficiência informacional,
mas que também coloca todo o sistema sob risco contínuo e sistêmico de falha.

4.3.1 Apresentação dos dados

O conjunto de dados usado nesse estudo foi obtido a partir da API de dados históricos
financeiros do Yahoo! (via módulo Python yfinance [186]), e também a partir dos dados
de mercado do Wall Street Journal [187] e do site investing.com (via módulo Python in-
vestpy [188]). Primeiro, obtivemos os códigos dos 43 índices dos maiores mercados de ações
(tabela 4.1) e, em seguida, fizemos o download dos preços de fechamento diário ajustados
de cada mercado a partir do Yahoo! finance no período de 1º de janeiro de 2000 a 31 de
outubro de 2020 (cada série temporal possui 5204 pontos). Os mercados que não possuem
dados na base do Yahoo! finance ou que estavam incompletos, foram obtidos a partir do
Wall Street Journal. Para os mercados que, mesmo assim, ainda estavam incompletos ou
indisponíveis nas bases de dados anteriores, nós obtivemos as séries históricas a partir do
site http://investing.com. A tabela 4.1 mostra uma lista dos índices de todos os
mercados usados em nossa investigação.

4.3.2 Análise dos dados

A partir das séries temporais dos preços de fechamento, calculamos os retornos logarít-
micos R(t) (tal como fizemos na seção 4.2.2 para o preço das criptomoedas) de cada índice
de mercado, no qual t representa a data de fechamento. A figura 4.5A ilustra a evolução
temporal de R(t) para o índice S&P 500 (um indicador influente do mercado de ações dos
EUA). Em seguida, amostramos a série dos retornos logarítmicos com uma janela móvel de
500 dias (área sombreada na figura 4.5A), que corresponde aproximadamente a 2 anos de
atividade econômica. A janela móvel possui passo diário e, para cada janela, calculamos
a entropia de permutação normalizada H(t) [28] com embedding dimension d = 4. Esse
procedimento cria uma série temporal da entropia de permutação H(t) para cada mercado
de ações, como é mostrado na figura 4.5B para o índice S&P 500 (veja a figura 4.6 para
todos os mercados).

Conforme definido no capítulo 1 e também discutido na seção 4.2.2, a entropia de permu-
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Índice do mercado Localização Código Fonte de dados
1 MERVAL Argentina ^MERV Yahoo finance
2 ALL ORDINARIES Austrália ^AORD Yahoo finance
3 S&P/ASX 200 Austrália ^AXJO Yahoo finance
4 ATX Index Áustria ^ATX Yahoo finance
5 BEL 20 Bélgica ^BFX Yahoo finance
6 IBOVESPA Brasil ^BVSP Yahoo finance
7 S&P/TSX Composite index Canadá ^GSPTSE Yahoo finance
8 SSE Composite Index China 000001.SS Yahoo finance
9 Shenzhen Component China 399001.SZ Yahoo finance
10 EURONEXT 100 Europa ^N100 Yahoo finance
11 STOXX Europe 50 Index Europa ^STOXX50E Wall Street Journal
12 CAC 40 França ^FCHI Yahoo finance
13 DAX PERFORMANCE-INDEX Alemanha ^GDAXI Yahoo finance
14 HANG SENG INDEX Hong Kong ^HSI Yahoo finance
15 S&P BSE SENSEX Índia ^BSESN Yahoo finance
16 Jakarta Composite Index Indonésia ^JKSE Yahoo finance
17 TA-35 Index Israel TA35.TA Yahoo finance
18 FTSE Italia All-Share Index Itália FTSEMIB.MI Yahoo finance
19 Nikkei 225 Japão ^N225 Yahoo finance
20 FTSE Bursa Malaysia KLCI Malásia ^KLSE Yahoo finance
21 IPC MEXICO México ^MXX Yahoo finance
22 Amsterdam AEX Index Países Baixos ^AEX Yahoo finance
23 Oslo Bors All Share Index Noruega ^OSEAX Wall Street Journal
24 Pakistan Stock Exchange Paquistão ^KSE Yahoo finance
25 PSEi Index Filipinas PSEI.PS Yahoo finance
26 WIG20 Polônia WIG20 investing.com
27 MOEX Russia Index Rússia IMOEX.ME investing.com
28 Russian Trading System (RTS) Index Rússia RTSI.ME Wall Street Journal
29 Tadawul All Shares Index Árabia Saudita ^TASI.SR investing.com
30 STI Index Singapura ^STI Yahoo finance
31 Top 40 USD Net TRI Index África do Sul ^JN0U.JO Wall Street Journal
32 KOSPI Composite Index Coréia do Sul ^KS11 Yahoo finance
33 IBEX 35 Index Espanha ^IBEX Yahoo finance
34 Swiss Market Index Suíça ^SSMI Yahoo finance
35 TSEC weighted index Taiwan ^TWII Yahoo finance
36 SET Index Tailândia ^SET.BK investing.com
37 FTSE 100 Reino Unido ^FTSE Yahoo finance
38 Dow 30 EUA ^DJI Yahoo finance
39 NYSE AMEX COMPOSITE INDEX EUA ^XAX Yahoo finance
40 NYSE COMPOSITE (DJ) EUA ^NYA Yahoo finance
41 Nasdaq EUA ^IXIC Yahoo finance
42 Russell 2000 EUA ^RUT Yahoo finance
43 S&P 500 EUA ^GSPC Yahoo finance

Tabela 4.1: Os 43 maiores mercados de ações mundiais usados em nosso estudo.
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Figura 4.5: Definindo a eficiência informacional dos mercados de ações com a entropia de
permutação. (A) Série temporal dos retornos logarítmicos R(t) dos preços de fechamento
diários do índice S&P 500 de 1º de janeiro de 2000 a 31 de outubro de 2020. A área
sombreada ilustra uma janela móvel de 500 dias (dois anos de operação do mercado de
ações) usada para calcular a entropia de permutação H(t). (B) Evolução temporal da
entropia de permutação H(t) com embedding dimension d = 4 do índice S&P 500. (C)
Evolução temporal do valor médio da eficiência ⟨H(t)⟩ de todos os 43 mercados de ações
presentes em nosso estudo (a área sombreada representa o erro padrão da média).

tação é estimada a partir dos padrões ordinais entre valores consecutivos de R(t) e quantifica
o grau de aleatoriedade na ocorrência desses padrões. Esperamos que uma série completa-
mente regular possua H ≈ 0, enquanto uma série completamente aleatória tenha H ≈ 1.
Assim, quanto maior o valor de H(t), mais aleatória é a série dos retornos logarítmicos por
volta do tempo t e mais informacionalmente eficiente é o mercado de ações naquele momento
específico. Por outro lado, uma diminuição em H(t) indica a emergência de um comporta-
mento mais regular (e possivelmente mais previsível) da série dos retornos logarítmicos e,
portanto, um período menos eficiente do mercado de ações. Também estimamos o comporta-
mento médio da eficiência ⟨H(t)⟩ para todos os mercados de ações. A figura 4.5C mostra que
o comportamento agregado é mais suave do que o comportamento observado para mercados
individuais e parece refletir grandes eventos financeiros, tais como a “crise financeira” global
(2007-2008), já que por volta desse período ⟨H(t)⟩ possui valores menores de entropia.
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Figura 4.6: Evolução temporal da entropia de permutação H(t) com embedding dimension
d = 4 para os 43 mercados de ações em nosso estudo.
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O comportamento de investidores tende a sincronizar durante as quedas dos mercados
de ações [157], e estratégias de investimentos podem propagar choques por meio da rede
financeira e levar ao surgimento de fortes correlações entre mercados financeiros [189]. Da
mesma forma, esperamos que esses comportamentos coletivos afetem a dinâmica da eficiência
do mercado de ações e produzam movimentos conjuntos em H(t), capazes de organizar os
mercados em estruturas hierárquicas com tendências de eficiência similares. Para investigar
essa possibilidade, primeiro estimamos a distância de correlação das séries temporais da
eficiência entre todos os pares de mercados, criando a matriz de distâncias das correlações
definida por

d(Hi, Hj) =
√

2(1− ρ(Hi, Hj)), (4.2)

na qual ρ(Hi, Hj) é o coeficiente de correlação de Pearson entre as séries temporais Hi do
i-ésimo mercado de ações e Hj a mesma quantidade para o j-ésimo mercado. Essa matriz é
mostrada na figura 4.7A.

Figura 4.7: Organização hierárquica de longo prazo dos padrões de eficiência dos principais
mercados de ações mundiais. (A) Matriz representando a distância de correlação entre
todos os pares de séries temporais da entropia dos mercados de ações. Os dendrogramas
mostram os resultados dos agrupamentos hierárquicos baseados no método da miníma
variância de Ward. (B) Coeficiente de silhueta a partir dos grupos obtidos ao segmentar
o dendrograma em diferentes limiares de distância. Os retângulos coloridos localizados
abaixo dos ramos dos dendrogramas no painel (A) indicam os 16 grupos obtidos ao
segmentar o dendrograma na distância limiar que maximiza o valor do coeficiente de
silhueta (indicada pela cruz vermelha).
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Em seguida, utilizamos o método da miníma variância de Ward [118] (já utilizado na
seção 2.6) para construir uma representação em dendrograma da matriz de distâncias, que
também é mostrada na figura 4.7A. Nossos resultados indicam que os mercados de ações
formam uma estrutura hierárquica de acordo com a evolução da eficiência informacional no
longo prazo. No entanto, não observamos estruturas de agrupamento grandes na matriz de
distâncias. Na verdade, ao determinar o número de grupos maximizando o coeficiente de
silhueta [119] (mesmo procedimento que foi adotado nas seções 2.6 e 4.2.2), como mostra a
figura 4.7B, temos 16 grupos dos quais 15 consistem em apenas alguns mercados (o maior
grupo possui 5 mercados) e 1 grupo contém um único mercado. A figura 4.8 mostra que
esses grupos de mercados exibem perfil temporal de H(t) semelhantes no longo prazo, porém
essa análise global não captura movimentos de curto prazo de H(t) entre os mercados de
ações.

Para investigar o comportamento coletivo de curto prazo da eficiência dos mercados de
ações, amostramos a série temporal de H(t) com uma janela móvel de um ano e criamos um
ranking de eficiência dos mercados baseado no valor médio de H(t) dentro de cada janela
temporal. Em seguida, investigamos a estabilidade desses rankings de eficiência estimando
o coeficiente de correlação de rankings de Kendall [190] (Kendall-τ) entre todos os pares
possíveis de janelas temporais. Essa análise resulta na matriz de correlação mostrada na
figura 4.9A, na qual linhas e colunas representam a última data de cada janela. Por definição,
os elementos da diagonal dessa matriz são unitários (ou seja, o ranking de eficiência em uma
dada janela é perfeitamente correlacionado consigo mesmo). Os valores em uma dada linha
ou coluna indicam o quão similar é o ranking das eficiências daquela data com rankings em
datas passadas e futuras. Assim, devemos obter grandes estruturas em bloco diagonais com
valores altos do coeficiente de Kendall-τ se esses rankings de eficiência forem estáveis por
períodos longos. No entanto, observamos pequenos blocos diagonais com aproximadamente
um mês de largura, indicando que os rankings de eficiência são estáveis durante períodos
curtos.

Além disso, calculamos a distância de correlação da eficiência H(t) entre todos os pares
de mercados para cada janela temporal e aplicamos o mesmo procedimento de agrupamento
usado para toda a série temporal de H(t) (ou seja, criamos o dendrograma a partir do método
da miníma variância de Ward, segmentado no valor máximo do coeficiente de silhueta). Essa
abordagem produz grupos de mercados com evolução similar da eficiência em cada janela
temporal. Comparamos a estabilidade temporal desses grupos estimando o índice de Rand
ajustado [191] entre todos os resultados de agrupamentos em cada janela temporal. Esse
coeficiente mede a concordância entre dois agrupamentos ao contar os pares de elementos
atribuídos ao mesmo grupo, controlando para a sobreposição esperada ao acaso. Valores
desse índice próximos a zero indicam que os dois agrupamentos não são mais similares do
que partições aleatórias, enquanto valores iguais a 1 indicam concordância perfeita entre esses
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Figura 4.8: Evolução temporal da entropia de permutação H(t) para os 43 mercados de
ações agrupados de acordo com os grupos obtidos a partir da dinâmica de longo prazo
de H(t).
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agrupamentos. A figura 4.9B mostra a matriz dos índices de Rand ajustados para todos os
resultados de pares de grupos. As pequenas estruturas em forma de blocos na diagonal dessa
matriz indicam que grupos de mercados com perfil similar de H(t) permanecem estáveis por
aproximadamente 4 meses.

Figura 4.9: Estabilidade de curto prazo dos rankings de eficiência e dos agrupamentos
dos mercados de ações. (A) Matriz representando o coeficiente de correlação tau de
Kendall (Kendall-τ) entre todos os pares de rankings de eficiência dos mercados de ações
calculado dentro de uma janela móvel de 1 ano. Notamos a formação de pequenos blocos
diagonais com largura de 1 a 2 meses, indicando que os rankings de eficiência mudam
com o passar do tempo. (B) Gráfico de matriz do índice de Rand ajustado que estima a
concordância entre agrupamentos de mercados com perfis temporais de eficiência similares
em diferentes janelas de tempo. Também observamos a existência de pequenos blocos
diagonais com largura de aproximadamente 4 meses, mostrando que grupos com perfis
de eficiência similares não permanecem estáveis durante longos períodos.

Os resultados da figura 4.9 demonstram que os padrões coletivos de curto prazo na
evolução da eficiência dos mercados de ações mudam com o tempo e são diferentes daqueles
obtidos para escalas temporais longas (figura 4.7A). Os padrões dinâmicos que encontramos
indicam que partições simples não são suficientes para capturar as interações complexas
entre mercados financeiros e motivam o uso de uma abordagem diferente que considere essas
interações emaranhadas. Para isso, propomos a construção de uma rede complexa na qual os
nós representam mercados de ações, e as conexões indicam dois mercados que são agrupados
juntos pelo menos uma vez ao longo do tempo. Também assumimos que a conexão entre
dois mercados de ações é ponderada pelo número de vezes que esses mercados específicos
são agrupados juntos. Essa representação permite agregar a informação de curto prazo
em uma imagem global, na qual mercados de ações cujas dinâmicas de eficiência estejam
correlacionadas durante algum período apareçam conectados. Além disso, os pesos dessas
conexões indicam a intensidade das interações entre os mercados.
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A figura 4.10A mostra essa representação de rede para os 43 mercados do nosso estudo.
Observamos que essa rede complexa forma um grafo completo já que apresenta todas as pos-
síveis conexões entre todos os mercados de ações. Portanto, os mercados de ações mundiais
são fortemente globalizados quanto à sua eficiência, de modo que períodos simultâneos de
alta ou baixa eficiência geralmente envolvem um grande número de mercados. Esse resultado
sugere a existência de risco sistêmico para o “espalhamento” de estados de baixa eficiência;
mas, ao mesmo tempo, indica que estados de alta eficiência também podem emergir glo-
balmente. Embora a densidade dessa rede financeira seja máxima, as interações entre os
mercados de ações não são uniformemente distribuídas. O coeficiente de Gini dos pesos das
conexões é 0,18 (em uma escala em que zero representa igualdade perfeita e um máxima
desigualdade), sugerindo que alguns mercados podem ter um impacto maior na dinâmica da
eficiência do sistema. A figura 4.10B mostra o ranking de centralidade baseado no Page-
Rank [192], no qual os índices Amsterdam AEX Index (Países Baixos) e o KOSPI Composite
Index (Coréia do Sul) emergem como os mercados mais influentes, enquanto os dois índices
russos (MOEX Russia Index e Russian Trading System (RTS) Index ) são os menos influentes
para a dinâmica da eficiência dos mercados de ações mundial.

A desigualdade na distribuição dos pesos das conexões também sugere que a rede finan-
ceira da figura 4.10A pode ter uma estrutura modular na qual grupos de mercados são mais
similares entre si do que com outros grupos. Para investigar essa possível estrutura modu-
lar, usamos a abordagem conhecida por modelo estocástico de blocos (SBM) [193–195]. Esse
método possui a vantagem de estimar diretamente as probabilidades marginais de que a rede
seja particionada em um certo número de grupos e também a probabilidade de um nó per-
tencer a um grupo específico durante o processo de inferência. Testamos diferentes modelos
estocástico de blocos (SBM) para ajustar os dados da nossa rede: SBM usual, SBM com
correção de grau (DCSBM), SBM aninhado e DCSBM aninhado. Consideramos o melhor
modelo como aquele que possui o menor comprimento mínimo de descrição [195], com base
na evidência estatística de que o modelo não está confundindo flutuações estocásticas com
a estrutura modular real. Isso significa que os grupos nessa rede não podem ter surgido a
partir de flutuações estocásticas, como ocorre em grafos totalmente aleatórios [196]. Encon-
tramos que o modelo estocástico de blocos aninhado sem correção de grau (SBM aninhado,
veja tabela 4.2) é o que melhor descreve nossa rede.

Esse modelo resulta em dois módulos representados pelas cores dos nós na figura 4.10A.
Coletamos ainda as partições para 10.000 varreduras do algoritmo de aceitação-rejeição
Metropolis-Hastings via método de cadeia de Markov Monte Carlo [197] com vários mo-
vimentos para amostrar partições da rede, em intervalos de 10 varreduras. Usando essas
partições, estimamos a probabilidade marginal do número de módulos da rede, conforme
mostra a figura 4.11. Esse resultado reforça que a estrutura modular com dois módulos é a
mais provável para nossa rede financeira. Também estimamos as probabilidades marginais
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Figura 4.10: Rede financeira dos mercados de ações exibindo tendências semelhantes de
eficiência no curto prazo. (A) Os nós dessa rede representam os mercados de ações e as
conexões são feitas entre mercados que aparecem pelo menos uma vez no mesmo grupo
com relação à similaridade de curto prazo na evolução da eficiência. Essas conexões são
ponderadas pelo número de vezes que pares de mercados aparecem no mesmo grupo.
Usando o modelo estocástico de blocos aninhado, identificamos dois módulos na rede
indicados pelas cores diferentes dos nós. Nessa visualização, as larguras das conexões são
proporcionais aos pesos. (B) Ranking da centralidade baseada no PageRank indicando os
mercados de ações mais influentes para a dinâmica da eficiência dos índices dos mercados
de ações.
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Modelo Abreviação Comprimento
mínimo de descrição

Modelo estocástico de blocos SBM 55
Modelo estocástico de blocos aninhado com
correção de grau

DCSBM aninhado 48

Modelo estocástico de blocos com correção de
grau

DCSBM 41

Modelo estocástico de blocos aninhado SBM aninhado 29

Tabela 4.2: Seleção do modelo baseada no comprimento mínimo de descrição.

de um nó pertencer a um grupo em nossa rede financeira. Os resultados indicam que a vasta
maioria dos mercados são quase sempre atribuídos à mesma partição. Todos os modelos
de blocos estocásticos foram implementados com a biblioteca graph-tool [198] na linguagem
Python.

O maior módulo dessa rede (com 24 índices) compreende mercados dos Estados Unidos
(6 índices), países da Ásia-Pacífico (14 índices) e 4 outros mercados do Brasil, Itália, Israel e
México. O segundo maior módulo inclui os outros 19 índices: 12 da Europa e outros mercados
da Argentina, Canadá, Indonésia, Rússia, Arábia Saudita, África do Sul e Tailândia. Apesar
da existência de muitas exceções, a distância geográfica parece desempenhar algum papel
nessas partições. Porém, mais importante do que entender as particularidades de cada
módulo, é a emergência dessa estrutura modular. Embora as associações entre os mercados
de ações sejam bastante emaranhadas, essa estrutura modular sugere que alguns grupos de
mercados são mais similares entre si, de modo que estados de baixa ou de alta eficiência têm
maior probabilidade de ocorrer dentro de cada um dos módulos.

2 3
B

10−2

10−1

100

P(
B|
A)

Figura 4.11: Probabilidade marginal das partições P (B|A) em nossa rede financeira. O
gráfico de barras mostra a função densidade de probabilidade P (B|A) de que a rede A
seja particionada em B módulos. A distribuição está concentrada em B = 2, indicando
que dois módulos representam a estrutura modular mais provável para nossa rede.
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4.4 Conclusão

Nesse capítulo, apresentamos dois estudos em grande escala sobre a eficiência informa-
cional dos mercados de criptomoedas e de ações. No caso do mercado de criptomoedas,
utilizamos a entropia e complexidade de permutação calculadas em janelas móveis sobre as
séries temporais do retorno logarítmico dos preços. Nossa pesquisa mostrou que o mercado
de criptomoedas é, em grande parte, compatível com a hipótese do mercado eficiente, com
somente 20% das criptomoedas sendo menos que 20% do tempo informacionalmente eficien-
tes. Por outro lado, mais da metade do mercado de criptomoedas é mais de 60% do tempo
informacionalmente eficiente e 37% das 437 criptomoedas em nosso estudo são mais de 80%
do tempo informacionalmente eficientes, resultado que está de acordo com pesquisas anteri-
ores na mesma linha [172,173], nas quais foram reportados resultados similares considerando
apenas a moeda Bitcoin.

Além disso, com base em uma análise da eficiência informacional ao longo do tempo e após
agrupar as criptomoedas que possuem perfis temporais similares, identificamos as moedas
digitais que seguem os mesmos altos e baixos com respeito à eficiência informacional. Ao
passo que as particularidades da composição dos diferentes grupos podem ser de interesse
para investidores que procuram um portfólio diversificado, mostramos que dentro dos quatro
grupos identificados, as moedas mais jovens parecem seguir a tendência das moedas pioneiras.
As similaridades nas tendências temporais entre as moedas mais jovens e as pioneiras nos
leva a conjecturar que o mercado de criptomoedas pode se tornar tão aderente à hipótese de
mercado eficiente quanto os mercados de ações.

Na análise sobre mercado de ações, apresentamos uma investigação dos padrões de efi-
ciência dinâmica de 43 principais mercados de ações durante os últimos 20 anos. Para isso,
também usamos uma abordagem inspirada em Física, na qual a eficiência de um mercado
de ações em um determinado momento é definida como a entropia de permutação dentro
de janelas móveis dos retornos logarítmicos dos índices dos mercados. Nossos resultados
indicam que os mercados de ações podem ser hierarquicamente organizados em grupos de
mercados que possuem tendências semelhantes de eficiência de longo prazo. No entanto,
também descobrimos que esses grupos de longo prazo não são suficientes para compreender
a dinâmica coletiva da eficiência dos mercados. Na verdade, nossa pesquisa revelou que pa-
drões coletivos de curto prazo na evolução da eficiência variam com o tempo e são diferentes
daqueles de longo prazo. Também observamos que os rankings de eficiência dos mercados de
ações só são estáveis em períodos relativamente curtos, não mais do que um ou dois meses.
Similarmente, o agrupamento de mercados com perfis de eficiência semelhantes é estável
somente por aproximadamente quatro meses.

Por causa desses fatos, propusemos uma representação na forma de rede complexa na
qual os nós são os mercados e as conexões entre eles indicam mercados que aparecem no
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mesmo grupo pelo menos uma vez durante os 20 anos de dados que possuímos. Além disso,
consideramos que as conexões entre um par de mercados são ponderadas pelo número de vezes
que esse par aparece no mesmo grupo com relação à dinâmica da eficiência de curto prazo.
Nossos resultados mostram que essa rede financeira é completamente conectada, indicando
que a eficiência dos mercados de ações é fortemente emaranhada e globalizada. Trabalhos
anteriores já haviam mostrado que falhas sistêmicas nos mercados de ações emergem a partir
de um processo de sincronização [183] que ocorre em redes sociais [85, 199] e podem causar
bolhas financeiras que eventualmente estouram [185]. Outros estudos também sugerem a
existência de correlações fortes entre estratégias de fundos de investimentos como uma causa
de risco sistêmico e propagação de choque [189]. Nesse contexto, a rede financeira de nosso
trabalho sugere um risco sistêmico de propagação de estados de baixa eficiência mas, ao
mesmo tempo, indica que estados de alta eficiência também podem emergir em um nível
global. Embora nossa rede financeira forme um grafo completo, os pesos das conexões entre
os mercados de ações não são uniformemente distribuídos, permitindo identificar os mercados
mais influentes. Além do mais, constatamos que essa rede financeira possui uma estrutura
modular que compreende dois grupos de mercados cuja dinâmica de eficiência é mais similar
dentro dos grupos do que com mercados fora dos grupos. Portanto, apesar dos mercados
de ações serem bastante emaranhados em termos dos seus perfis de eficiência, a estrutura
modular indica que estados de baixa eficiência e estados de alta eficiência são mais prováveis
de emergir dentro desses grupos.

Visto que a eficiência nos mercados de ações pode ser uma oportunidade de lucro, bem
como um sinal precoce de uma crise financeira iminente, seria interessante incorporar nossa
abordagem em modelos que tentam prever os preços dos mercados de ações para medir os
riscos de transações financeiras. Por exemplo, pesquisadores usaram o Google Trends para
informar investidores quando comprar ou vender ações e descobriram que sua estratégia era
326% melhor do que a estratégia tradicional buy-and-hold [184]. Apesar da impressionante
melhora dessa estratégia, ela não informa os volumes de compra ou de venda, ou os riscos
envolvidos nas transações propostas. Assim, quantificar a dependência no tempo da eficiência
das ações pode ajudar agentes econômicos a quantificar os riscos de suas transações.

Com isso, esperamos que nossas abordagens inspiradas na Física para determinar a efici-
ência dos mercado de criptomoedas e de ações possa levar a novas sinergias frutíferas entre a
Física e a Economia [7], e que os resultados apresentados contribuam para o amplo campo de
pesquisa sobre os mercados financeiros e os recém desenvolvidos mercados de criptomoedas.
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Conclusões e Perspectivas

Nesse trabalho, apresentamos uma combinação de métodos de Física Estatística e de
Ciência de Dados para estudar quatro sistemas complexos bastante distintos [32–36]. Essa
combinação mostrou-se muito propícia para investigar padrões e comportamentos coletivos
desses sistemas. Essa sinergia ocorre porque, fundamentalmente, essas disciplinas compar-
tilham do mesmo objetivo: descrever como elementos de conjuntos de dados ou sistemas
interagem e influenciam uns aos outros, gerando tendências e características emergentes.

É interessante mencionar que, em quatro das cinco análises apresentadas, apenas duas
medidas de complexidade estatística foram empregadas como quantificadores do sistema: a
entropia de permutação e a complexidade estatística de permutação. Esse fato destaca bem
a versatilidade e o potencial dessa abordagem baseada em conceitos de Física Estatística.
Combinadas a essas medidas, associamos técnicas de aprendizagem de máquina visando
extrair ainda mais informações a respeito do comportamento dos sistemas que estudamos.

No capítulo 2, dentre outros resultados, quantificamos aspectos e conceitos qualitativos
ensinados por historiadores da arte por meio da análise de padrões espaciais de imagens de
obras de arte de uma grande base de dados. Nessa mesma linha, no capítulo 3, analisamos
imagens digitais e propusemos duas abordagens para extrair propriedades físicas de cristais
líquidos a partir de imagens de texturas desses materiais. A primeira utiliza as duas medidas
de complexidade estatística combinadas com métodos de aprendizagem de máquina. Já a
segunda, emprega redes convolucionais neurais diretamente nas texturas de cristal líquido,
dispensando a extração manual de características das imagens. Ambas abordagens alcançam
altas precisões em tarefas de previsão de propriedades físicas de cristais líquidos. Além
disso, no capítulo 4, quantificamos diversos padrões relacionados à eficiência informacional
de mercados de criptomoedas e de ações por meio da análise de séries financeiras via entropia
e complexidade estatística de permutação. Entre outros resultados, mostramos que o recém
criado mercado de criptomoedas parece estar evoluindo para um estado de maior eficiência
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informacional e que a eficiência no mercado de ações é um fenômeno coletivo. Destacamos
que todas nossas abordagens foram, relativamente, bem-sucedidas em seus objetivos. Esse
fato indica a utilidade prática dessa associação entre a Física de Sistemas Complexos e a
Ciência de Dados.

Por fim, como perspectiva de estudos futuros podemos citar, o estudo de artistas es-
pecíficos e da distribuição e uso das cores nas obras de arte para quantificar como essas
características estéticas podem ter evoluído entre diferentes pintores e estilos. Uma outra
possibilidade, envolvendo texturas de cristais líquidos, é investigar outros materiais mais
complexos e outras propriedades físicas. Quanto aos mercados financeiros, devido a recente
introdução do mercado de criptomoedas, nossa pesquisa colabora para que possamos ter
uma compreensão melhor de seu comportamento e compará-lo com a atividade do mercado
financeiro tradicional. Nesse sentido, nosso trabalho representa uma pequena contribuição
na tentativa de preencher essas lacunas e contribuir para o avanço das aplicações interdisci-
plinares da Física.
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APÊNDICE A

Obtenção das texturas de cristais líquidos

Os experimentos e simulações descritos neste apêndice são oriundos de uma colaboração
com pesquisadores do grupo de cristais líquidos da UTFPR do câmpus Apucarana.

A.1 Simulações pelo método de Monte Carlo para gerar

texturas nemáticas

Para obter as texturas nemáticas analisadas nas seções 3.2.1, 3.3.1 e 3.3.2, simulamos
um sistema composto de headless spins localizados sobre os pontos de uma rede cúbica
tridimensional de dimensões Nx × Ny × Nz (com Nx = Ny = 100 e Nz = 20). Esses
spins possuem direção representadas por vetores unitários u⃗i [i = (1, 2, . . . , N), com N =

NxNyNz = 200.000]. Os spins da primeira camada na direção z são fixos e apontam na
direção y, enquanto aqueles da última camada são fixos ao longo da direção x. Essas duas
camadas de spins fixos imitam uma região de superfície (denotada por S) e fornecem uma
direção de ancoragem que muda o alinhamento dos spins ao longo da amostra. Os outros
spins na região bulk (denotado por B) interagem com os vizinhos mais próximos via potencial
de Lebwohl-Lasher [200] com condições de contorno periódicas ao longo das direções x e y.
A hamiltoniana desse sistema pode ser escrita como

UN =
1

2

∑
i,j ∈ B
i ̸=j

Φij + J
∑
i ∈ B
j ∈ S

Φij, (A.1)
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na qual J é magnitude da energia de ancoragem e

Φij = −ϵij

(
3

2
cos(u⃗i · u⃗j)−

1

2

)
, (A.2)

com ϵij = ϵ quando i e j são vizinhos mais próximos e zero caso contrário.
Todas as texturas foram obtidas com J = 1 e os spins do bulk estão inicialmente alinhados

formando um ângulo com respeito à direção x [ui = (cos(0,3), sin(0,3), 0)] para evitar o
aparecimento de defeitos instáveis [201, 202]. As atualizações da rede ocorrem por meio
do algoritmo de Metropolis [203]. Cada nova configuração é gerada seguindo a técnica de
Barker-Watts [204] e é aceita com probabilidade exp(− ∆U

kBT
), na qual ∆U é a diferença de

energia entre os estados antigo e novo, T a temperatura e kB a constante de Boltzmann. Um
passo de Monte Carlo é completado quando, em média, todos os spins são atualizados.

As simulações começam com uma dada temperatura reduzida Tr = kBT/ϵ e o sistema é
inicialmente simulado por 104 passos de Monte Carlo para evitar comportamentos transien-
tes. Em seguida, consideramos mais 104 passos de Monte Carlo para estimar o parâmetro de
ordem médio em cada camada do sistema. O parâmetro de ordem local é o maior autovalor
da matriz de ordem

Qab =
〈
u
(a)
i u

(b)
i − δab

〉
, (A.3)

na qual u(a)
i e u

(b)
i são as componentes a e b do vetor unitário u⃗i associado ao o i-ésimo spin e

δab representa a delta de Kronecker. O parâmetro de ordem da amostra (p) é definido como o
valor médio de Qab sobre cada camada livre do sistema. Esse modelo é conhecido por passar
por uma transição nemática-isotrópica em Tc = 1,1232 [205] que diminui para Tc = 1,1075 ao
considerar uma amostra confinada com condições de contorno híbridas (como no nosso caso).
Para simulações com temperaturas reduzidas próximas a essa temperatura crítica, o sistema
é inicialmente simulado por 9 × 104 passos de Monte Carlo para evitar comportamentos
transientes relacionados à transição de fase. As texturas são obtidas utilizando as médias dos
últimos 50 passos de Monte Carlo via metodologia de Stokes-Muller [206]. Esse procedimento
consiste em tratar a luz incidente (paralela a direção z) como um vetor de Stokes e descrever
cada ponto como uma matriz de Muller. Consideramos ne = 1,66 para o índice de refração
extraordinário, n0 = 1,50 para o índice de refração ordinário, espessura da amostra de 5,3 µm
e comprimento de onda de 545 nm para a luz incidente. A textura resultante é representada
por uma matriz de dimensões 100 × 100, cujos elementos representam a intensidade de luz
transmitida em torno de um ponto particular na área da superfície.
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A.2 Procedimento experimental para obtenção das tex-

turas do cristal líquido E7

As texturas experimentais analisadas nas seções 3.2.2 e 3.3.4 foram obtidas via mi-
croscopia óptica de luz polarizada utilizando amostras de um cristal líquido em diferentes
temperaturas. A amostra consiste em capilares retangulares sem tratamento de superfície
(300 µm × 4 mm) contendo a mistura E7 na temperatura de 70 ◦C para evitar alinhamento
de fluxo. Em seguida, as amostras são resfriadas a temperatura ambiente e colocadas em
um controlador de temperatura acoplado ao arranjo do microscópio óptico de luz polarizado.
Iniciamos os procedimentos experimentais tirando fotografias das texturas das amostras em
40 ◦C. As amostras são lentamente aquecidas a uma taxa constante de 0,2 ◦C por minuto
e fotografias são produzidas a cada 90 segundos até atingir a temperatura de 55 ◦C. Para
temperaturas maiores, a taxa de aquecimento é reduzida a 0,05 ◦C por minuto e as fotos são
produzidas a cada 60 segundos até atingir a temperatura de 61 ◦C.

Todas os arquivos das imagens obtidas estão no formato PNG com dimensões de 2047
pixels de largura por 1532 pixels de altura e 24 bits por pixel, sendo 8 bits para cada
uma das três cores no espaço de cores RGB. Isso significa que cada pixel da imagem é
caracterizado por uma entre 256 intensidades de vermelho (R), verde (G) e azul (B), per-
mitindo 2563 = 16.777.216 variações de cores. Esses arquivos podem ser representados por
uma matriz de três camadas com dimensões nx (a largura da imagem) por ny (a altura
da imagem), cujas camadas correspondem a cada uma das cores do espaço RGB e cujos
elementos representam as intensidades das cores (variando de 0 a 255). Essa representa-
ção é análoga a utilizada para o estudo com as obras de arte (capítulo 2). Calculamos
0,2125R+ 0,7154G+ 0,0721B, ou seja, uma média ponderada sobre as três camadas, sendo
que R, G e B representam as intensidades das cores vermelho, verde e azul de cada pixel, res-
pectivamente. Esse procedimento corresponde a transformação em escala de cinza chamada
luminância (ou refletância) [108], conforme também discutimos no capítulo 2. Ao final do
processo, temos uma única matriz para cada arquivo de imagem, a partir da qual os valores
de H e C são calculados ou essa matriz é usada diretamente como dado de entrada nas redes
neurais convolucionais.

A.3 Simulações das texturas colestéricas via teoria elás-

tica contínua

As texturas colestéricas investigadas nas seções 3.2.3 e 3.3.3 foram obtidas por meio da
teoria elástica contínua. Em particular, usamos a abordagem de Landau-de Gennes [149]
para descrever a densidade de energia F associada às variações no parâmetro de ordem
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tensorial Q em torno do estado de equilíbrio. Se empregarmos x1, x2, e x3 para representar
as coordenadas espaciais, a densidade de energia pode ser escrita como

F =
L1

2

∂Qij

∂xk

∂Qij

∂xk

+
L2

2

∂Qij

∂xj

∂Qik

∂xk

+
L3

2
Qij

∂Qkl

∂xi

∂Qkl

∂xj

+
4π

η
LqϵiklQij

∂Qlj

∂xk

+
A

2
QijQji +

B

3
QijQjkQki

+
C

4
QijQjkQklQli ,

(A.4)

na qual L1, L2, L3, e Lq são constantes elásticas, A, B, e C são parâmetros termodinâmicos
e η é o comprimento do passo colestérico. Aqui, assumimos soma implícita nos índices
repetidos (notação de Einstein). A evolução temporal das componentes de Qij é dada por

Γ
∂Qij

∂t
=

(
∂F (Q)

∂Qij

− d

dxk

∂F (Q)

∂Qij,k

)
, (A.5)

na qual Γ é a viscosidade rotacional do cristal líquido, t é o tempo e Qij,k é a derivada de
Qij relativa a xk.

O sistema de equações A.5 é resolvido numericamente via método das diferenças finitas
em uma grade uniforme contendo 200×200×20 pontos. Todas as unidades de distância são
reescaladas pelas distâncias da grade δx1 = 1 nm, δx2 = 1 nm e δx3 = 1 nm. Os parâmetros
utilizados para o cristal líquido são A = −0,348 MJ/(Km3), B = −2,133 MJ/m3, C =

1,733 MJ/m3, Γ = 0,3 Pa s, L1 = 2,6 pN, L2 = 2,6 pN, L3 = 0,76 pN, e Lq = 1,86 pN. Esses
parâmetros foram obtidos da literatura e são conhecidos por descrever aproximadamente
o cristal líquido 5CB [149]. Consideramos diferentes valores para o passo η e o método de
integração temporal de Dormand-Prince de quarta ordem [207]. A condição inicial é escolhida
aleatoriamente a partir de uma distribuição uniforme e condições de contorno periódicas são
consideradas em todas as direções para evitar efeitos de superfície. Finalmente, as texturas
ópticas resultantes são geradas aplicando o método 2 × 2 de Jones [148] com as células do
cristal líquido colocadas entre polarizadores cruzados. Essa abordagem é a mesma utilizada
na referência [208] para gerar imagens ópticas.
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