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Resumo

O estudo de redes complexas tem experimentado imenso sucesso nas últimas duas déca-
das. Além de serem usadas como representação simplificada de diversos sistemas complexos,
as redes têm sido usadas como ferramenta de investigação de aspectos dinâmicos subjacentes
a séries temporais de natureza não linear ou estocástica. Essa conexão entre a análise de
séries temporais e redes emergiu a partir de diversos algoritmos para a transformação dessas
sequências numéricas em grafos. Apesar desses algoritmos divergirem entre si quanto ao
significado dos vértices e arestas da rede, todos compartilham o objetivo comum de extrair
informação de uma série temporal a partir da topologia da rede resultante do mapeamento.
Nesta dissertação, revisitamos alguns aspectos dos principais algoritmos usados no mapea-
mento de séries temporais (grafos de visibilidade, grafos de quantil e redes de recorrência)
e investigamos cuidadosamente uma transformação particular, as chamadas redes ordinais.
Esse mapeamento tem sido muito utilizado no contexto de séries temporais não lineares e
muito pouco é conhecido sobre suas características estruturais quando aplicado em séries
temporais simples ou estocásticas. Neste trabalho, contribuímos para diminuir essa lacuna
por meio da investigação de propriedades topológicas de redes ordinais obtidas de séries tem-
porais periódicas, aleatórias e amostras de movimento browniano fracionário. Além disso,
mostramos que redes ordinais podem ser usadas para estimar o expoente de Hurst de séries
de movimento browniano fracionário e identificar mudanças sutis em séries temporais de
atividade sísmica terrestre causadas por grandes terremotos.

Palavras-chave: Redes complexas. Redes ordinais. Séries temporais. Processos estocásti-
cos. Sistemas dinâmicos. Terremotos.



Abstract

Complex networks have been immensely successful over the past two decades. In addition
to being used as simplified representations of several complex systems, networks have been
used as a tool for investigating dynamical features underlying time series of stochastic or
chaotic nature. This connection between time series analysis and networks has emerged th-
rough algorithms which transform such numerical sequences into graphs. Despite divergent
definitions of vertices and edges, all these algorithms share the common goal of extracting in-
formation from a time series using the topology of the resulting network. In this dissertation,
we revisit some of the main algorithms used for mapping time series into graphs (visibility
graphs, quantile graphs and recurrence networks) and carefully investigate a particular type
of transformation called ordinal networks. This transformation has been mainly used in the
context of nonlinear time series and little is known about its structural characteristics when
applied to simple or stochastic time series. In this work, we contribute with results regar-
ding topological features of ordinal networks mapped from periodic, random, and fractional
Brownian motion time series. We further show that ordinal networks can be used to estimate
the Hurst exponent of fractional Brownian motion samples and identify subtle changes in
Earth’s seismic activity caused by large earthquakes.

Keywords: Complex networks. Ordinal networks. Time series. Stochastic processes.
Dynamical systems. Earthquakes.
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Introdução

O estudo de redes complexas teve seu início na abordagem desenvolvida por Leonhard
Euler no tratamento do problema das sete pontes de Könisberg, no início do século XVIII [1,
2]. Nessa abordagem, Euler representava porções de terra dessa cidade como vértices e pontes
que ligavam essas porções como arestas do que hoje chamaríamos de um grafo [1,2]. Apesar
desse precedente histórico, foi apenas nas últimas décadas que redes complexas começaram
a ser largamente aplicadas na representação e caracterização de diversos sistemas [1–4].
Esse sucesso está diretamente relacionado à simplicidade com a qual virtualmente qualquer
sistema interagente pode ser representado por conjuntos de vértices e arestas [2, 4].

Para além de uma mera representação sintética de um sistema complexo, um dos últimos
desenvolvimentos no estudo de redes aponta em uma direção de maior abstração, culminando
em algoritmos de mapeamento de séries temporais em grafos e dando origem às chamadas
redes de séries temporais [5]. Os primeiros trabalhos que usam de grafos na análise de séries
temporais datam de pouco mais de dez anos e apresentam uma importante conexão com o
estudo de sistemas dinâmicos [5,6]. De um modo geral, as propostas para o mapeamento de
uma série temporal em uma rede encontradas na literatura podem ser classificadas em três
categorias [5]: grafos de visibilidade, redes de transição e redes de proximidade. Nas diversas
variantes de grafos de visibilidade, cada observação de uma série temporal corresponde a
um vértice na rede e pares de vértices são conectados caso as observações associadas a
esses vértices satisfaçam uma “condição de visibilidade” [7, 8]. Em redes de transição, os
vértices da rede correspondem a um conjunto finito de estados associados a segmentos de
uma série temporal e arestas são traçadas entre vértices a partir das sucessões de estados
que ocorrem ao longo da série [9, 10]. Em redes de proximidade, os vértices da rede podem
representar um conjunto de observações da série [11] ou um conjunto finito de estados [12],
semelhantemente às redes de transição. As arestas, por sua vez, ligam vértices (pares de
conjuntos de observações ou de estados) suficientemente próximos (semelhantes) entre si de
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acordo com uma medida de distância [11,12].
Esses diferentes procedimentos de mapeamento de séries temporais em redes têm grande

potencial para contribuir com métodos novos e mais eficientes para a análise de dados.
Trata-se de uma contribuição importante tendo em vista a crescente quantidade de dados
envolvidos em pesquisas das mais variadas origens [13]. De fato, não apenas o volume de
dados tem aumentado, mas também a riqueza de detalhes em muitos estudos não encontra
precedentes. Até mesmo a investigação de objetos relativamente mais simples como séries
temporais pode se mostrar desafiadora dependendo do contexto do problema e da quantidade
de dados envolvidos na análise. Nesse contexto, as abordagens relacionadas às redes de séries
temporais representam uma contribuição relevante. Ao conectar séries temporais com redes
complexas, todo o aparato teórico de redes complexas fica disponível à análise de séries
temporais. Aqui, vale ressaltar a possibilidade do caminho inverso, ou seja, o mapeamento
de redes complexas em séries temporais [9, 14], que embora tenha sido pouco explorado na
caracterização de redes complexas, permite imaginar uma espécie de dualidade entre redes
e séries temporais [9].

Conforme já mencionamos, algoritmos para a construção de redes de séries temporais
surgiram a pouco na literatura científica. Entre esses, as redes ordinais, um exemplo de
rede de transição, estão entre os mais recentes. Desde seu surgimento na literatura [10],
redes ordinais têm sido usadas principalmente para investigar séries temporais de sistemas
dinâmicos não lineares (como mapas caóticos) e poucos são os trabalhos que se valeram dessa
abordagem para analisar séries temporais de natureza estocástica ou séries empíricas. De
fato, apesar de existirem algumas generalizações desse algoritmo [10, 15–18], muito pouco
se conhece acerca da estrutura básica dessas redes. Esta dissertação tem como principal
objetivo contribuir para o desenvolvimento do formalismo das redes ordinais, especialmente
no que diz respeito à sua utilização no estudo de séries temporais estocásticas [19]. Com
esse fim, este trabalho encontra-se organizado como segue.

No Capítulo 1, apresentamos uma breve revisão de alguns dos mais importantes desen-
volvimentos encontrados na literatura relativos a redes de séries temporais. Para tanto,
descrevemos os principais algoritmos que mapeiam séries temporais em redes: grafos de vi-
sibilidade [7, 8], grafos de quantil [9], redes de recorrência [12] e redes ordinais [10]. Além
disso, reproduzimos e discutimos algumas aplicações desses métodos a séries caóticas e es-
tocásticas. No Capítulo 2, apresentamos alguns resultados (até então desconhecidos) acerca
da topologia de rede ordinais mapeadas de sinais simples e séries temporais de natureza
estocástica. Usando esses resultados, empregamos as redes ordinais na tarefa de detecção de
comportamento aleatório em séries temporais curtas. Além disso, mostramos que é possível
usar propriedades de redes ordinais para identificar o expoente de Hurst em amostras de mo-
vimento browniano fracionário com grande precisão. Finalmente, investigamos mudanças em
métricas de redes ordinais de séries de atividade sísmica terrestre causadas pela ocorrência
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de grandes terremotos.
Por fim, encerramos este trabalho com considerações finais acerca dos tópicos apresen-

tados e expomos nossas perspectivas de futuras investigações. Na tentativa de tornar a
leitura deste trabalho mais objetiva, apresentamos na forma de apêndices alguns aspectos
relacionados à teoria de redes complexas, movimento browniano fracionário, métodos de
aprendizagem estatística e análise de flutuação destendenciada.
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CAPÍTULO 1

Transformações de séries temporais em redes complexas

Neste primeiro capítulo, apresentamos quatro diferentes transformações de séries tem-
porais em redes complexas: grafos de visibilidade, grafos de quantil, redes de recorrência e
redes ordinais. O procedimento de construção de cada rede é ilustrado com exemplos sim-
ples. Desenvolvemos, ainda, uma aplicação para cada método apresentado e comparamos
nossos resultados com aqueles reportados na literatura.

1.1 Grafos de visibilidade

O algoritmo de transformação de uma série temporal em um grafo de visibilidade foi
inicialmente proposto por Lacasa et al. [7]. O conceito de visibilidade entre elementos de uma
série é como o algoritmo extrai informação de sequências numéricas, estabelece conexões e
define a estrutura da rede complexa. Nessa proposta de construção de grafos, cada observação
em uma série temporal corresponde a um vértice na respectiva rede complexa. A relação
entre os vértices, que é capturada pelas arestas, é o que chamamos de relação ou condição
de visibilidade. Caso dois valores quaisquer pertencentes a uma série sejam “visíveis” um ao
outro, existe uma aresta conectando seus respectivos vértices no grafo de visibilidade.

De modo a formalizar o conceito de visibilidade, passamos a considerar uma série tem-
poral denotada por {xt}t=1,...,N , sendo xi = x(ti) uma observação ou medição realizada ao
tempo ti. Mais especificamente, consideramos dois valores xi e xk dessa sequência com
ti < tk. Em seguida, encontramos a reta y(t) que liga o ponto (ti, xi) ao ponto (tk, xk). Na-
turalmente, podemos encontrar os valores y(tj) que essa reta assume nos instantes de tempo
tj intermediários ao intervalo (ti, tk). Caso nenhum xj (com i < j < k) da série temporal
seja maior ou igual que o valor correspondente de y(tj), xi e xk são visíveis um ao outro.
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Podemos expressar essa condição de visibilidade na forma da desigualdade

xj < xk + (xi − xj)
(
tj − tk
tj − ti

)
∀ ti < tj < tk, (1.1)

na qual o lado direito nada mais é do que o valor de y(tj). Se a condição de visibilidade
expressa pela Eq. 1.1 é satisfeita, os vértices correspondentes aos elementos xi e xk são
conectados na rede por uma aresta. Ainda mais, como a relação de visibilidade é uma
relação recíproca, essas ligações são não direcionadas1.

Para esclarecer melhor a desigualdade anterior, notamos que a condição de visibilidade
entre dois pontos (ti, xi) e (tk, xk) representa uma restrição nas possíveis inclinações das retas
que ligam (ti, xi) a cada um dos (tj, xj), com ti < tj < tk. Desse modo, caso a inclinação de
todas as retas entre (ti, xi) e os possíveis (tj, xj) seja menor que o coeficiente angular da reta
y(t), xi e xk satisfazem o critério de visibilidade. A relação entre as inclinações é dada por

xj − xi
tj − ti

<
xj − xk
tj − tk

∀ ti < tj < tk, (1.2)

que, rearranjada, leva à Eq. 1.1. Ao analisar o critério de visibilidade para todas as combi-
nações de pares de elementos de uma série, obtemos o grafo de visibilidade.

A Figura 1.1 ilustra o processo de construção de um grafo de visibilidade a partir de uma
série temporal simples. Podemos observar nessa figura que dois pontos consecutivos xi e
xi+1 são sempre conectados, visto que não existe qualquer xj intermediário a xi e xi+1. Esse
fato tem implicações diretas na estrutura dos grafos de visibilidade. Uma delas é que esse
procedimento gera redes conectadas, sendo sempre possível encontrar um caminho ligando
qualquer par de nós da rede [5, 7]. Além disso, esperamos que elementos excepcionalmente
grandes (em valor absoluto) de uma série sejam visíveis a muitos outros, de modo que os
vértices correspondentes a esses pontos devem se conectar a muitos outros vértices do grafo
de visibilidade [7, 20].

Como todas as propostas para mapear séries temporais em redes complexas, os grafos
de visibilidade têm por objetivo extrair informação do sinal original que gerou a rede e
servir como uma ferramenta de análise da série. Um aspecto importante dessas redes diz
respeito a como suas propriedades topológicas estão relacionadas a características das séries
temporais. Entre outros resultados, foi observado que sequências de números aleatórios são
transformadas em grafos aleatórios, enquanto séries autossimilares (fractais) dão origem a
redes livres de escala e sinais periódicos produzem grafos regulares [7]. Sendo assim, os grafos
de visibilidade podem capturar e revelar informação não trivial acerca da dinâmica de uma
série temporal [7].

Desde o trabalho seminal de Lacasa e colaboradores [7], esse método de transformação
1O Apêndice A traz uma breve revisão de diferentes tipos e modelos de redes complexas.
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Figura 1.1: Ilustração do processo de construção de um grafo de visibilidade. (a)
A série temporal xt = {8, 1, 6, 4, 2, 3, 7, 0, 5} é mostrada e o dado x3 = 6 é destacado em
vermelho. Retas tracejadas em preto indicam os pontos da série que “enxergam” x3; são
eles: x1, x2, x4, x6 e x7. (b) Grafo de visibilidade obtido a partir da série temporal xt.
O vértice correspondente a x3 e suas conexões são destacadas nessa visualização.

de séries em redes tem sido extensamente estudado e vários outros algoritmos modificados
para a construção de redes de visibilidade têm sido propostos2 [5]. Uma das modificações
mais importantes da proposta original é a que dá origem aos chamados grafos de visibilidade
horizontal [8].

Na variante de visibilidade horizontal, ao invés do critério mais “natural” de visibilidade
discutido anteriormente, adota-se uma regra mais restritiva. Especificamente, desenhada
uma linha reta horizontal entre dois valores de uma série (à altura do dado de menor ampli-
tude), esse critério de visibilidade horizontal é satisfeito caso nenhum elemento intermediário
da série esteja acima dessa reta. Assim como no caso dos grafos de visibilidade, cada obser-
vação xi de uma série {xt}t=1,...,N corresponde a um nó do grafo de visibilidade horizontal. As
arestas desse grafo ligam pares de nós (elementos da série) de mútua visibilidade horizontal.

Para expressar esse critério de visibilidade horizontal formalmente, sejam xi e xk dois
pontos pertencentes a uma série {xt}t=1,...,N (com ti < tk) e seja xj tal que ti < tj < tk.
Nesse caso, a condição de visibilidade horizontal entre xi e xk é definida por

xj < xi, xk ∀ ti < tj < tk. (1.3)

Novamente, como visibilidade horizontal é uma relação recíproca, a rede produzida é não
direcionada, uma vez que dois elementos consecutivos de uma série temporal são sempre

2Em razão das muitas variações dos grafos de visibilidade que surgiram na literatura, as redes obtidas a
partir do algoritmo original são também chamadas de grafos de visibilidade natural.
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Figura 1.2: Ilustração do processo de construção de um grafo de visibilidade
horizontal. (a) A série temporal xt = {8, 1, 6, 4, 2, 3, 7, 0, 5} é mostrada com destaque
para o ponto x3 = 6. As retas tracejadas em preto indicam os pontos da série que
“enxergam horizontalmente” x3; são eles: x1, x2, x4 e x7. Note, por exemplo, que x3 e x6
não são conectados no grafo de visibilidade horizontal, diferentemente do que aconteceria
no caso do grafo de visibilidade. (b) Grafo de visibilidade horizontal obtido a partir da
série temporal xt. O vértice correspondente a x3 e suas arestas são destacadas nessa
visualização.

“horizontalmente visíveis” um ao outro [8]. Notamos ainda que as arestas do grafo de visi-
bilidade horizontal são um subconjunto das arestas do grafo de visibilidade quando ambos
são obtidos a partir de uma mesma série temporal [8]. Esse resultado é uma consequência
das desigualdades expressas nas Eqs. 1.1 e 1.3. O processo de construção de um grafo de
visibilidade horizontal é ilustrado na Figura 1.2.

Vale ressaltar ainda que muitas outras variantes de construção de uma rede de visibilidade
podem ser encontradas na literatura. Entre essas variantes, temos os grafos de visibilidade
(natural ou horizontal) pesados, os quais consideram o inverso da distância entre duas ob-
servações em uma série temporal como peso da ligação entre seus respectivos nós [21]. Os
grafos de visibilidade horizontal podem também ser construídos de modo que relações de
causa e efeito entre os dados de uma série sejam levadas em conta. Para tanto, as arestas
passam a ser direcionadas de tal maneira que caso xi e xj (ti < tj) sejam ligados no grafo,
essa ligação é representada por uma aresta que aponta do vértice correspondente a xi para o
vértice correspondente a xj [22]. Existem também os grafos de visibilidade natural paramé-
tricos, que atribuem ao mesmo tempo peso e direção às arestas [23]. Nesse caso, entretanto,
o peso das ligações é dado pela inclinação da reta que liga dois pontos xi e xj e a direção
leva em conta, novamente, relações de causa e efeito. Além disso, um parâmetro adicional é
introduzido nessa abordagem, trata-se de um valor limite para a inclinação da reta que une
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xi e xj, de modo que se o coeficiente angular da reta que une esses dois pontos for maior que
o ângulo máximo, os vértices correspondentes não são conectados, mesmo que o critério de
visibilidade seja satisfeito.

Por fim, é importante mencionar que os grafos de visibilidade e suas variações têm sido
aplicados a séries temporais das mais variadas origens e dos mais diversos campos de estudo,
desde engenharia e medicina até economia e geofísica [5, 6]. Dessa forma, esses grafos cons-
tituem uma classe particularmente relevante de mapeamento de séries temporais em redes
complexas.

1.1.1 Grafos de visibilidade e o expoente de Hurst

Dentre as várias aplicações dos grafos de visibilidade, destacamos seu uso no estudo de
autocorrelações de longo alcance em séries temporais, tal como estabelecido no trabalho de
Lacasa et al. [20].

A fim de analisar como a estrutura dos grafos de visibilidade depende de autocorrelações
existentes em séries temporais, utilizamos uma generalização do movimento browniano usual,
denominada movimento browniano fracionário [24], que corresponde a uma caminhada ale-
atória não markoviana na qual posições futuras do caminhante dependem de todos os seus
passos anteriores3. Um movimento browniano fracionário Bh(t) é um processo estocástico
caracterizado por um parâmetro h∈ (0, 1) conhecido como expoente de Hurst. A depender
do valor de h temos três regimes diferentes: o regime antipersistente (0 < h < 1

2
), o regime

persistente (1
2
< h < 1) e o passeio aleatório usual (h = 1

2
). Por persistência e antipersistên-

cia, referimo-nos a tendências de manutenção (por exemplo, passos para frente tendem a ser
seguidos de passos para frente) ou alternância (por exemplo, passos para frente tendem a ser
seguido de passos para trás) de sinal nos incrementos do movimento browniano fracionário.

Além das autocorrelações de longo alcance entre seus incrementos, o movimento browni-
ano fracionário produz séries temporais autossimilares. Como já mencionamos, o algoritmo
de visibilidade mapeia séries fractais em redes livres de escala, o que significa que a cauda
da distribuição de grau dos vértices da rede assintoticamente tem a forma de uma lei de
potência p(k) ∼ k−γ [25], sendo γ um expoente. Coube a Lacasa et al. [20] estabelecerem
uma conexão entre o expoente γ e o parâmetro de Hurst h conforme passamos a descrever.

Começamos com a hipótese de que os maiores valores de uma série temporal de movimento
browniano fracionário dão origem aos vértices mais conectados da rede (chamados hubs) e,
por conseguinte, podem ser associados ao comportamento de lei de potência da distribuição
de grau da rede. De fato, segundo Lacasa e colaboradores [20], denotando por B(t0) um
desses pontos extremos, a probabilidade desse vértice estar conectado a k outros nós da rede

3O Apêndice B apresenta mais detalhes sobre correlações em séries temporais e o movimento browniano
fracionário.
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pode ser escrita como
p(k) ∼ pret(k)r(k), (1.4)

na qual pret(k) ∼ kh−2 é a probabilidade de retorno ao valor extremo inicial após k passos da
caminhada aleatória [isto é, Bh(t0+k) = Bh(t0)] [26] e r(k) representa a fração de observações
no intervalo (t0, t0 + k] visíveis a Bh(t0) [20]. Lacasa et al. [20] argumentaram que a função
r(k) deve estar associada à rugosidade da caminhada aleatória, capturada pelo seu desvio
padrão. Sendo o desvio padrão do movimento browniano fracionário proporcional a th [24],
devemos ter r(t) ∼ th. Esse resultado está de acordo com a intuição de que caminhadas
aleatórias mais rugosas (de incrementos antipersistentes) tendem a diminuir a visibilidade
entre seus elementos. Consequentemente, a fração de elementos visíveis a um ponto extremo
Bh(t0) em um intervalo de tempo k é dada por r(k) ∼ kh

k
= kh−1. Substituindo esses

resultados na Eq. 1.4, encontramos

p(k) ∼ k2h−3. (1.5)

Assim, comparando o expoente γ da distribuição de grau e o expoente da equação anterior,
temos que

γ = 3− 2h. (1.6)

Usando essa relação, Lacasa et al. [20] concluíram que os grafos de visibilidade são uma
ferramenta capaz de estimar o expoente de Hurst de séries temporais.

A Figura 1.3 ilustra a aplicação desse procedimento na estimativa do expoente de Hurst
para duas trajetórias de movimento browniano fracionário. Em particular, as Figuras 1.3a
e 1.3b mostram o comportamento de cada uma das séries temporais, tornando clara a relação
entre a rugosidade e o caráter persistente ou antipersistente da caminhada aleatória. As
Figuras 1.3c e 1.3d mostram a forma empírica da distribuição de grau p(k) obtida a partir dos
grafos de visibilidade associados às séries temporais comparada ao comportamento de lei de
potência predito pela Eq. 1.5. Similarmente aos resultados reportados por Lacasa et al. [20],
notamos que o comportamento das distribuições empíricas está em razoável acordo com o
comportamento teórico. Entretanto, cabe ressaltar as significativas flutuações observadas
nas estimativas de γ, mesmo para séries temporais relativamente longas (mais de 32 mil
observações). Tais flutuações podem representar uma importante limitação na estimativa de
h em séries temporais curtas.

1.1.2 Ruído, caos e grafos de visibilidade horizontal

Os grafos de visibilidade horizontal têm como principal motivação a possibilidade de se
obter resultados analíticos para séries temporais de origem estocástica [8]. Em particular,
Luque et al. [8] estimaram analiticamente o valor do coeficiente de aglomeração e do cami-
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Figura 1.3: Grafo de visibilidade e movimento fracionário browniano. Séries
temporais do movimento browniano fracionário com (a) h = 0,1 e (b) h = 0,9. Os painéis
(c) e (d) mostram as distribuições de grau dos grafos de visibilidade construídas a partir
das séries temporais em (a) e (b), respectivamente. Nesses painéis, as linhas tracejadas
indicam o comportamento teórico esperado pela Eq. 1.6, próximas às quais indicamos
o valor teórico do expoente da lei de potência (γteo). Ambas as realizações do processo
estocástico são compostas de 215 observações.
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nho mais curto médio para séries temporais aleatórias. Nesse mesmo trabalho, os autores
demonstraram que a distribuição de grau de um grafo de visibilidade horizontal obtido de
uma sequência suficientemente longa de números aleatórios independentes e identicamente
distribuídos é

p(k) =
1

3

(
2

3

)k−2
, (1.7)

que pode ser reescrita como
p(k) ∼ exp (−λk), (1.8)

com λ = λiid = ln
(
3
2

)
. Esse resultado independe da distribuição de probabilidade (desde

que contínua) subjacente à sequência numérica [8].
Considerando a expressão anterior, posteriormente, Lacasa e Toral [27] investigaram a

possibilidade de empregar grafos de visibilidade horizontal na tarefa de distinção entre séries
temporais caóticas e séries temporais estocásticas, um problema recorrentemente encontrado
no estudo de séries temporais [28,29]. A partir de um conjunto de simulações numéricas com
mapas caóticos e sequências aleatórias, Lacasa e Toral [27] concluíram que o valor do pa-
râmetro λ da distribuição de grau (Eq. 1.8) de um grafo de visibilidade horizontal poderia
ser usado para distinguir séries estocásticas de séries caóticas. Especificamente, eles veri-
ficaram numericamente a relação λcaos < λiid < λcorr, na qual λcaos representa o valor do
parâmetro λ obtido para séries temporais caóticas e λcorr representa o mesmo para séries
temporais estocásticas autocorrelacionadas. Desse modo, λiid representaria uma espécie de
limiar de separação entre os comportamentos caótico (λcaos < λiid) e estocástico correlacio-
nado (λcorr > λiid).

A Figura 1.4 ilustra como a distribuição de grau p(k) (e, consequentemente, o valor de λ)
muda ao analisarmos uma série temporal de ruído gaussiano fracionário (série de incremen-
tos do movimento browniano fracionário) ou uma série temporal obtida da iteração do mapa
logístico no regime de caos completo4. Além disso, mostramos também o comportamento
esperado (empírico e teórico) para uma série temporal de números aleatórios não correlaci-
onados sorteados de uma distribuição normal (ruído branco gaussiano). Podemos observar
que o decaimento de p(k) para o mapa logístico é consideravelmente mais lento do que para
o ruído branco. Por outro lado, p(k) para o ruído gaussiano fracionário vai a zero mais
rapidamente que o ruído branco. Assim, os resultados da Figura 1.4 são compatíveis com
a hipótese de Lacasa e Toral [27]. Entretanto, resultados mais recentes têm sugerido falhas
na hipótese de que λiid = ln (3/2) separaria dois regimes diferentes de séries temporais. Em
particular, os trabalhos de Zhang et al. [30] e Ravetti et al. [31] apontaram várias exceções
à regra λcaos < λiid < λcorr para diversos mapas caóticos, ruído gaussiano fracionário (h < 1

2
)

e séries temporais de processos estocásticos autoregressivos.
4Mais detalhes sobre o mapa logístico são apresentados na Seção 1.3.1. Detalhes sobre o ruído gaussiano

fracionário são encontrados no Apêndice B.
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Figura 1.4: Distribuição de grau de grafos de visibilidade horizontal. Distribuição
de grau para grafos de visibilidade horizontal obtidos de uma série de números aleatórios
não correlacionados (ruído branco gaussiano), uma série estocástica autocorrelacionada
(ruído gaussiano fracionário com h = 0,9) e uma série caótica (mapa logístico no regime
de caos completo). Todas as séries usadas aqui são compostas de 219 observações. A
linha tracejada indica o comportamento da Eq. 1.8 com λ = λiid.

1.2 Grafos de quantil

O algoritmo de construção de um grafo de quantil é uma outra possibilidade de repre-
sentação de uma série temporal como rede complexa e foi introduzido na literatura por
Campanharo et al. [9].

Diferentemente dos grafos de visibilidade e suas variações, grafos de quantil têm o número
q de vértices da rede como parâmetro do algoritmo. Mediante uma escolha conveniente de
q, cada vértice representa um quantil da distribuição empírica de probabilidade dos valores
da série temporal. Essa discretização da série em intervalos equiprováveis é feita por meio
do ordenamento crescente dos dados de uma série temporal {xt}t=1,...,N , seguido do seu
particionamento em q seções de mesmo tamanho. As arestas da rede capturam transições
entre quantis associados a elementos consecutivos de uma série. Caso dois elementos xi e
xi+1 de uma série estejam nos intervalos associados aos quantis l e k, respectivamente, uma
aresta direcionada ligando esses vértices existe no grafo. Vale notar que como os vértices são
equivalentes entre si (devido à equiprobabilidade de ocorrência das observações associadas a
cada quantil), a dinâmica da série temporal fica representada pelas arestas da rede. Por fim,
o grafo de quantil é também pesado, sendo o peso de cada aresta definido pela frequência de
ocorrência da transição. A Figura 1.5 ilustra o procedimento de construção de um grafo de
quantil a partir de uma série temporal.

No mesmo trabalho em que propuseram os grafos de quantil, Campanharo e colaborado-
res [9] aplicaram essa abordagem a diversas séries temporais, como sinais periódicos simples,
séries caóticas obtidas dos sistemas de Rössler e Lorenz e séries experimentais relativas a
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Figura 1.5: Ilustração do processo de construção de um grafo de quantil. (a) A
série temporal xt = {8, 1, 6, 4, 2, 3, 7, 0, 5} é particionada em três quantis (q = 3). Por
conveniência, os quantis são numerados em ordem crescente. Os segmentos mais escuros
destacam duas transições: a primeira entre os quantis 3 e 1 e a segunda entre os quantis
1 e 2 (note que cada uma dessas transições ocorre uma outra vez). Os grafos de quantil
permitem que vértices possam se conectar a si próprios (autoarestas), basta que dois
elementos consecutivos da série temporal sejam associados ao mesmo quantil (embora
isso não ocorra nesse exemplo). (b) Grafo de quantil resultante do mapeamento da série
temporal xt. As arestas mais escuras representam transições que ocorrem com maior
frequência.

intervalos de tempo entre batimentos cardíacos consecutivos de pacientes saudáveis e com
doenças cardíacas. Entre outros resultados, eles verificaram que grafos de quantil mapea-
dos a partir de sinais periódicos ruidosos apresentaram uma transição entre regularidade e
aleatoriedade com o aumento da amplitude do ruído, semelhante à que ocorre nas redes de
“mundo pequeno” de Watts e Strogatz [32]. Mais recentemente, outros trabalhos estende-
ram as aplicações dessas redes de quantil a sinais de eletroencefalograma para o estudo de
convulsões [33] e da doença de Alzheimer [34].

Além de possibilitarem a representação de uma série temporal como rede complexa, os
grafos de quantil têm a particularidade de serem inversíveis, ou seja, é possível mapear um
grafo de quantil em réplicas da série temporal original realizando uma caminhada aleatória
sobre a rede correspondente à série original [9]. Desse modo, os grafos de quantil podem
conectar redes complexas e séries temporais de forma dual, o que torna possível o uso de
ferramentas de ambas as áreas no estudo de diversos sistemas.
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1.2.1 Grafos de quantil e o expoente de Hurst

Assim como fizemos anteriormente com o grafo de visibilidade, dentre as várias aplicações
dos grafos de quantil, ilustraremos seu uso na estimativa do expoente de Hurst em amostras
(realizações) de movimento browniano fracionário. Em particular, vamos investigar uma
abordagem baseada em transições entre quantis em diferentes escalas de tempo dentro de
uma mesma série que foi recentemente desenvolvida por Campanharo e Ramos [35].

Para tanto, ao invés de construir apenas um grafo de quantil por meio do exame de
elementos consecutivos de uma série temporal {xt}t=1,...,N , construímos uma coleção desses
grafos a partir do estudo de pares de elementos espaçados em k unidades de tempo5, ou
seja, xi e xi+k, com k = 1, ..., N − 1 [33]. Assim, a estrutura de cada um desses grafos está
relacionada às transições entre quantis em diferentes escalas de tempo de uma mesma série
que são capturadas pela introdução do parâmetro k.

De posse de uma tal coleção de grafos, passeios aleatórios sobre os nós dessas redes
permitem estudar o número de quantis que são “saltados” a cada passo do caminhante na rede.
Em um grafo de quantil construído com um valor particular de k, definimos a quantidade
δl,k(i, j) = |i − j| como o número de quantis saltados no l-ésimo passo de um caminhante
aleatório, na qual os índices i e j representam o i-ésimo e j-ésimo quantil, respectivamente.
O número médio de quantis saltados a cada passo sobre a rede é dado por6

∆(k) =
1

L

L∑
l=1

δl,k(i, j), (1.9)

sendo L o número de passos da caminhada aleatória.
Campanharo e Ramos [35] observaram empiricamente que o comportamento da Eq. 1.9

para valores grandes de k é da forma ∆(k) ∼ kh, possibilitando uma estimativa do parâmetro
de Hurst. A Figura 1.6 mostra resultados da aplicação desse procedimento para séries
temporais de movimento browniano fracionário com diferentes valores de h. Notamos que o
comportamento de lei de potência é seguido de perto por ∆(k), especialmente para valores
grandes de k.

1.3 Redes de recorrência

As redes de recorrência, propostas por Marwan et al. [12], constituem outra maneira
de se representar uma sequência numérica como uma rede complexa. Essa transformação

5Essa generalização do procedimento de construção de um grafo de quantil foi primeiramente proposta
na referência [35]. Outra exposição dessa proposta pode ser encontrada na referência [33].

6Uma aproximação para ∆(k) computacionalmente menos custosa pode ser encontrada na referência [33].
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Figura 1.6: Estimativa do expoente de Hurst a partir de grafos de quantil.
Para estimar o expoente de Hurst, analisamos 50 realizações diferentes de movimento
browniano fracionário para três valores diferentes de h (indicados na figura). Em seguida,
a partir de cada conjunto de realizações, construímos uma coleção de grafos de quantil
(para cada uma das 50 realizações de mesmo h), variando o parâmetro k desde 1 até 1000.
Finalmente, investigamos caminhadas aleatórias de mesmo tamanho de cada série original
para calcular ∆(k). As linhas contínuas na figura mostram o valor médio de ∆(k) para
cada conjunto de realizações. As linhas tracejadas mostram ajustes dos comportamentos
empíricos (via mínimos quadrados em escala log-log), os quais produzem estimativas de
h bastante próximas dos valores verdadeiros (0,21 para h = 0,2, 0,52 para h = 0,50 e
0,80 para h = 0,80). Todas as séries estudadas eram constituídas de 214 observações e
usamos q = 50 na construção de todas as redes.

tem sua origem diretamente associada ao estudo de sistemas dinâmicos7, especificamente,
em outra ferramenta de análise de séries temporais não lineares chamada de gráficos de
recorrência [38].

Um gráfico de recorrência é uma representação pictórica de uma matriz binária e simétrica
R, chamada matriz de recorrência [38]. Os índices i e j, que rotulam os elementos rij em
uma tal matriz, representam instantes de tempo em uma série temporal obtida de sucessivas
medições/observações de um sistema. Caso os estados relativos aos instantes i e j sejam
suficientemente semelhantes (próximos), dizemos que houve uma recorrência (retorno a um
estado previamente ocupado) na evolução do sistema e o elemento de matriz rij é feito igual a
1. Caso os estados relativos a i e j sejam dessemelhantes, a entrada correspondente na matriz
R é nula. Ao representar uma matriz de recorrência por uma figura na qual os elementos de
R iguais a 1 são representados por células pretas e os elementos nulos por células brancas,
obtemos um gráfico de recorrência [38].

7Um sistema dinâmico é um sistema determinístico definido por um conjunto de equações matemáticas
cuja solução define a evolução do estado desse sistema [36, 37]. Quanto ao estado do sistema, esse é repre-
sentado por um vetor de estado em um espaço vetorial, chamado espaço de fase, cuja dimensão depende
do número de variáveis necessárias para a descrição completa do sistema. Usualmente, essas variáveis são
variáveis de posição e momento generalizados.
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O estado de um sistema físico (em um dado instante) usado na definição da matriz de
recorrência, é representado por um ponto no espaço de fase, espaço usualmente definido pe-
las variáveis de posição e momento generalizados que descrevem a dinâmica do sistema. A
evolução desse estado, obtida a partir da solução das equações de movimento, é representada
por uma trajetória no mesmo espaço de fase. Entretanto, empiricamente e de modo geral,
temos acesso a conjuntos de medições na forma de séries temporais e as regras que regem
a evolução dinâmica do sistema costumam ser desconhecidas [37]. Essa aparente contradi-
ção entre teoria e prática é amenizada por métodos desenvolvidos para a análise de séries
temporais não lineares [37, 39]. A ideia fundamental dessa abordagem é a possibilidade de
reconstruir o espaço de fase associado a um sistema dinâmico a partir de uma série temporal
{xt}t=1,...,N feita uma escolha apropriada de dois parâmetros: d e τ [40]. O parâmetro d é
chamado de parâmetro de embedding ou embedding dimension, enquanto τ é chamado de lag,
time delay ou embedding delay. Esses dois parâmetros possibilitam a construção de vetores
de estado da forma wi = (xi, xi+τ , ..., xi+(d−1)τ ) e a similaridade entre esses vetores de estado
é usada para calcular a matriz de recorrência.

Por fim, a similaridade entre dois estados wi e wj pode ser medida por uma distância.
Essa medida de distância (similaridade) pode ser, por exemplo, a distância euclidiana entre os
estados no espaço de fase reconstruído [12]. Nesse caso, quando a distância euclidiana entre
dois vetores de estado é menor que um limite ε preestabelecido, ou seja, ||wi −wj|| < ε, os
estados wi e wj são suficientemente semelhantes ou recorrentes. De posse dessas definições,
os elementos da matriz R podem ser escritos como

rij = Θ(ε− ||wi −wj||), (1.10)

na qual Θ(x) =

{
0, x < 0

1, x > 0
é a função degrau de Heaviside.

A partir da matriz de recorrência, obtemos uma rede de recorrência por meio de sua rein-
terpretação como a matriz de adjacência de um grafo simples [12]. Uma rede de recorrência
é completamente definida por sua matriz de adjacência, usualmente expressa por

A = R− IN , (1.11)

sendo IN a matriz identidade de ordem N . A subtração da matriz identidade remove as
autoarestas do grafo, uma vez que todo estado é sempre recorrente consigo mesmo [12].
A conectividade da rede, por sua vez, depende do parâmetro ε. Valores de ε próximos a
zero tornam a rede desconectada e valores grandes de ε permitem um número maior de
conexões. Para escolhas apropriadas desse parâmetro, a topologia da rede fica determinada
pela dinâmica de recorrências do sistema. A Figura 1.7 mostra um exemplo de uma rede de
recorrência e sua matriz de adjacência.
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Figura 1.7: Ilustração do processo de construção de uma rede de recorrên-
cia. (a) Matriz de adjacência da rede de recorrência associada à série temporal
xt = {8, 1, 6, 4, 2, 3, 7, 0, 5} para ε = 3, d = 2 e τ = 1. Os 8 vetores de estado asso-
ciados a essa série são: {(8, 1), (1, 6), (6, 4), (4, 2), (2, 3), (3, 7), (7, 0), (0, 5)}. (b) Rede de
recorrência resultante do mapeamento da série temporal xt. A ligação entre os estados
rotulados pelos índices 3 e 4 na matriz de adjacência é destacada.

Apesar da relação evidente entre redes de recorrência e sistemas dinâmicos, esse algoritmo
tem sido amplamente empregado em investigações de séries experimentais das mais diversas
áreas [5,6]. De fato, juntamente dos grafos de visibilidade, as redes de recorrência estão entre
as transformações mais difundidas na literatura. Notamos ainda que as redes de recorrência
são apenas um exemplo das chamadas redes de proximidade, dentre outras propostas possí-
veis [5]. Um algoritmo particularmente importante é devido a Zhang e Small [11] e resulta
nas chamadas redes de ciclos, uma das primeiras propostas de mapeamento de séries tempo-
rais em redes complexas encontradas na literatura. Nessas redes, ciclos de séries temporais
são mapeados em vértices de um grafo e ligações entre os nós são estabelecidas quando dois
segmentos distintos são suficientemente semelhantes entre si. No trabalho seminal de Zhang
e Small [11], o coeficiente de correlação de Pearson é usado como medida de semelhança
entre ciclos de séries empíricas.

1.3.1 Redes de recorrência aplicadas ao mapa logístico

No mesmo artigo em que propõem o algoritmo de redes de recorrência, Marwan e cola-
boradores [12] aplicam essa transformação a séries temporais obtidas de iterações do mapa
logístico [41] visando demonstrar que medidas da rede são capazes de separar diferentes re-
gimes dinâmicos desse mapa. O mapa8 logístico [41] é um modelo inspirado em dinâmica

8Um mapa (ou equação de diferença) é um exemplo de sistema dinâmico no qual o tempo é uma variável
discreta [36,37]. De um modo geral, um mapa é escrito na forma
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Figura 1.8: Diagrama de bifurcação do mapa logístico. Órbitas do mapa logístico
para valores do parâmetro r entre 3,5 e 4,0 igualmente espaçados de 0,0015. Os valores
de r∈ {3,679; 3,791; 3,830; 4,000}, para os quais construímos as redes de recorrência são
indicados por linhas verticais tracejadas.

populacional e definido pela equação de recorrência

xt+1 = rxt(1− xt), (1.12)

com 0 < xt < 1 representando uma medida hipotética de população no tempo t e r de-
notando o análogo de uma taxa de crescimento populacional [41, 42]. A depender do valor
de r, a evolução de xt apresenta diversos padrões dinâmicos, como oscilações periódicas e
comportamento caótico.

Seguindo o trabalho de Marwan et al. [12], fixamos os parâmetros d e τ iguais a 1 e,
para o parâmetro de similaridade ε, utilizamos 5% do desvio padrão de cada série tem-
poral para r ∈ {3,679; 3,791; 3,830; 4,000}. Esses valores do parâmetro r foram escolhidos
por corresponderem a quatro regimes diferentes do mapa, nominalmente: junção de bandas
(r = 3,679), laminar (r = 3,791), periódico (r = 3,830) e caos completo (r = 4,000). A
Figura 1.8 mostra um diagrama de bifurcação do mapa logístico destacando esses valores
de r. Para cada um dos quatro valores de r, iteramos o mapa 10000 vezes (com condição
inicial aleatória) e descartamos as primeiras 1000 iterações a fim de evitar comportamentos
transientes. Em seguida, utilizamos esses dados para construir quatro redes de recorrência
(para cada uma das séries referentes aos quatro valores de r) usando os parâmetros menci-
onados anteriormente. De posse dessas redes, estimamos o comprimento médio do caminho
mais curto L, o coeficiente de aglomeração C e a densidade ρ da rede9, conforme mostra a

xt+1 = F(xt)

com x = (x1, x2, ..., xn) e F um campo vetorial de mesma dimensão [36,37].
9A densidade ρ de uma rede é a razão entre o número de arestas que ocorrem na rede e o número de

máximo de arestas que poderia ocorrer. O coeficiente de aglomeração C e o valor médio do caminho mais
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Tabela 1.1.
Um aspecto interessante dessas métricas é que cada uma delas tem clara interpretação

no contexto das recorrências. O comprimento médio do caminho mais curto entre dois
vértices da rede representa a distância entre dois estados no espaço de fase reconstruído.
Isso implica em restrições diretas a essa medida, uma vez que estados mais distantes no
espaço de fase também devem ser distantes entre si na rede. Por conta dessa característica,
essas redes de recorrência tendem a não apresentar a propriedade de “mundo pequeno” [32].
O coeficiente de aglomeração, por sua vez, representa a probabilidade de que os vizinhos
de um determinado estado sejam próximos entre si no espaço de fase. Por fim, a densidade
da rede corresponde a uma medida global de recorrência do sistema. Vale mencionar que
os resultados reproduzidos na Tabela 1.1 estão em ótimo acordo com o trabalho original de
Marwan et al. [12] e, combinados, permitem a distinção entre os quatro regimes investigados
do mapa logístico.

Regime r L C ρ
junção de bandas 3,679 22,8 0,83 0,051

laminar 3,791 23,3 0,78 0,040
periódico 3,830 1,00 1,00 0,333
caótico 4,000 23,6 0,82 0,045

Tabela 1.1: Propriedades das redes de recorrência para séries temporais do mapa
logístico em diferentes regimes. Aqui, L representa o comprimento médio do caminho
mais curto entre pares de vértices da rede, C é o coeficiente de aglomeração e ρ a densidade
da rede. O parâmetro r determina o regime do mapa logístico.

1.4 Redes Ordinais

As redes ordinais, recentemente propostas por Small [10], constituem o último exemplo
de rede complexa mapeada de série temporal apresentado nesta dissertação. Essas redes
podem ser entendidas como uma extensão teórica do formalismo associado a uma medida de
complexidade de séries temporais introduzida por Bandt e Pompe [43] chamada entropia de
permutação. Sendo assim, antes de descrevermos o algoritmo da transformação, começamos
por fazer uma breve explanação dessa medida de complexidade.

Dada uma série temporal {xt}t=1,...,N , podemos construir n = N−d+1 diferentes partições
superpostas de comprimento d. Consequentemente, essas partições contém d−1 observações
em comum. O parâmetro d, que define o tamanho das partições, é chamado de embedding
dimension e sua escolha é limitada pelas condições d! � N e d > 2 [43]. Escolhido d, cada
partição de xt é então denotada por um vetor ws = (xs, xs+1, ..., xs+d−1) com s = 1, 2, ..., n. A
cada elemento em ws associamos um número do vetor de ordem (0, 1, ..., d−1). Esse número

curto L são definidos no Apêndice A, no qual apresentamos mais detalhes acerca de redes complexas.
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é relativo à posição de cada elemento em ws de modo que à observação xs é associado
o número 0, a xs+1 o número 1 e assim sucessivamente até que todos os elementos em ws

estejam associados a um índice do vetor de ordem. Em seguida, procuramos pela permutação
πs = (r0, r1, ..., rd−1) do vetor de ordem (0, 1, ..., d−1) que ordena crescentemente os elementos
da série que compõem a partição. Por fim, a permutação πs é associada à partição ws. A
fim de ilustrar esse procedimento, consideramos uma partição hipotética w = (3,7,5) obtida
de uma série temporal {xt}. Como d = 3, o vetor de ordem correspondente é (0,1,2). Para
que w tenha seus elementos ordenados crescentemente, os números 7 e 5 têm de trocar de
posição dentro da partição, ou seja, devem ser permutados. Aplicando essa permutação ao
segundo e terceiro elementos do vetor de ordem, associamos a permutação π = (0,2,1) a essa
partição visto que essa é a permutação que ordena w.

A ideia de ordenar os elementos de uma partição implica na possibilidade de estabelecer
desigualdades claras entre os mesmos, o que não ocorre caso dois ou mais elementos de
uma partição sejam iguais entre si. Uma possível solução, adotada ao longo deste trabalho,
consiste em alterar minimamente a organização crescente do vetor de ordem (0, 1, ..., d− 1)

não permutando elementos repetidos dentro de uma partição [44, 45]. Para esclarecer essa
escolha, supomos uma partição w = (4, 3, 4). O vetor de ordem é novamente (0, 1, 2). À
primeira observação do número 4 associamos o número de ordem 0. À sua segunda observação
cabe o índice 2. Uma simples permutação do número 3 com o número 4 (primeiro elemento da
partição) ordena w. Logo, π = (1, 0, 2) é uma permutação que ordena essa partição. Note,
entretanto, que uma segunda permutação entre os números 4 não altera o ordenamento
crescente da janela e (1, 2, 0) seria outra permutação legítima para ordenar w. Para evitar
qualquer ambiguidade na definição de π, escolhemos manter a ordem de ocorrência das
observações, ou seja, definimos π = (1, 0, 2) como a permutação associada a w.

Repetido o processo anterior para cada um dos ws, obtemos uma sequência de permuta-
ções, também chamada de sequência simbólica ou sequência de padrões ordinais {πs}s=1,...,n.
De posse dessa sequência simbólica, podemos calcular a probabilidade de ocorrência da per-
mutação πi como

pi(πi) =
número de ocorrências de πi em {πs}s=1,...,n

n
. (1.13)

Consequentemente, a partir da aplicação da Eq. 1.13, obtemos a distribuição de probabilidade
empírica dessas permutações, representada por P = {pi(πi)}i=1,...,d!. É importante notar que
o parâmetro d (embedding dimension) limita a d! o número máximo de diferentes padrões
ordinais (permutações) contidos em {πs}s=1,...,n.

O cálculo da entropia de Shannon a partir da distribuição de probabilidade das permu-
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tações é o que chamamos de entropia de permutação, representada por

H = −
d!∑
i=1

pi ln pi. (1.14)

A entropia de permutação tem seu mínimo (H = 0) para uma série monotônica, na qual
apenas um padrão ordinal aparece na sequência simbólica. Seu máximo (H = ln d!) ocorre
quando todas as permutações relacionadas à série temporal são equiprováveis, o que é obser-
vado para sequências de números aleatórios [43]. Essencialmente, a entropia de permutação
pode ser pensada como uma medida da variedade de padrões ordinais encontrados em uma
série [46]. Assim, Bandt e Pompe introduziram a entropia de permutação como uma medida
de complexidade em séries temporais.

Subsequentes desenvolvimentos e aplicações da entropia de permutação levaram à adição
de outro parâmetro no processo de simbolização. Esse parâmetro é conhecido como embed-
ding delay10 e usualmente denotado pela letra grega τ , com τ > 1 [44, 45]. Enquanto na
proposta original da entropia de permutação elementos consecutivos de uma série temporal
formavam as partições nas quais uma série era dividida, esse novo parâmetro possibilita a
formação de partições constituídas de observações não consecutivas, distantes mais de uma
unidade de tempo entre si, possibilitando o estudo de padrões ordinais em diversas escalas
de tempo11.

A introdução do parâmetro τ faz conveniente revisitar o processo de particionamento
de uma série. Considerando uma série temporal {xt}t=1,...,N , podemos dividi-la em n′ =

N − (d − 1)τ partições. Cada uma dessas partições é representada por um vetor w′s =

(xs, xs+τ , ..., xs+(d−1)τ ) com s = 1, 2, ..., n′. Assim como fizemos anteriormente, um vetor de
ordem (0, 1, ..., d−1) é associado a cada janela e procuramos pela permutação πs que ordena
as observações da série que constituem cada janela. Uma distribuição de probabilidade pode
então ser obtida da sequência simbólica resultante assim como a entropia de Shannon.

É a partir desse contexto de uma série temporal codificada em uma sequência simbólica
que surgem as redes ordinais. Ao invés de procurarmos pela distribuição de probabilidade
dos padrões ordinais e calcularmos a entropia, construímos uma rede das permutações. Nessa
rede, cada vértice representa uma das diferentes permutações presentes em {πs}i=1,...,n e as
arestas ligam pares de permutações que aparecem consecutivamente na sequência ordinal.
Desse modo, as arestas são direcionadas da permutação que ocorre primeiro à permuta-

10Os formalismos da entropia de permutação e das matrizes de recorrência compartilham dos mesmos
parâmetros porque ambas ferramentas estão diretamente ligadas a ideias subjacentes à análise de séries
temporais não lineares [39]. Uma completa junção desses dois formalismos acontece através dos chamados
gráficos de recorrência de ordem [47]. Nessas figuras, semelhantes aos gráficos de recorrência, os estados
relativos às entradas da matriz de recorrência são definidos pelas permutações do processo de simbolização
de Bandt e Pompe. As recorrências são avaliadas a partir da igualdade dessas permutações [47].

11O parâmetro k introduzido na construção dos grafos de quantil para a análise do parâmetro de Hurst
pode ser pensado como o análogo de τ naquele formalismo.
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ção seguinte, capturando a sucessão temporal dos padrões ordinais. Além de direcionadas,
essas ligações são também pesadas e pares de permutações cujas transições ocorrem mais
frequentemente apresentam ligações mais fortes, sendo o peso da ligação igual a probabili-
dade de observação dessa transição na sequência simbólica. Formalmente, a probabilidade
de transição (i→ j) entre dois vértices i e j da rede é

pij =
número de vezes que πi é seguida de πj em {πs}s=1,...,n

n− 1
. (1.15)

Conhecidas as probabilidades de transição entre todos os pares de permutações, podemos
determinar a matriz de adjacência e construir a rede ordinal.

Entretanto, o procedimento anterior de construção de uma rede ordinal, continuação na-
tural das ideias de Bandt e Pompe, não condiz com a proposta original desses grafos. No
algoritmo original, recentemente proposto por Small [10], observações adjacentes de uma sé-
rie são particionadas em janelas não sobrepostas, diferentemente do particionamento original
da entropia de permutação. Após a proposta de Small, vários outros algoritmos de forma-
ção de redes ordinais, ligeiramente diferentes, têm surgido na literatura. Em uma primeira
variação, usando já de partições sobrepostas, os vértices não representam apenas permuta-
ções, mas contém informação referente ao símbolo de permutação e um símbolo associado à
amplitude dos números da partição, semelhantemente aos grafos de quantil [48]. Em outra
generalização, cujo procedimento de construção usa dos parâmetros d e τ , a estrutura dessas
redes foi investigada para valores de τ maiores que 1 [15,17]. Em todos os algoritmos, entre-
tanto, as arestas capturaram a sucessão temporal dos vértices (permutações), caracterizando
as redes ordinais como um tipo de rede de transição. A Figura 1.9 mostra um exemplo de
rede ordinal construída com janelas superpostas, d = 3 e τ = 1.

Assim como acontece com redes de recorrência, redes ordinais têm sido empregadas prin-
cipalmente no estudo de sistemas dinâmicos [10, 14, 15,48], mas aplicações a sistemas bioló-
gicos, mais especificamente, séries de intervalos entre batimentos cardíacos [17,18], também
são encontradas na literatura. A possibilidade de inversão dessa transformação também foi
investigada [14]. De modo similar aos grafos de quantil, o procedimento de inversão passa
pela realização de uma caminhada aleatória sobre os vértices da rede. Por meio de escolhas
apropriadas dos parâmetros de embedding é possível construir séries temporais “substitutas”
cuja dinâmica é próxima à dinâmica da série original [14].

1.4.1 Redes ordinais e o sistema de Rössler

Conforme já mencionamos, as redes ordinais têm sido especialmente aplicadas ao estudo
de séries temporais não lineares. Dentre essas aplicações, destacamos seu uso na análise de
diferentes regimes do sistema de Rössler [49], um conjunto de equações diferenciais acopladas
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Figura 1.9: Ilustração do procedimento de construção de rede ordinal. (a) A série
xt = {8, 1, 6, 4, 2, 3, 7, 0, 5} é mapeada em uma rede ordinal escolhendo d = 3 e τ = 1.
Note que escolhemos sobrepor as partições nas quais a série é dividida. Duas permutações
diferentes, (2, 0, 1) e (0, 2, 1), correspondentes às janelas w2 = (1, 6, 4) e w6 = (3, 7, 6)
são destacadas. Cinco das seis permutações possíveis (dadas a escolha de d) ocorrem
nessa curta sequência. (b) Rede ordinal mapeada de xt. Os vértices correspondentes às
permutações π2 = (2, 0, 1) e π6 = (0, 2, 1) associadas às janelas w2 e w6 são destacados.

definido por

dx

dt
= −y − z

dy

dt
= x+ ay

dz

dt
= b+ z(x− c)

. (1.16)

Esse sistema de equações foi introduzido com o objetivo de definir um modelo simples de
dinâmica não linear no qual o tempo é uma variável contínua12. A complexidade observada
ao longo da evolução temporal desse sistema é consequência da relação não linear do produto
zx presente em sua última equação [49].

No mesmo artigo em que introduz a transformação de redes de transição de partições
ordinais, Small [10] constrói redes ordinais a partir de séries temporais da variável x para

12Sistemas dinâmicos nos quais o tempo é uma variável contínua são descritos por conjuntos de equações
diferenciais da forma

dx(t)

dt
= F(x(t)).

Esses sistemas dinâmicos são também chamados de fluxos [36, 37]. Na equação acima, x = (x1, x2, ..., xn) e
F é um campo vetorial de mesma dimensão. No caso do sistema de Rössler, em que o campo vetorial não
depende explicitamente do tempo, o sistema é ainda chamado de autônomo [36,37].
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diferentes regimes do sistema de Rössler. Para tanto, são fixados os parâmetros b = 2 e
c = 4 e as mudanças de regime são delegadas ao parâmetro a. Apesar da análise realizada
se restringir somente ao estudo da forma não direcionada e não pesada dessas redes, Small
argumenta que uma simples inspeção visual da topologia das redes seria capaz de demonstrar
diferenças entre regimes periódicos e caóticos [10].

Em trabalho posterior, McCullough e colaboradores [15], construindo a rede direcio-
nada com janelas sobrepostas e usando os parâmetros d e τ , variaram o parâmetro a ∈
{0,37; 0,3705; 0,371; ...; 0,43} novamente com b = 2 e c = 4 e notaram que, mediante certas
escolhas de d e τ , séries periódicas da variável x do sistema de Rössler geravam redes de estru-
tura circular. Séries caóticas dessa mesma variável transformavam-se em grafos de aparência
tubular, em alusão ao atrator do sistema. De modo a investigar sistematicamente se simples
métricas de uma rede ordinal seriam capazes de capturar alterações na dinâmica do sistema,
os autores escolhem usar d = 8 e τ = 9 de modo que a estrutura da rede contenha o máximo
de informação possível e ao mesmo tempo seja uma conveniente simplificação da dinâmica
do sistema. Variando o parâmetro a no intervalo mencionado, um diagrama de bifurcação é
produzido (novamente da variável x) e o expoente de Lyapunov13λ estimado para cada uma
das séries. O comportamento do valor médio do grau de saída 〈k〉 e da variância do grau de
saída σk da rede ordinal correspondente são mostrados na Figura 1.10. Como podemos ver,
essas medidas simples e globais da rede parecem se comportar semelhantemente ao expoente
de Lyapunov e, portanto, capturam alterações na dinâmica do sistema subjacente.

13O expoente de Lyapunov [42] é uma medida da divergência entre trajetórias de um sistema dinâmico
com condições iniciais ligeiramente distintas. Usando a definição de caos dada por Strogatz [42], de que “caos
é comportamento aperiódico de longo prazo em um sistema determinístico que exibe sensível dependência
às condições iniciais”, o expoente de Lyapunov é uma quantificação da sensibilidade do sistema a alterações
nas condições iniciais.
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Figura 1.10: Alterações na dinâmica do sistema de Rössler. (a) Diagrama de
bifurcação para a variável x do sistema de Rössler. Esse sistema de equações foi resolvido
para 1201 valores igualmente espaçados do parâmetro a entre 0,37 e 0,43 usando o método
de Runge-Kutta de quarta ordem [50]. Para cada valor diferente desse parâmetro, um
conjunto de condições iniciais aleatórias no intervalo (0, 1) é gerado para as variáveis
x, y e z. O passo de integração escolhido foi 0,02 e foram realizadas 200000 iterações.
Metade desses pontos foi descartada para evitar transientes. Ainda, amostramos a cada
10 pontos das soluções do sistema de equações a fim de reduzir as séries a 10000 dados. Os
resultados mostrados foram obtidos dessas últimas séries. (b) Expoente de Lyapunov em
função da variação do parâmetro a. (c) Grau médio de saída de redes ordinais construídas
usando d = 8 e τ = 9 em função do parâmetro a. (d) Variância do grau de saída para as
mesmas redes ordinais. O resultados mostrados nessa figura são uma reprodução parcial
de resultados de McCullough e colaboradores [15].
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CAPÍTULO 2

Propriedades básicas e aplicações de redes ordinais a processos

estocásticos

Neste segundo capítulo, apresentamos novos resultados para as redes ordinais [19]. Pri-
meiramente, tornamos explícitos alguns vínculos inerentes a essas redes que implicam em
diretas restrições de conectividade. Em seguida, identificamos aspectos da topologia das re-
des de sinais simples bem como a estrutura de redes ordinais mapeadas de séries temporais
de natureza estocástica. Por fim, aplicamos as redes ordinais à análise de autocorrelações
em séries temporais estocásticas teóricas e empíricas.

2.1 Estrutura e propriedades de redes ordinais

Assim que uma série temporal é mapeada em uma rede complexa, as métricas da rede
passam a ser as métricas relevantes para o estudo da série. Sendo assim, é importante saber-
mos como o processo de mapeamento de uma série influencia na estrutura da rede complexa.
Características topológicas importantes das redes ordinais são naturalmente herdadas e vin-
culadas às sequências simbólicas que dão origem a essas redes. Por isso, passamos a explicitar
algumas restrições importantes impostas às redes ordinais [10,15,19,48].

A conectividade de um vértice é uma característica singular nas redes ordinais. Essas
redes apresentam restrições quanto ao número máximo de arestas que saem ou chegam a
um vértice. Curiosamente, essas restrições não são aparentes quando d = 2, pois nesse caso
a rede contém todas as conexões direcionadas possíveis entre os nós da rede (Figura 2.1 e
Figura 2.2b). Entretanto, apesar de termos seis permutações possíveis em uma rede ordinal
quando d = 3, um máximo de três arestas saem ou chegam a cada vértice. Essa limitação
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Figura 2.1: Transições permitidas em redes ordinais. Alguns exemplos de transições
possíveis em redes ordinais de embedding dimension d = 2, 3 e 4 são mostradas na figura.
Observações x1, x2, ... de uma série temporal que integram duas partições consecutivas
da série são destacadas em cor. Além disso, os números de ordem associados a essas
observações (em cada uma das janelas) são correspondentemente coloridos. Note que o
símbolo ordinal associado a cada observação da série decresce com o avanço da janela
móvel.

de conectividade deve-se ao fato de que a permutação πs que ordena a partição ws de uma
série temporal pode ser sucedida por somente três padrões ordinais associados à partição
ws+1. Esse vínculo imposto às permutações é consequência do ordenamento dos elementos
na partição ws, dado que tal ordenamento é parcialmente levado adiante para a próxima
partição ws+1 pelos dois elementos que ambas compartilham (Figura 2.1). Quanto menor
a embedding dimension d, menos observações são compartilhadas entre partições diferentes
e o passado de uma série temporal se torna mais rapidamente irrelevante na determinação
de futuras permutações. Apesar de termos discutido apenas o caso d = 3, essas ideias de
sucessão permanecem válidas para qualquer escolha de d, de modo que todos os nós em uma
rede de permutações têm graus de entrada e saída limitados a valores inteiros entre 0 e d.
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Desse modo, uma rede ordinal tem o número total de arestas limitado pelo produto entre o
número máximo de arestas que um vértice pode apresentar e o número máximo de vértices
que a rede pode ter, ou seja, limitado a d× d!.

Outra consequência dos vínculos impostos às transições entre permutações está rela-
cionada à ocorrência de autoarestas nessas redes. Analisando todas as transições possíveis
(respeitando os vínculos de sucessão), concluímos que autoarestas podem existir para apenas
dois vértices de uma rede ordinal, independentemente da embedding dimension d. Esses dois
nós são aqueles associados a permutações ascendentes ou descendentes, como as permutações
(0, 1, 2) e (2, 1, 0) no caso em que d = 3 e (0, 1, 2, 3) e (3, 2, 1, 0) para d = 4.

Como diferentes maneiras de se construir redes ordinais podem ser encontradas na litera-
tura, os vínculos anteriores não se aplicam diretamente a essas generalizações. Por exemplo,
uma dada permutação πs pode ser seguida de qualquer permutação no caso de partições
consecutivas que não se sobrepõem. Isso ocorre pois essas partições não contém elementos
comuns entre si [10, 16]. No caso em que o embedding delay τ entre as observações da série
é maior que 1, restrições similares às discutidas anteriormente emergem para transições de
ordem mais alta [15]. Nesta dissertação, entretanto, vamos nos concentrar em redes ordi-
nais que representam um desdobramento natural do processo de simbolização de Bandt e
Pompe [43], com janelas sobrepostas, embedding dimension d e embedding delay τ = 1.

2.1.1 Topologia de redes ordinais de séries temporais simples

Discutidas as restrições gerais de conectividade das redes ordinais, passamos a apresentar
resultados acerca da topologia dessas redes para séries temporais simples.

Talvez o primeiro e mais simples exemplo a ser considerado seja o de uma sequência
monotônica (crescente ou decrescente). Nesse caso, independentemente da embedding di-
mension d, a rede ordinal é formada por apenas um nó (representando uma permutação
crescente ou decrescente) e uma autoaresta (indicando que essa permutação é sempre se-
guida de si mesma). Portanto, as propriedades de uma rede ordinal mapeada de uma série
monotônica são todas triviais.

Séries periódicas são outro exemplo de sinal simples mas que já conduzem a resultados
mais interessantes. Redes ordinais de séries periódicas formam estruturas cíclicas, com o
arranjo dos nós e arestas evocando a própria natureza da série, como mostrado na Figura 2.2a.
Se o número de observações dentro de um período de uma série temporal é T e escolhermos
d = T , a rede ordinal resultante é um grafo cíclico de T vértices (número de diferentes
permutações), dado que a série temporal (e, consequentemente, os padrões ordinais) se repete
a cada T observações. Além disso, a estrutura cíclica da rede não muda se aumentarmos a
embedding dimension de modo que d > T , apenas as permutações associadas aos nós da rede
são alteradas. Em razão desse comportamento, redes ordinais de sinais periódicos apresentam
distribuição de grau uniforme e diâmetro que cresce linearmente com d (Figuras 2.2c e 2.2d).
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Podemos mostrar que o caminho mais curto pesado médio para um vértice qualquer da rede
é igual a 1

d

∑d−1
i=1

(
i
d

)
, resultado que também independe da escolha do nó devido à simetria do

grafo. Sendo assim, o valor médio do caminho mais curto pesado para toda a rede é também

〈l〉per =
1

d

d−1∑
i=1

(
i

d

)
=
d− 1

2d
, (2.1)

com a soma representando a distância pesada de um nó qualquer da rede em relação a todos
os outros e o fator 1/d associado à média sobre os nós da rede. Notamos que essa expressão
é válida caso todas as arestas do grafo apresentem o mesmo peso, o que acontece quando a
série temporal periódica é longa ou composta de um número inteiro de períodos.

2.1.2 Redes ordinais aleatórias

Sequências de números aleatórios independentes e identicamente distribuídos são outro
tipo comum de série temporal que passamos a investigar. Chamaremos de redes ordinais
aleatórias as redes ordinais mapeadas de ruído branco.

Diferentemente de sinais monotônicos ou periódicos, esperamos que as redes ordinais ale-
atórias sejam tão conectadas quanto possível, visto que os vértices dessas redes representam
permutações que ocorrem equiprovavelmente em sinais aleatórios suficientemente longos [43].
Essa intuição inicial é confirmada e as redes ordinais aleatórias são formadas por d! nós com d

ligações saindo e d ligações chegando a cada um deles (Figura 2.2b). Logo, as redes ordinais
aleatórias apresentam máxima conectividade, guardadas as restrições de sucessão intrínse-
cas ao processo de simbolização de Bandt e Pompe. Tal fato faz com que o grau médio e
o diâmetro das redes ordinais aleatórias aumente linearmente com d, como mostrado nas
Figuras 2.2c e 2.2d.

Outro detalhe interessante das redes ordinais aleatórias é que os pesos das arestas são
diferentes, isto é, nem todas as transições ocorrem com a mesma probabilidade (diferen-
temente do que acontece com as permutações). De fato, para cada vértice da rede, uma
das d arestas que sai do vértice é duas vezes mais pesada (arestas pretas na Figura 2.2b)
que cada uma das d − 1 arestas restantes. Empiricamente, verificamos que esse resultado
é válido para longas sequências de números aleatórios sorteados de distribuições de proba-
bilidade de suporte contínuo. Para esclarecer o mecanismo que gera essa diferença entre as
probabilidades de transição, escolhemos d = 3 e supomos uma partição w1 = (x1, x2, x3)

que tem como permutação correspondente π1 = (0, 1, 2) (isto é, x1 < x2 < x3). A partição
seguinte, w2 = (x2, x3, x4), tem x4 como único elemento não compartilhado com w1. Ne-
cessariamente, x4 tem de satisfazer uma das seguintes condições: i) x4 < x1 < x2 < x3;
ii) x1 < x4 < x2 < x3; iii) x1 < x2 < x4 < x3; iv) x1 < x2 < x3 < x4. As condi-
ções i e ii levam à permutação π2 = (2, 0, 1), enquanto iii resulta em π2 = (0, 2, 1) e iv
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d = 2

d = 3

d = 4Ruído branco gaussiano

Sinal periódico
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d = 3 d = 4

d = 5

d = 2

Figura 2.2: Redes ordinais de séries temporais periódicas e aleatórias. (a) Ilus-
tração do mapeamento de um sinal periódico em redes ordinais de diferentes embedding
dimensions d (indicadas na figura). (b) Mapeamento de ruído branco gaussiano em redes
ordinais de diferentes embedding dimensions d. As arestas pretas indicam as transições
que ocorrem com maior probabilidade. (c) Grau médio 〈k〉, (d) diâmetro L e (e) caminho
mais curto pesado médio 〈l〉 em função da embedding dimension d para redes ordinais de
sinais aleatórios (círculos) e periódicos (triângulos). Os sinais periódicos têm período T
e embedding dimension d iguais. Os resultados para essas três propriedades são válidos
para séries temporais suficientemente longas, quando temos uma estimativa confiável de
todas as transições entre as permutações.
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em π2 = (0, 1, 2). Assim, existem duas maneiras de encontrarmos π2 = (2, 0, 1), o que
torna a transição (0, 1, 2) → (2, 0, 1) duas vezes mais provável que (0, 1, 2) → (0, 2, 1) ou
(0, 1, 2) → (0, 1, 2). Vale notar que se sortearmos um número grande de ternas (x1, x2, x3),
os valores médios de x1, x2 e x3 convergem para os quartis da distribuição de probabilidade
da série temporal, tornando as quatro condições anteriores equiprováveis. Essas mesmas
ideias podem ser aplicadas para transições de primeira ordem qualquer que seja a embedding
dimension d.

Uma regra simples e geral para determinar a permutação π∗s+1 que é mais provável de
seguir πs é procurar pela permutação na qual o símbolo igual a ‘d−1’ encontra-se na posição
ocupada pelo símbolo ‘0’ em πs. Por exemplo, se d = 4 e πs = (3, 2, 1, 0), temos que
π∗s+1 = (2, 1, 0, 3) é duas vezes mais provável de suceder (3, 2, 1, 0) que qualquer uma das
outras permutações possíveis {(3, 2, 1, 0), (2, 1, 3, 0), (2, 3, 1, 0)}, visto que o símbolo ‘3’ em
π∗s+1 está na mesma posição ocupada pelo símbolo ‘0’ em πs. Esse resultado, juntamente
das restrições de sucessão entre permutações, permite construir as matrizes de adjacência
teóricas para as redes ordinais aleatórias de embedding dimension d arbitrária.

Para calcularmos as entradas dessas matrizes de adjacência teóricas, começamos com
uma matriz quadrada nula de ordem d!. Estabelecemos, então, conexões direcionadas entre
todos os pares de nós πi e πj para os quais a transição πi → πj é possível. Os elementos
de matriz correspondentes a essas arestas são feitos iguais a 1. Em seguida, atualizamos os
pesos das ligações mais prováveis de 1 para 2. Finalmente, os elementos pij da matriz de
adjacência são divididos pelo fator (d + 1)!, que representa o peso total das arestas da rede
[(d− 1)× d! + 2d!]. Como exemplo, caso d = 2, a matriz de adjacência teórica de uma rede
ordinal aleatória é dada por

Ad=2 =

(
1

(2+1)!
2

(2+1)!
2

(2+1)!
1

(2+1)!

)
=

(
1/6 2/6

2/6 1/6

)
, (2.2)

de modo que os pesos das ligações são p01→01 = 1/6, p01→10 = 2/6, p10→01 = 2/6 e p10→10 =

1/6.
Matrizes de adjacência construídas similarmente a Ad=2 permitem calcular teoricamente

o resultado de qualquer métrica de uma rede ordinal aleatória de embedding dimension
d arbitrária. A Figura 2.2e mostra, por exemplo, que o valor médio do caminho mais
curto pesado em função de d (estimado a partir dessas redes teóricas) tende a zero com
o crescimento de d. Isso acontece porque os pesos das arestas decrescem muito rapidamente
com o aumento de d.
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2.2 Sinal, ruído e redes ordinais aleatórias

As matrizes de adjacência teóricas das redes ordinais aleatórias tornam possível a apli-
cação dessas redes a situações que envolvam a presença (ou ausência) de ruído em uma série
temporal.

Como primeiro exemplo de aplicação, investigamos a possibilidade de detecção de com-
portamento regular em séries aleatórias curtas. Para ilustrar essa possibilidade, investigamos
se ruído branco gaussiano parcialmente ordenado pode ser distinguido de um ruído “puro”
estimando a distância de edição1 δ [51] de suas respectivas redes ordinais. Para uma rede
complexa direcionada e pesada, essa medida simples corresponde à quantidade de peso das
arestas que deve ser realocado para que as duas redes se tornem iguais. Assim sendo, gera-
mos um ensemble de séries de ruído branco nas quais uma fração η de elementos consecutivos
são ordenados crescentemente. Em seguida, variando a fração de dados ordenados η, mape-
amos essas séries temporais em redes ordinais e estimamos os valores médios da distância de
edição δ dessas redes em relação às redes aleatórias teóricas. A Figura 2.3 mostra o com-
portamento do valor médio de δ em função de η, bem como o intervalo de 95% de confiança
para d∈{2, 3, 4} e séries compostas de N ∈{1000, 5000, 10000} elementos. Como esperado,
observamos que os valores de δ aumentam com η em todos os casos.

Também estimamos o valor médio da distância de edição entre redes ordinais empíricas
de ruído branco (1000, 5000 e 10000 observações) e redes aleatórias teóricas para construir
bandas de confiança do comportamento de séries aleatórias finitas. Valores de δ fora dessa
banda representam uma indicação confiável de que uma série temporal empírica apresenta
desvios em relação à completa aleatoriedade. Além disso, essas regiões de confiança permitem
identificar frações limiares de ordenamento η∗ a partir das quais a distância de edição é capaz
de detectar precisamente essa anomalia. A Figura 2.3 mostra que essa abordagem é capaz de
detectar regularidade em séries temporais aleatórias de 1000 elementos quando η∗ ≈ 6, 8%

para d = 2, η∗ ≈ 8,0 quando d = 3 e η∗ ≈ 9,2 para d = 4. A Figura 2.3 ainda indica que os
valores de η∗ diminuem com o aumento do comprimento N da série temporal e que d = 2

apresenta os menores valores de η∗, independentemente de N .
Para confirmar esses resultados, estimamos valores médios de η∗ sobre 10 realizações do

procedimento de detecção em função de N . A Figura 2.4 mostra que η∗ decai exponencial-
mente com N para d∈{2, 3, 4}. Para séries temporais longas (N > 105), todos esses valores
de d são igualmente eficientes em detectar a fração mínima de ordenamento usada em nossos
experimentos numéricos (ηmin = 1%). Por outro lado, d = 2 exibe os menores valores de η∗

1A distância de edição δ entre dois grafos (G e G′) é definida por

δ(G,G′) =
∑n

i,j=1 |aij − a′ij |,

na qual aij denota os elementos da matriz de adjacência do grafo G e a′ij representa o mesmo para o grafo
G′.
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para séries mais curtas. As poucas possibilidades de transição quando d = 2 tornam o dese-
quilíbrio que é inserido na série (número desproporcional de padrões ordinais ascendentes)
mais facilmente detectável. Entretanto, a proximidade entre as bandas de desvio padrão de
d = 2 e d = 3 indica que a diferença entre esses casos é pequena. Além disso, essa situação
deve mudar caso o padrão anômalo inserido na série seja mais complexo e redes ordinais com
d > 2 podem ter um melhor desempenho na detecção de anomalias mais complexas. Esse
exemplo ilustra que sempre existirá um trade-off entre a embedding dimension e o tamanho
da série temporal.

Como segundo exemplo de aplicação das redes ordinais aleatórias, passamos a investigar
uma medida de entropia da rede chamada de entropia global dos vértices2 [17]. Essa medida
captura a diversidade de sucessão entre as permutações da rede e tem sido usada como
um indicador de determinismo em séries temporais [18]. Entretanto, antes de introduzir a
entropia global dos vértices, começamos por definir uma entropia local, calculada ao nível
do nó. Essa entropia local do vértice pode ser escrita para um vértice i da rede como

hi = −
∑
j∈Oi

p′ij log p′ij, (2.3)

com p′ij = pij/
∑

k∈Oi pik denotando a probabilidade renormalizada da transição i → j e Oi
representando o conjunto dos nós j ligados a i pelas arestas que saem desse nó (vizinhança
de saída do nó i). A probabilidade renormalizada p′ij implica em 0 < hi < log d, com o limite
inferior refletindo uma situação de completa certeza, quando temos apenas uma transição
i→ j possível. Por outro lado, o limite superior corresponde à situação de maior incerteza,
quando temos um conjunto de transições (i→ j, i→ k, ...) equiprováveis3.

Estabelecida a entropia local, podemos definir a entropia global dos vértices como

HGN =
d!∑
i=1

hip
′
i, (2.4)

na qual p′i =
∑

j∈Ii pji representa a soma dos pesos das arestas que chegam ao nó i através
de sua vizinhança de entrada Ii. Logo, vemos que a entropia global dos vértices representa
uma média do determinismo local das conexões da rede ponderada pelas probabilidades de
ocorrência dos vértices. Notamos ainda que p′i ∼ pi(πi) para séries temporais longas, ou
seja, a soma dos pesos das arestas que chegam a um vértice representa a probabilidade de
observação de sua permutação correspondente. Desse modo, a rede ordinal contém em sua
estrutura a informação necessária para o cálculo da entropia de permutação.

2Originalmente proposta por Unakafov e Keller [46], essa medida é também chamada de entropia condi-
cional de padrões ordinais.

3Note que o limite superior da entropia local do nó é determinado pela embedding dimension d, visto que
o número máximo de arestas que podem sair do vértice é igual a d.
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Figura 2.3: Detectando comportamento não aleatório com redes ordinais alea-
tórias. Os painéis (a)-(c) mostram os valores médios da distância de edição δ (linhas em
cor) entre redes ordinais de ruído branco parcialmente ordenado (η é a fração de elementos
ordenados) e as redes aleatórias calculadas teoricamente para as embedding dimensions
d = 2, 3, e 4, respectivamente. Em cada um desses painéis, os resultados da primeira
coluna são obtidos de ensembles de 1000 séries temporais de N = 1000 elementos cada,
enquanto as segunda e terceira colunas mostram os resultados obtidos para ensembles de
1000 séries compostas de N = 5000 e 10000 elementos, respectivamente. As regiões som-
breadas em cor representam bandas de confiança de 95% para δ das séries parcialmente
ordenadas e as regiões sombreadas em cinza denotam bandas de confiança de 95% para
δ calculadas de séries aleatórias finitas. As linhas verticais tracejadas indicam a fração
limiar de elementos ordenados η∗ a partir da qual é possível distinguir uma série aleatória
parcialmente ordenada de uma série aleatória de mesmo comprimento.
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Figura 2.4: Limiar de detecção de séries aleatórias parcialmente ordenadas. Fra-
ção limiar η∗ em função do comprimento N da série temporal para d ∈ {2, 3, 4}. Os
pontos representam valores médios de η∗ estimados a partir de 10 realizações e as regiões
sombreadas mostram a banda de um desvio padrão. A linha tracejada horizontal indica
o mínimo de ordenamento imposto em nossos experimentos numéricos (1%).

Definida a entropia da rede ordinal, seu valor teórico pode ser calculado para uma rede
ordinal aleatória de embedding dimension d arbitrária. Primeiramente, a entropia local de
um vértice i da rede é

h
(rand)
i = −p̃′ij log p̃′ij −

d−1∑
j=1

p′ij log p′ij

= − 2

d+ 1
log

(
2

d+ 1

)
−
(
d− 1

d+ 1

)
log

(
1

d+ 1

)
,

(2.5)

na qual p′ij = 1/(d+ 1) representa a probabilidade renormalizada de transição do nó i para o
nó j (para as transições i→ j menos prováveis) e p̃′ij = 2p′ij representa a mesma medida para
a transição mais provável restante. Como os vértices em uma rede aleatória teórica têm todos
o mesmo número de ligações e distribuição de pesos, podemos substituir o resultado anterior,
juntamente com p′i = p

(rand)
i = 1/d! (equiprobabilidade de ocorrência das permutações), na

definição da entropia global dos vértices (Eq. 2.4) a fim de encontrarmos a entropia global
HGN para sequências longas de números aleatórios não correlacionados, que fica

H
(rand)
GN =

d!∑
i=1

{
2

(d+ 1)d!
log

(
d+ 1

2

)
+

(
d− 1

(d+ 1)d!

)
log (d+ 1)

}
= log(d+ 1)− (log 4)/(d+ 1).

(2.6)

É importante observar que o valor numérico de H(rand)
GN é sempre menor que aquele obtido

41



ξ = 0,40 ξ = 0,80 ξ = 2,00ξ = 0,00

Figura 2.5: Robustez da entropia de permutação e da entropia global dos vértices
à adição de ruído. (a) Visualizações de redes ordinais mapeadas de sinais periódicos
ruidosos para d = 3 e diferentes valores da razão sinal/ruído ξ (mostrados abaixo das
redes). (b) Valores médios da entropia de permutação H (círculos) e entropia global
dos nós HGN (triângulos) obtidos a partir de um ensemble de 100 realizações de sinais
periódicos ruidosos em função de ξ para d = 2, 3, e 4. Cada série temporal tem 104

elementos e o período T é feito igual à embedding dimension (T = d). A entropia de
permutação é normalizada pelo seu valor máximo e a entropia global dos vértices pelo
valor calculado para a rede ordinal aleatória (Eq. 2.6). As pequenas regiões sombreadas
correspondem a uma banda de um desvio padrão.

no caso em que todas as transições são equiprováveis (H(equi)
GN = log d) e somente quando

d → ∞ temos H(rand)
GN → H

(equi)
GN . Assim, o valor de H(rand)

GN não representa a situação de
mais alta entropia para um dado valor de d, visto que podem existir séries temporais para as
quais HGN > H

(rand)
GN . De posse do resultado anterior, podemos analisar como redes ordinais

de sinais periódicos se transformam em redes ordinais aleatórias com a adição de ruído aos
sinais. Para tanto, geramos sinais oscilatórios tipo dente de serra (Figura 2.2a) com 10000

elementos e período T . Como exemplos dessas séries, temos xt = {0, 1, 0, 1, . . . } (T = 2)
e xt = {0, 1/2, 1, 0, 1/2, 1, . . . } (T = 3). Em seguida, somamos um ruído uniformemente
distribuído no intervalo [−ξ, ξ] aos elementos dessas séries temporais, com o parâmetro ξ
controlando a razão sinal/ruído. A Figura 2.5 mostra exemplos de redes ordinais obtidas
desses sinais periódicos para ξ ∈{0; 0,4; 0,8; 2,0} e d = T = 3. Como esperado, a estrutura
circular da rede ordinal do sinal periódico (ξ = 0) aproxima-se de uma rede ordinal aleatória
com o aumento de ξ. Notamos que essa aproximação inicia-se com a emergência de todas as
permutações (o que acontece para pequenos valores de ξ), seguida do enfraquecimento das
três ligações da rede cíclica inicial e o fortalecimento das outras ligações.
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Essas séries periódicas ruidosas permitem avaliar a robustez à adição de ruído da entropia
global dos vérticesHGN (Eq. 2.4) em comparação com a entropia de permutaçãoH (Eq. 1.14).
Com esse propósito, geramos 100 sinais do tipo dente de serra com N = 10000 dados para
cada ξ ∈{0; 0,05; 0,1; . . . ; 2,0}. Em seguida, estimamos os valores médios de HGN e H para
todos os valores de ξ. Por fim, normalizamos essas quantidades dividindo os valores de HGN

por Hrand
GN e H por log d!. A Figura 2.5b mostra a média dos valores normalizados de HGN e

H em função de ξ para d = 2, 3 e 4. Notamos que os valores de HGN são mais robustos do
que os de H em relação à adição de ruído e, portanto, mais eficientes em distinguir séries com
diferentes valores de ξ. Essa característica é mais evidente para d = T = 2 pois, nesse caso,
xt = {0; 1; 0; 1; . . . } e os padrões ordinais são equiprováveis para todos os valores de ξ, de
modo que os valores normalizados de H são sempre iguais a um. Contrariamente, a entropia
global dos vértices é zero para ξ < 0,5 e começa a aumentar para valores de ξ maiores que
0,5. Para valores maiores de d, observamos que a entropia de permutação H tende a 1 muito
mais rapidamente do que HGN. Por exemplo, ao contrário dos valores de HGN, os valores de
H são incapazes de distinguir essas séries periódicas ruidosas se ξ > 1.

2.3 Redes ordinais e correlações em séries temporais

Após analisarmos sequências de números aleatórios não correlacionados, passamos a ex-
plorar amostras de processos estocásticos autocorrelacionados. Com esse objetivo, estuda-
mos séries de ruído gaussiano fracionário e movimento browniano fracionário [24]. Como
mencionamos anteriormente, o movimento browniano fracionário é um processo estocástico
autossimilar caracterizado pelo parâmetro ou expoente de Hurst h∈ (0, 1). Seus incremen-
tos constituem um processo estocástico estacionário de distribuição normal de média zero e
variância unitária, usualmente chamado de ruído gaussiano fracionário4.

A Figura 2.6 traz exemplos de realizações de ambos os processos estocásticos para di-
ferentes valores de h, com amostras geradas usando o procedimento de Hosking5 [52]. A
Figura 2.6 também apresenta visualizações das redes ordinais correspondentes a cada reali-
zação dos processos. Observamos que todas as permutações possíveis estão presentes nessas
redes e que cada vértice apresenta todas as conexões permitidas. Desse modo, essas redes
são todas idênticas se não considerarmos o peso das ligações. Entretanto, uma simples inspe-
ção visual nos padrões dos pesos das arestas já informa acerca das particularidades de cada
série temporal. Para o ruído gaussiano fracionário, observamos uma distribuição desigual
dos pesos para valores pequenos do expoente de Hurst h, enquanto o movimento browniano
fracionário apresenta uma distribuição mais uniforme para a mesma faixa de valores de h.
No caso do movimento browniano fracionário, notamos que o peso da autoaresta associada à

4No Apêndice B apresentamos diversas propriedades desse processo estocástico.
5No Apêndice B discutimos os detalhes da implementação desse método.
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permutação ‘210’ cresce consideravelmente para valores grandes de h, refletindo a tendência
descendente dessas realizações do processo estocástico.

Uma possibilidade de quantificar essa aparente desigualdade nos pesos das arestas é cal-
cular o coeficiente de Gini [53]. Esse coeficiente representa uma medida de dispersão em
distribuições de probabilidade. Valores do índice de Gini próximos de zero indicam que os
pesos estão igualmente distribuídos, enquanto valores próximos de um indicam uma desi-
gualdade aguda na distribuição dos pesos. Estimamos o coeficiente de Gini de um ensemble
de redes ordinais associadas a séries temporais de ruído gaussiano fracionário e movimento
browniano fracionário com diferentes valores do parâmetro de Hurst (100 realizações para
cada h ∈ {0,1; 0,2; . . . ; 0,9}). Os valores médios do coeficiente de Gini são mostrados na
Figura 2.6c e confirmam a análise visual anterior. Para o ruído gaussiano fracionário, ob-
servamos que o índice de Gini decresce quando h aumenta de 0,1 até aproximadamente 0,5.
Para h > 0,5, o valor numérico desse coeficiente fica próximo do resultado esperado para
uma rede aleatória teórica. Contrariamente, o coeficiente de Gini aumenta sistematicamente
com h para o movimento browniano fracionário.

Avaliamos os valores médios da entropia global dos vértices HGN (normalizada pela
Eq. 2.5) em comparação com a entropia de permutação H (normalizada por log d!). A
Figura 2.6d mostra os resultados encontrados para o ruído gaussiano fracionário. Notamos
que a dependência de H com h é mais côncava do que a dependência de HGN com h e que
os valores de HGN apresentam um intervalo de variação muito maior do que os valores de H.
Esse comportamento é similar ao reportado para sinais periódicos ruidosos e dá suporte à
hipótese de que a entropia global dos vértices possui um poder discriminador maior do que
a entropia de permutação usual. Ainda, calculamos a média do caminho mais curto pesado
〈l〉 para o movimento browniano fracionário em função do expoente de Hurst. A Figura 2.6e
mostra que os valores de 〈l〉 decrescem monotonicamente com h para d = 2 e d = 3, um
comportamento que também é observado para o ruído gaussiano fracionário.

O comportamento monotônico e bem definido de 〈l〉 em relação a h sugere que podemos
usar a média do caminho mais curto pesado de uma rede ordinal para predizer o expoente
de Hurst da série original. Para testar sistematicamente essa possibilidade, propomos uma
tarefa de regressão na qual o expoente de Hurst do movimento browniano fracionário é predito
mapeando uma série em uma rede ordinal e usando 〈l〉 como única variável preditiva. Para
realizar essa tarefa de regressão, escolhemos um algoritmo de k-primeiros vizinhos6 [54].
Esse algoritmo de aprendizagem estatística é especialmente adequado para situações em que
temos uma relação não linear de baixa dimensionalidade (Figura 2.6e) [54].

Com o objetivo de predizer h, geramos um ensemble contendo 100 amostras de movimento
browniano fracionário (1024 passos) para cada h∈{0,1; 0,12; 0,14; . . . ; 0,9} e utilizamos 75%

6No Apêndice C expomos aspectos gerais sobre aprendizagem estatística e o algoritmo de primeiros
vizinhos.
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Figura 2.6: Redes ordinais de ruído gaussiano fracionário e movimento browniano
fracionário. (a) Ilustração do mapeamento de amostras de ruído gaussiano fracionário
com diferentes expoentes de Hurst h em rede ordinais. (b) Ilustração do mapeamento
de amostras de movimento browniano fracionário com diferentes expoentes de Hurst h
em redes ordinais. Nesses dois painéis, a espessura das ligações é proporcional ao peso
das arestas. (c) Dependência do coeficiente de Gini associado à distribuição de peso
das arestas com o expoente de Hurst h para o ruído gaussiano fracionário (círculos) e o
movimento browniano fracionário (triângulos). A linha tracejada nesse painel representa
o valor do coeficiente de Gini para redes ordinais aleatórias. (d) Entropia de permutação
H (triângulos) e entropia global dos vértices HGN (círculos) com d = 3 em função do
expoente de Hurst h para o ruído gaussiano fracionário. A entropia de permutação
é normalizada por log d! e a entropia global dos vértices pelo valor das redes ordinais
aleatórias (Eq. 2.6). (e) Caminho mais curto pesado médio 〈l〉 em função do expoente
de Hurst h com d = 2 (círculos) e d = 3 (triângulos) para o movimento browniano
fracionário. Nos painéis (c)-(e), todas as curvas representam valores médios estimados a
partir de um ensemble de 1000 séries para cada expoente de Hurst. As áreas sombreadas
representam uma banda de um desvio padrão.
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de todas essas séries em um procedimento de validação cruzada em cinco partes [54] para
selecionar o melhor número k de primeiros vizinhos, o único hiperparâmetro do algoritmo. O
restante das séries (25% do conjunto inicial), às quais o algoritmo nunca foi exposto, foram
usadas para testar a precisão das predições. A Figura 2.7a mostra os valores verdadeiros e os
valores preditos para o expoente de Hurst, na qual atingimos uma precisão de 97,7% medida
pelo coeficiente de determinação7 R2. Esse resultado representa uma precisão muito boa
considerando que as séries são relativamente curtas. Para efeitos de comparação, contrapo-
mos o resultado da nossa abordagem baseada em redes ordinais com o resultado obtido da
aplicação do método de análise de flutuação destendenciada8 (DFA) [55], um método confiá-
vel, robusto e tradicionalmente muito aplicado na estimativa do expoente de Hurst [56]. A
Figura 2.7b mostra a relação entre os valores verdadeiros e os valores preditos de h resultan-
tes da aplicação do método DFA a um subconjunto de 25% de amostras do mesmo ensemble
de séries usado na avaliação do método das redes ordinais. Notamos imediatamente uma
dispersão maior entre os valores verdadeiros e preditos, que pode ser quantificada por uma
diminuição no coeficiente de determinação (R2 = 89,9%).

Comparamos também a precisão da abordagem de redes ordinais com outra transforma-
ção de série temporal em rede complexa, os grafos de quantil (Seção 1.2 do Capítulo 1) [9,35].
Construímos grafos de quantil a partir do mesmo conjunto de séries usados para as redes
ordinais e testamos várias métricas de rede (grau médio, caminho mais curto pesado mé-
dio, diâmetro, coeficiente de aglomeração) como variáveis preditoras do expoente de Hurst.
Verificamos que o grau médio foi a medida que produziu o melhor resultado nessa tarefa
de regressão. A Figura 2.7c mostra a relação entre os valores verdadeiros e preditos para o
expoente de Hurst usando grafos de quantil com 50 quantis. O coeficiente de determinação
obtido foi R2 = 93,5%. Essa acurácia é maior que a do método DFA e menor que a precisão
obtida usando redes ordinais, como mostra a Figura 2.6d.

O número de quantis q em um grafo de quantil tem um papel similar ao da embedding
dimension d em uma rede ordinal visto que ambos os parâmetros definem o número de
vértices nas redes. Assim, precisamos ajustar esses parâmetros para que tenhamos uma
melhor comparação entre ambas as abordagens. Para esse fim, treinamos algoritmos de
aprendizagem usando valores diferentes de d e q e estimamos os valores de R2 no conjunto
de teste para cada combinação. Observamos que o aumento de d diminui sistematicamente
a qualidade da regressão para as redes ordinais e que o valor ótimo é d = 2 para essas séries
temporais de 1024 observações. Por outro lado, grafos de quantil apresentam baixa acurácia
quando o número de quantis é muito baixo ou muito alto. Sendo assim, os resultados da
Figura 2.7 indicam que o desempenho da tarefa de regressão para valores otimizados de d

7Esse coeficiente é definido no contexto da avaliação de desempenho de algoritmos de aprendizagem
estatística no Apêndice C.

8Do inglês, detrended fluctuation analysis. O procedimento de implementação desse método é detalhado
no Apêndice D.
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Figura 2.7: Estimativas do expoente de Hurst usando redes ordinais. Os painéis
(a)-(c) mostram a relação entre os valores verdadeiros e preditos dos expoentes de Hurst
obtidos via redes ordinais (d = 2), análise de flutuação destendenciada (DFA), e grafos
de quantil (q = 50), respectivamente. As linhas tracejadas representam o resultado
ideal. As predições são obtidas aplicando o algoritmo regressor de k-primeiros vizinhos
aos valores médios de caminho mais curto pesado 〈l〉 (redes ordinais) e grau (grafos de
quantil) relacionados a séries de 1024 pontos de movimento browniano fracionário. Para
o método DFA, o valor de h é obtido por um ajuste de mínimos quadrados entre a
função de flutuação F (s) e o parâmetro de escala s, ambos em escala logarítmica (isto é,
logF (s) ∝ h log s). (d) O gráfico de barras mostra a precisão de cada abordagem medida
pelo coeficiente de determinação R2. Barras de erro representam intervalos de confiança
de 95% obtidos pelo método de bootstrapping [54] em 1000 reamostras. (e) Dependência
de R2 com o número de vértices para redes ordinais (quadrados) e também para grafos
de quantil (círculos).

e q é melhor para redes ordinais (R2 = 97,7% para d = 2) do que para grafos de quantil
(R2 = 93,5% com q = 50).

Vale observar que o caminho mais curto pesado médio das redes ordinais pode ser in-
terpretado como uma medida de persistência ou antipersistência. Esse fato é especialmente
claro quando d = 2, pois os pesos das autoarestas ‘01’→‘01’ e ‘10’→’10’ denotam a frequên-
cia de movimentos ascendentes e descendentes que ocorrem dentro de uma série. Logo,
autoarestas desproporcionalmente pesadas indicam persistência. Caso as arestas conectando
vértices distintos (‘01’→‘10’ ou ‘10’→’01’) contenham a maior parte do peso distribuído na
rede, temos uma indicação de antipersistência. Desse modo, valores maiores de 〈l〉 estão
associados a uma prevalência das transições ‘01’→‘10’ e ‘10’→’01’ enquanto valores meno-
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res de 〈l〉 indicam uma frequência maior das transições ‘01’→‘01’ e ‘10’→’10’ associadas às
autoarestas.

2.4 Redes ordinais aplicadas a séries de atividade sísmica

Como última aplicação, passamos a investigar redes ordinais obtidas de séries temporais
empíricas relativas à atividade sísmica terrestre. Em particular, analisamos séries temporais
de magnitudes de terremotos da Southern California Seismic Network [57] entre 1990 e 2019.
Mais especificamente, estudamos se as redes ordinais são capazes de detectar mudanças no
comportamento das séries temporais devidas à ocorrência de um grande terremoto. Para
tanto, selecionamos todos os eventos de magnitude maior que 7,0 e construímos duas séries
temporais relativas a 200 eventos antes e depois de um grande terremoto. A Figura 2.8
mostra um exemplo de série de atividade sísmica (antes e depois) para o terremoto Baja
California, de magnitude 7,2, ocorrido em 4 de abril de 2010 em Guadalupe Victoria, uma
pequena cidade do estado de Baja California no México [58]. Temos ainda dois outros
grandes terremotos: Landers (28 de junho de 1992) [59] de magnitude 7,3 e Hector Mine (16
de outubro de 1999) [60] de magnitude 7,1.
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Figura 2.8: Detecção de mudanças na atividade sísmica terrestre usando redes
ordinais. (a) Série temporal de magnitude de tremores antes (vermelho) e depois (azul)
do grande terremoto Baja Califórnia [58]. As redes ordinais mostradas nesse painel foram
obtidas usando as séries temporais de antes e depois do grande terremoto (com d = 2). (b)
Caminho mais curto pesado médio 〈l〉 estimado a partir das redes ordinais construídas
com séries temporais anteriores e posteriores a três grandes terremotos (indicados nas
barras). Notamos que os valores de 〈l〉 diminuem após a ocorrência do mainshock nos
três casos. (c) Cada curva colorida mostra a diferença entre o caminho mais curto médio
antes (〈l〉antes) e depois (〈l〉depois) em função do número de eventos anteriores e posteriores
ao mainshock. Observamos que 〈l〉antes − 〈l〉depois é sempre positivo para N entre 150 e
300, o que demonstra a robustez desse resultado.
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Mapeamos as séries temporais da atividade sísmica desses três grandes terremotos em
redes ordinais com9 d = 2 (conforme ilustrado na Figura 2.8a) e calculamos a média do cami-
nho mais curto pesado 〈l〉 para as redes antes (〈l〉antes) e depois (〈l〉depois) do terremoto. Os
resultados obtidos (Figura 2.8b) mostram que os valores de 〈l〉 decrescem após a ocorrência
de um grande terremoto. Verificamos que esse resultado se mantém quando variamos entre
150 e 300 o número de eventos sísmicos antes e depois do grande terremoto, conforme mostra
a Figura 2.8c. Esse comportamento provavelmente está relacionado à lei de Omori [61], uma
das leis sísmicas fundamentais10 que estabelece que o número de aftershocks por unidade de
tempo decai como uma lei de potência do tempo decorrido após o mainshock. O decaimento
da lei de Omori de alguma maneira pode introduzir correlações persistentes na série temporal
após os maiores eventos, a qual pode ser a causa da redução do valor de 〈l〉.

9A escolha de embedding dimension d = 2 se justifica em razão do tamanho dessas séries temporais.
10As leis fundamentais da dinâmica sísmica terrestre são [62]: (1) Lei de Gutenberg-Richter, que descreve

a distribuição de probabilidade de ocorrência de terremotos em função da magnitude ou energia; (2) Lei
de Omori, que descreve a dinâmica de decaimento da produção de tremores secundários (aftershocks) após
um tremor principal (mainshock); (3) Lei que rege a estatística de intervalos de tempo entre tremores
consecutivos de magnitude superior a um limiar predefinido; (4) Lei de produtividade, que relaciona a
energia de um mainshock ao número de aftershocks desencadeados; (5) Lei de Båth, que afirma que a
diferença média entre a magnitude de um mainshock e o maior aftershock é igual a 1,2.
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Conclusões e Perspectivas

Neste trabalho, apresentamos algumas das principais propostas para transformações de
séries temporais em redes complexas encontradas na literatura: grafos de visibilidade, grafos
de quantil, redes de recorrência e redes ordinais. Para tanto, descrevemos cada uma des-
sas propostas e reproduzimos aplicações relativas a séries de natureza caótica e estocástica.
Esses algoritmos fazem parte do recém-surgido campo de pesquisa de redes de séries tempo-
rais cujos métodos têm despertado considerável interesse e encontrado aplicações em séries
temporais de diversas naturezas.

Também apresentamos uma investigação acerca de redes ordinais mapeadas de séries
temporais de natureza estocástica, uma vez que um estudo desse tipo faltava à literatura
científica. Em particular, analisamos redes ordinais mapeadas de ruído branco, sinais pe-
riódicos ruidosos, movimento browniano fracionário e séries temporais de atividade sísmica
terrestre. Oferecemos uma descrição detalhada das redes ordinais mapeadas de ruído branco
(redes ordinais aleatórias), revelando algumas propriedades contraintuitivas como a distri-
buição não uniforme dos pesos das arestas e a existência de autoarestas somente em nós as-
sociados a permutações ascendentes ou descendentes. Também propomos um procedimento
para a construção da forma exata da matriz de adjacência dessas redes ordinais aleatórias
a fim de usá-las na detecção de comportamento não aleatório em séries temporais. Para
sinais periódicos ruidosos, nossos resultados indicaram que a entropia global dos vértices
estimada a partir das redes ordinais é mais robusta na presença de ruído que a entropia de
permutação. Ainda, demonstramos a utilidade das redes ordinais na estimativa do expoente
de Hurst de séries temporais e na detecção de mudanças em séries de atividade sísmica após
a ocorrência de grandes tremores.

Além dos resultados relativos às redes ordinais apresentados nesta dissertação, temos
como perspectiva a realização de uma investigação mais detalhada acerca do processo de
mapeamento inverso de redes ordinais, isto é, da obtenção de uma réplica da série temporal
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a partir de sua rede ordinal. Tal como no caso dos grafos de quantil, esse procedimento
passa pela realização de uma caminhada aleatória sobre a rede. Imaginamos, por exemplo,
que capturando os padrões ordinais ao longo de um passeio aleatório sobre uma rede ordinal
mapeada de uma amostra de ruído gaussiano fracionário possamos reproduzir uma réplica
dessa série de mesmo expoente de Hurst que a série original.

Outras possibilidades de pesquisas originais incluem a análise de redes ordinais mape-
adas de séries fractais (motivada pelo estudo sobre o movimento browniano fracionário) e
a extensão natural do método de redes ordinais para a transformação de dados de maior
dimensão (como imagens) em redes para fins de caracterização.
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APÊNDICE A

Redes complexas

A.1 Redes complexas e sua representação

Uma rede (ou grafo) é um conjunto de vértices conectados por arestas (Figura A.1) [1,
2]. Os vértices, também chamados nós ou atores, usualmente representam elementos que
constituem um determinado sistema, enquanto as arestas, também chamadas de ligações ou
laços, denotam algum tipo de relação ou interação entre esses constituintes [1, 2]. Devido à
simplicidade e generalidade dessa ideia de representação, são inúmeros os possíveis exemplos
de sistemas que podem ser aproximados por redes e estudados sob essa perspectiva. Alguns
exemplos são redes sociais, a internet, redes neuronais, redes de colaboração e citação em
comunidades científicas entre outros [1, 2, 4].

Em sua forma mais comum, as redes têm diferentes pares de vértices ligados por apenas
uma aresta (Figura A.1a). Nesse caso, são chamadas de grafos simples, em oposição a outros
tipos de grafos que podem apresentar relações mais complexas entre seus vértices como
autoarestas (um nó conectando-se a si mesmo) ou múltiplas arestas (Figura A.1b) [1, 2].
Para além da mera relação binária da ocorrência da aresta, outras propriedades, como o
peso e a direção da ligação também são importantes. Redes nas quais as arestas possuem
peso e direção são chamadas de redes direcionadas e pesadas (Figura A.1c).

Matematicamente, um grafo é completamente definido por uma matriz chamada matriz
de adjacência [1, 2]. Para um grafo simples, sua matriz de adjacência A tem o elemento aij
igual a 1 caso os vértices i e j estejam conectados na rede e 0 caso o contrário. A matriz de
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adjacência do grafo mostrado na Figura A.1a, por exemplo, é

A =


0 1 1 1 1

1 0 1 0 0

1 1 0 0 0

1 0 0 0 0

1 0 0 0 0

 . (A.1)

Para redes pesadas, os elementos da matriz de adjacência são, em geral, diferentes de 0 e 1.
Em redes direcionadas, caso o elemento aij da matriz de adjacência A seja não nulo, existe
uma ligação direcionada do i-ésimo para o j-ésimo vértice da rede. A matriz de adjacência
da rede direcionada e pesada mostrada na Figura A.1c, por exemplo, é

A =


0 2 0 2 0

0 0 3 0 0

1 0 0 0 0

0 0 0 0 0

1 0 0 0 0

 . (A.2)

Uma vez que temos uma representação matemática conveniente de um grafo, podemos
calcular algumas métricas da rede a fim de caracterizar sua estrutura de conexões [1, 2, 4].
Isso é importante porque as redes encontradas no mundo real são frequentemente chamadas
de redes complexas por apresentar uma disposição de arestas entre a completa regularidade
e a completa aleatoriedade [2]. Métricas como caminho mais curto l, diâmetro L, coeficiente
de aglomeração C e grau k são algumas das medidas mais comuns [1, 2, 4].

O caminho mais curto (caminho geodésico) li,j entre dois vértices i e j é o menor número
de arestas que se atravessadas levam de um dos vértices ao outro [1, 2]. O valor médio do
caminho mais curto sobre todos os pares de vértices da rede L é uma medida importante
associada ao fenômeno de “mundo pequeno” observado em redes complexas [32]. Em redes
direcionadas, a determinação do caminho mais curto entre dois vértices tem de respeitar
as direções das arestas. Em redes pesadas, o caminho mais curto passa a ser o caminho de
menor soma dos pesos das arestas. Por sua vez, o diâmetro L de uma rede é o maior caminho
mais curto entre dois vértices quaisquer da rede [1, 2].

O coeficiente de aglomeração1 C é uma medida que avalia a formação de triângulos em
redes [1,2,32]. Definindo o coeficiente de aglomeração local Ci de um vértice i como a fração
do número de conexões observadas entre os primeiros vizinhos de i e o número de conexões
possíveis entre esses vizinhos, o coeficiente de aglomeração é calculado tomando a média
dessa medida local para todos os vértices da rede. Redes complexas costumam apresentar

1O coeficiente de aglomeração usado aqui é devido a Watts e Strogatz [32]. Para outras definições veja a
referência [1].
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Figura A.1: Ilustração de diferentes tipos de grafos. (a) Grafo simples. (b) Grafo
(não simples) apresentando multiarestas e autoarestas. (c) Rede direcionada e pesada.

valores grandes para esse coeficiente quando comparadas a redes formadas pela inserção
aleatória de arestas entre vértices [1, 32].

Por fim, o grau k de um vértice é simplesmente o número de arestas conectadas a ele [1,2].
Em redes direcionadas, um vértice tem duas medidas de grau: o grau de entrada kin (número
de arestas que chegam ao vértice) e o grau de saída kout (número de arestas que saem
do vértice). Entretanto, além do grau de um vértice particular da rede, é interessante
conhecer a distribuição de grau da rede, isto é, a probabilidade p(k) de encontrarmos um
vértice conectado a k outros vértices da rede. Em redes complexas, é comum observarmos
distribuições de grau de cauda pesada associadas à presença de vértices muito conectados
na rede, os chamados hubs [25].

A.2 Modelos de redes complexas

Uma vez que representamos convenientemente um grafo e quantificamos sua estrutura
usando algumas das métricas desenvolvidas no estudo de redes, o próximo passo é a cons-
trução de modelos teóricos que reproduzam características observadas em redes do mundo
real. Sendo assim, passamos a descrever três dos principais modelos usados no estudo de
redes complexas: Erdös-Rényi [63], Watts-Strogatz [32] e Barabási-Albert [25].

O modelo de grafos aleatórios ou modelo de Erdös-Rényi (Figura A.2a) [63] é um modelo
estocástico de formação de grafos. Em uma das descrições desse modelo, o número de vértices
n da rede é fixado e uma aresta entre um par qualquer de vértices existe com probabilidade
p [1,2,4]. É importante notar que esse modelo não gera apenas uma rede, mas um ensemble
de grafos simples no qual cada membro desse conjunto é uma realização particular do modelo.
Propriedades típicas de um grafo aleatório são então avaliadas a partir de médias sobre todo
o ensemble.

Denotando por G um grafo desse ensemble, a probabilidade de obtenção dessa realização
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Figura A.2: Ilustração de algumas redes obtidas de modelos de redes complexas.
(a) Realização do modelo de Erdös-Rényi com os parâmetros n = 10 e p = 0,1. (b)
Realização do modelo de Watts-Strogatz com probabilidade p = 0,1 de rearranjo de cada
aresta de uma rede regular com k = 2. (c) Realização do modelo de Barabási-Albert com
cada passo adicionando um vértice ligado a uma aresta à rede.

particular do modelo é dada pela distribuição de Bernoulli [1, 2]

p(G) = pm(1− p)(
n
2)−m, (A.3)

na qual m denota o número de arestas e
(
n
2

)
é o número de diferentes pares de vértices na

rede. Além disso, a probabilidade p(m) de se obter um grafo com m arestas é dada pelo
produto entre p(G) e o número de maneiras de dispor m arestas entre todos os pares de
vértices [1], ou seja,

p(m) =

((n
2

)
n

)
pm(1− p)(

n
2)−m. (A.4)

Usando esse resultado, podemos calcular o número típico de arestas para um grafo aleatório:

〈m〉 =

(n2)∑
m=0

mp(m)

=

(n2)∑
m=0

m

((n
2

)
n

)
pm(1− p)(
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2)−m

=

(
n
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p
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(A.5)

A distribuição de grau p(k) de um grafo aleatório pode ser obtida considerando que a
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probabilidade de que um determinado vértice esteja ligado a k dos n − 1 outros vértices
do grafo é uma distribuição de Bernoulli. Tendo em mente que existem

(
n−1
k

)
maneiras

diferentes de escolher k entre n− 1 vértices [1], a distribuição de grau de um grafo aleatório
é também uma distribuição Binomial dada por

p(k) =

(
n− 1

k

)
pk(1− p)n−1−k. (A.6)

Consequentemente, o valor médio de k sobre todo o ensemble é

〈k〉 =
n−1∑
k=0

kp(k) = (n− 1)p. (A.7)

A partir dessa última relação, fixando 〈k〉 de modo que p varie em função do número de
vértices n e tomando o limite de n→∞, podemos usar as aproximações [1](

n− 1

k

)
=

(n− 1)!

(n− 1− k)!k!
∼=

(n− 1)k

k!
(A.8)

e

ln(1− p)n−1−k = (n− 1− k) ln(1− p)

= −(n− 1− k)p

= −(n− 1− k)

(n− 1)
〈k〉

∼ −〈k〉,

(A.9)

uma vez que a Eq. A.7 implica em p→ 0 nesse limite. Assim, a distribuição de grau do
modelo de Erdös-Rényi é aproximada pela distribuição de Poisson

p(k) =
e−〈k〉〈k〉k

k!
. (A.10)

Por esse motivo, esses grafos também são chamados de grafos de Poisson [1, 2].
Outra medida que pode ser calculada é o coeficiente de aglomeração C. Interpretando o

coeficiente de aglomeração local Ci de um vértice i da rede como a probabilidade de conexão
entre dois primeiros vizinhos desse vértice e notando que essa probabilidade é igual a p (as
arestas ocorrem independentemente umas das outras), temos Ci = p para qualquer vértice i
na rede e, logo, o coeficiente de aglomeração é

C = p =
〈k〉
n− 1

. (A.11)

É interessante notar que se 〈k〉 é mantido constante, tomando o limite de n → ∞ esse
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coeficiente vai a zero.
Uma última característica importante do modelo de grafos aleatórios é a dependência do

valor médio do caminho mais curto com o número de vértices do grafo. Essa dependência é
da forma [1,2, 4]

L ∼ lnn

ln〈k〉
, (A.12)

em que o crescimento logarítmico marca a propriedade de mundo pequeno [2].
Como mencionamos, redes complexas frequentemente apresentam a propriedade de mundo

pequeno, valores muito maiores para o coeficiente de aglomeração que os preditos pela
Eq. A.11 e distribuição de grau de cauda pesada [1, 2, 4]. Como podemos ver, o modelo
de Erdös-Rényi falha em reproduzir simultaneamente essas características.

Outro modelo de redes complexas, o modelo de “mundo pequeno” ou modelo de Watts-
Strogatz [32], representa uma tentativa de preservar a propriedade de mundo pequeno, ob-
servada nos grafos aleatórios, e simultaneamente produzir valores grandes para o coeficiente
de aglomeração [32]. Uma rede de mundo pequeno (Figura A.2b) é obtida a partir de uma
rede regular na forma de um anel2 com n vértices ligados aos seus k primeiros vizinhos
(sendo k um número par) na qual cada uma dessas arestas é rearranjada com probabilidade
p. No limite em que p→ 0, o grafo mantém sua estrutura de rede cristalina (alto coefi-
ciente de aglomeração) enquanto p→ 1 produz um grafo aleatório (propriedade de mundo
pequeno). As características de mundo pequeno e alta formação de triângulos são simulta-
neamente encontradas para pequenos valores de p (p < 0,1). Para esses valores, o modelo
apresenta uma acentuada diminuição no caminho mais curto médio L, enquanto o coeficiente
de aglomeração C da rede permanece praticamente inalterado [32].

Por fim, o modelo de Barabási-Albert [25] tem como principal particularidade sua distri-
buição de grau de cauda pesada. Nesse modelo, partindo de uma rede inicial, a cada passo é
adicionado um novo vértice à rede e um número fixo de arestas entre esse vértice e os vértices
já presentes na rede. Além disso, as arestas são traçadas com probabilidade proporcional ao
grau do vértice na rede, de modo que os vértices mais conectados tendem a aumentar ainda
mais suas ligações em uma espécie de efeito no qual o “rico fica mais rico” [25]. Barabási
e Albert [25] encontraram que as redes geradas segundo esse mecanismo apresentam uma
distribuição de grau da forma p(k) ∼ k−γ com γ = 3. Devido à forma dessa distribuição,
essas redes são também chamadas de redes livres de escala [2, 4].

2Rede cristalina unidimensional com condição periódica de contorno.
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APÊNDICE B

Movimento browniano fracionário

B.1 Séries temporais, autocorrelações e processos esto-

cásticos

Uma série temporal {xt}t=1,...,N é um conjunto de observações de uma variável feitas se-
quencialmente no tempo [64]. Exemplos comuns de séries temporais acontecem em economia
(séries históricas de indicadores econômicos) e em ciências físicas como meteorologia (séries
climáticas) e geofísica (séries de atividade sísmica).

Em virtude da complexidade comumente associada às séries temporais desses sistemas
naturais e sociais, seu estudo é geralmente realizado a partir de uma perspectiva probabilís-
tica. Entretanto, enquanto experimentos canônicos em probabilidade (como lançamentos de
moedas ou dados) assumem de partida que os resultados de duas realizações consecutivas do
mesmo experimento são independentes entre si, uma característica que marca o estudo de
séries temporais é a presença de dependência entre resultados de observações sucessivas [64].

Em estatística, medidas de correlação são frequentemente usadas para avaliar associação
ou dependência entre duas variáveis. Supondo, por exemplo, dois conjuntos de observações
{x1, x2, ..., xN} e {y1, y2, ..., yN} de grandezas distintas x e y, podemos definir o coeficiente
de correlação de Pearson R [64] como

R =

∑N
i=1(xi − x̄)(yi − ȳ)√∑N

i=1(xi − x̄)2
∑N

i=1(yi − ȳ)2
, (B.1)

sendo x̄ =
∑N

i=1 xi/N e ȳ =
∑N

i=1 yi/N as respectivas médias desses conjuntos de observa-
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ções. Do mesmo modo, podemos generalizar essa medida de correlação com o objetivo de
avaliar associações entre pares de observações consecutivas em uma série temporal. Para
tanto, dada uma série temporal {xt}t=1,...,N , passamos a considerar os pares de observações
(x1, x2), (x2, x3),..., (xN−1, xN). Em seguida, definimos o coeficiente de correlação serial ou,
simplesmente, autocorrelação [64] como

r =

∑N−1
i=1 (xi − x̄(1))(xi+1 − x̄(2))√∑N−1

i=1 (xi − x̄(1))2
∑N

i=2(xi+1 − x̄(2))2
, (B.2)

com x̄(1) =
∑N−1

i=1 xi/(N−1) e x̄(2) =
∑N

i=2 xi/(N−1). Caso a série temporal seja constituída
de um número razoavelmente grande de observações podemos supor x̄(1) = x̄(2) ∼ x̄ e
aproximar ambos os termos no radical da expressão anterior para obter

r =

∑N−1
i=1 (xi − x̄)(xi+1 − x̄)∑N

i=1(xi − x̄)2
. (B.3)

Considerando que a dependência entre elementos de uma série temporal pode se estender
a pares de observações não consecutivas, podemos generalizar a medida anterior de autocor-
relação definindo a autocorrelação de lag k [64] como

r(k) =

∑N−k
i=1 (xi − x̄)(xi+k − x̄)∑N

i=1(xi − x̄)2
. (B.4)

Essa definição de autocorrelação representa uma maneira geral de estimarmos correlações em
uma série temporal. Tendo isso em mente, a tarefa de estimativa é simplificada expressando a
autocorrelação em termos de outra quantidade chamada autocovariância. A autocovariância
de lag k [64] pode ser definida por

c(k) =
1

N

N−k∑
i=1

(xi − x̄)(xi+k − x̄) (B.5)

e, consequentemente, a autocorrelação de lag k pode ser reescrita como

r(k) =
c(k)

c(0)
. (B.6)

Estimativas empíricas de interdependência feitas a partir dessa equação são importantes na
seleção de modelos probabilísticos apropriados à descrição de séries temporais. Coletiva-
mente, esses modelos probabilísticos são chamados de processos estocásticos [64].

Um processo estocástico (aleatório), denotado por {X(t), t∈T}, é uma coleção de variá-
veis aleatórias X(t) indexadas pela variável t que, usualmente, representa o tempo [65]. Caso
o conjunto T dos índices seja um conjunto enumerável, o processo é dito ser discreto [65].
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Caso T seja um intervalo da reta real, o processo é contínuo [65]. Nessa abordagem proba-
bilística, uma série temporal {x(t), t∈T} pode ser pensada como uma realização particular
de um processo estocástico [64].

Um processo estocástico pode ser definido pela distribuição de probabilidade conjunta
das variáveis aleatórias X(t1), X(t2), ..., X(tN) [66]. Para qualquer n > 1, podemos escrever
a distribuição acumulada

F (x1, x2, ..., xn; t1, t2, ..., tn) = P (X(t1) 6 x1, X(t2) 6 x2, ..., X(tn) 6 xn), (B.7)

na qual os índices t1, ..., tn representam instantes de amostragem do processo estocástico.
Por outro lado, um processo aleatório também pode ser especificado pelos momentos dessa
distribuição [66]. Mais especificamente, os momentos da distribuição são

mq(q1, q2, ..., qn; t1, t2, ..., tn)=

∫ ∞
−∞

∫ ∞
−∞

...

∫ ∞
−∞

xq11 x
q2
2 ...x

qn
n f(x1, x2, ..., xn)dx1dx2...dxn, (B.8)

com q =
∑n

i=1 qi representando a ordem do momento e f(x1, x2, ..., xn) representando a
função densidade de probabilidade do processo aleatório [66]. Entretanto, notada a com-
plexidade de determinação tanto da distribuição (Eq. B.7) quanto dos momentos (Eq. B.8),
é comum avaliarmos apenas os primeiros momentos da distribuição, notadamente, média,
variância e autocovariância [64,66].

A média e variância de um processo estocástico são definidas como

µ(t) = E{X(t)} (B.9)

e
γ(t) = Var{X(t)} = E{[X(t)− µ(t)]2}, (B.10)

enquanto a função de autocovariância é expressa por

γ(ti, tj) = Cov{X(ti), X(tj)}

= E{[X(ti)− µ(ti)][X(tj)− µ(tj)]}.
(B.11)

Uma importante distinção entre processos estocásticos diz respeito à estacionariedade
do processo. Um processo estocástico é dito estritamente estacionário se as distribuições de
probabilidade deX(t1), X(t2), ..., X(tn) eX(t1+τ), X(t2+τ), ..., X(tn+τ) são as mesmas [66],
ou seja,

F (x1, x2, ..., xn; t1, t2, ..., tn) = F (x1, x2, ..., xn; t1 + τ, t2 + τ, ..., tn + τ) (B.12)

para quaisquer t1, ..., tn e τ em T [66]. Especificamente, para o primeiro e segundo momento
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do processo estocástico, estacionariedade estrita implica em valores constantes de média e
variância para o processo [64], isto é,

µ(t) = E{X(t)} = µ (B.13)

e
γ(t) = E{X2(t)} − µ2 = σ2, (B.14)

sendo µ e σ constantes. A função de autocovariância, por sua vez, passa a ser função apenas
do lag k entre duas observações [64] e tem a forma

γ(k) = Cov{X(t), X(t+ k)}

= E{X(t)X(t+ k)} − µ2.
(B.15)

Outra definição possível de estacionariedade, menos restritiva, é chamada de estacio-
nariedade fraca ou de segunda ordem. Um processo estocástico é fracamente estacionário
ou estacionário de segunda ordem caso sua média seja constante, sua variância finita e sua
função de autocovariância dependa somente do lag entre duas observações [64,66]. Matema-
ticamente, essas condições são expressas por

µ(t) = E{X(t)} = µ, (B.16)

E{X2(t)} <∞ (B.17)

e
γ(k) = E{X(t)X(t+ k)} − µ2. (B.18)

Um detalhe interessante acerca das definições anteriores é que estacionariedade estrita
não implica necessariamente em estacionariedade fraca, pois um processo estocástico pode
ser estritamente estacionário e não satisfazer E{X2(t)} <∞ [66]. Também, estacionariedade
estrita resulta de uma condição imposta à distribuição de probabilidade conjunta que carac-
teriza o processo aleatório (Eq. B.11), enquanto estacionariedade fraca ou de segunda ordem
resulta de restrições nos momentos dessa distribuição [64,66]. Uma classe particular de pro-
cessos estocásticos para os quais estacionariedade de segunda ordem implica em estacionarie-
dade estrita, são os processos estocásticos gaussianos ou normais [64,66]. Esses processos re-
cebem esse nome porque a distribuição de probabilidade conjunta de X(t1), X(t2), ..., X(tN)

é normal.
Estabelecida a estacionariedade de um processo aleatório, é interessante investigar a

extensão de suas autocorrelações, isto é, investigar se as correlações entre as variáveis alea-
tórias que constituem o processo apresentam um tempo típico de decaimento. A função de
autocorrelação teórica de um processo estocástico é definida, similarmente à sua equivalente
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empírica (Eq. B.6), como

ρ(k) =
γ(k)

γ(0)
. (B.19)

A investigação acerca da extensão da interdependência entre variáveis do processo passa por
analisar a convergência da integral da função de autocorrelação [67], isto é,∫ ∞

0

ρ(k)dk. (B.20)

Caso essa integral convirja, existe uma escala típica de tempo em que as variáveis são corre-
lacionadas e o processo estocástico é dito apresentar correlações de curto alcance ou memória
de curto prazo [67]. Uma função de autocorrelação ρ(k) = e−k/τc tem a constante τc como
medida característica do tempo de decaimento das autocorrelações. Caso a integral divirja,
não existe uma constante que representa uma escala típica de tempo para as correlações e
o processo estocástico é dito apresentar correlações de longo alcance ou memória de longo
prazo [67]. Funções de autocorrelação tipo lei de potência ρ(k) ∼ k−α, sendo 0 < α 6 1 o
expoente da lei de potência, são típicas de processos com correlações de longo alcance.

B.2 Movimento browniano fracionário

O movimento browniano fracionário Bh(t) é um processo estocástico contínuo, autossimi-
lar1 e não estacionário introduzido por Mandelbrot e Van Ness [24]. Esse processo aleatório
pode ser representado pela integral estocástica

Bh(t) = Bh(0) +
1

Γ(h+ 1
2
)

{∫ 0

−∞
[(t− s)h−

1
2 − (−s)h−

1
2 ] dB(s)

+

∫ t

0

(t− s)h−
1
2 dB(s)

}
,

(B.21)

na qual o integrando B(s) é o movimento browniano usual, Γ(x) =
∫∞
0
zx−1e−zdz é a função

gama e h∈(0, 1) é o parâmetro ou expoente de Hurst [24,69].
Os incrementos (diferenças) do movimento browniano fracionário Wh(t) = Bh(t + 1) −

Bh(t) definem um processo estocástico estacionário discreto chamado de ruído gaussiano fra-
cionário [68,69]. Esse ruído é um processo gaussiano, com cada uma das variáveis aleatórias
Wh(t1),Wh(t2), ... distribuídas de acordo com uma normal padrão. A função de autocovari-
ância desse processo estacionário é dada por [68,69]

γ(k) =
1

2
(|k − 1|2h − 2|k|2h + |k + 1|2h), (B.22)

1Por autossimilaridade nos referimos a igualdade em distribuição entre Bh(ct) e chBh(t) para c > 0. O
parâmetro h (expoente de Hurst) é o parâmetro de autossimilaridade do processo [68,69].
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com k representando a defasagem (lag) entre duas observações de Wh(t).
A depender do valor do expoente de Hurst, o ruído gaussiano fracionário pode ser cor-

relacionado de curto alcance, não correlacionado ou correlacionado de longo alcance [68,69].
Para evidenciar esses diferentes comportamentos, passamos a analisar o comportamento da
função γ(k) para valores grandes de k. Notamos, primeiramente, que usando g(x) = (1 −
x)2h−2+(1+x)2h podemos reescrever a função de autocovariância como γ(k) = 1

2
k2hg(1/k)

caso k > 1 [68]. Sendo assim, analisar o comportamento da função g para pequenos valores
de x é o mesmo que entender γ(k) quando k cresce. Usando aproximações binomiais de
segunda ordem em g encontramos

g(x) ∼ 1− 2hx+ h(2h− 1)x2 − 2 + 1 + 2hx+ h(2h− 1)x2

∼ 2h(2h− 1)x2,
(B.23)

quando x→ 0. Logo, podemos aproximar γ(k) = 1
2
k2hg(1/k) no limite k →∞ por

γ(k) ∼ h(2h− 1)k2h−2. (B.24)

A expressão anterior é positiva para valores de h > 1
2
e negativa para h < 1

2
, indicando que

o ruído fracionário gaussiano pode ser positiva ou negativamente correlacionado, respecti-
vamente. As correlações se anulam quando h = 1

2
, recuperando a independência entre os

incrementos de um movimento browniano usual. Ainda mais, para h > 1
2
, o expoente 2h− 2

da forma assintótica da função de autocovariância é menor que um e a integral da função
de autocorrelação não converge, tornando o processo correlacionado de longo alcance. Para
h < 1

2
, essa integral converge e o processo é anticorrelacionado de curto alcance.

B.3 Simulação do movimento browniano fracionário

Antes de descrevermos o procedimento que usamos na simulação de séries temporais
(amostras) de movimento browniano fracionário, apresentamos a generalização da distribui-
ção normal em n dimensões, também chamada de normal multivariada. Uma distribuição
normal multivariada é uma distribuição da forma [70]

f(x) =
1

(2π)
n
2 |Σ| 12

exp

{
−1

2
(x− µ)TΣ−1(x− µ)

}
, (B.25)

na qual os vetores coluna n-dimensionais x = (x1, x2, ..., xn) e µ = (µ1, µ2, ..., µn) represen-
tam vetores de variáveis e médias, respectivamente. A matriz Σ, chamada matriz de cova-
riância, é responsável pela interdependência entre as variáveis. Sua inversa Σ−1 é chamada
de matriz de precisão. Assim como uma distribuição normal unidimensional está associ-
ada a uma única variável aleatória X, uma distribuição normal multivariada representa a
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distribuição conjunta de um vetor ou uma coleção de variáveis aleatórias (X1, X2, ..., Xn).
Comparando com o caso unidimensional em que uma distribuição normal é caracterizada por
sua média e variância, a expressão anterior mostra que uma normal multivariada é definida
pelo vetor de médias e pela matriz de covariância.

Apresentada a distribuição normal multivariada, passamos a demonstrar a forma de suas
distribuições marginal e condicional, com base na referência [71]. Primeiramente, escrevemos
o vetor de variáveis x como

x =

(
x1

x2

)
, (B.26)

sendo x1 um vetor p-dimensional e x2 um vetor de dimensão q, com p+q = n. Analogamente,
reescrevemos as estruturas de média e covariância como

µ =

(
µ1

µ2

)
, (B.27)

com os vetores µ1 e µ2 de mesmas dimensões que x1 e x2, respectivamente, e

Σ =

(
Σ11 Σ12

Σ21 Σ22

)
. (B.28)

Os blocos Σ11 e Σ12 da matriz de covariância são matrizes quadradas de ordens p e q,
enquanto Σ21 e Σ22 têm dimensões q×p e p×q. Devido à simetria da matriz de covariância,
Σ12 = ΣT

21. A matriz de precisão, escrita em blocos, é representada por

Σ−1 =

(
Σ11 Σ12

Σ21 Σ22

)−1
=

(
Σ11 Σ12

Σ21 Σ22

)
, (B.29)

com cada um de seus blocos (Σ11,Σ12,Σ21,Σ22) tendo as mesmas dimensões dos respectivos
blocos de Σ.

Essas diferentes representações de x, µ e Σ nos ajudam a demonstrar os seguintes resul-
tados:

1. As distribuições marginais, f(x1) ou f(x2), de uma normal multivariada f(x) são,
também, normais multivariadas;

2. A distribuição condicional f(x1|x2) de x1 dado x2 é uma normal multivariada.

Para demonstrar esses resultados, reescrevemos o expoente (x−µ)TΣ−1(x−µ) usando
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as Eqs. B.26, B.27 e B.29 como

Q(x1,x2) =
(
x1 − µ1 x2 − µ2

)T(Σ11 Σ12

Σ21 Σ22

)(
x1 − µ1

x2 − µ2

)
= (x1 − µ1)

TΣ11(x1 − µ1) + (x1 − µ1)
TΣ12(x2 − µ2) +

(x2 − µ2)
TΣ21(x1 − µ1) + (x2 − µ2)

TΣ22(x2 − µ2).

(B.30)

Explorando a simetria de Σ, mais especificamente Σ12 = ΣT
21, e usando a propriedade comu-

tativa do produto escalar juntamente da identidade matricial BTAT = (AB)T, encontramos
que

(x1 − µ1)
TΣ12(x2 − µ2) = (x1 − µ1)

T(Σ21)T(x2 − µ2)

= (Σ21(x1 − µ1))
T(x2 − µ2)

= (x2 − µ2)
TΣ21(x1 − µ1).

(B.31)

Assim, o expoente Q(x1,x2) é reduzido a

Q(x1,x2) = (x1 − µ1)
TΣ11(x1 − µ1) + 2(x2 − µ2)

TΣ21(x1 − µ1) +

(x2 − µ2)
TΣ22(x2 − µ2).

(B.32)

Entretanto, precisamos representar Q em termos dos blocos da matriz de covariância, não
de sua inversa, para explicitar a forma gaussiana da distribuição marginal. Para tanto, passa-
mos a relacionar os respectivos blocos dessas matrizes. Vamos utilizar a seguinte identidade
para a inversa de uma matriz escrita em blocos [72]:(

A B

C D

)−1
=

(
(A−BD−1C)−1 −A−1B(D + CD−1B)−1

−D−1C(A−BD−1C)−1 (D−CA−1B)−1

)
. (B.33)

Essa identidade nos permite escrever os blocos de Σ−1 a partir dos blocos de Σ comparando
diretamente as Eqs. B.29 e B.33, ou seja,(

Σ11 Σ12

Σ21 Σ22

)−1
=

(
(Σ11 −Σ12Σ

−1
22 Σ21)

−1 −Σ−111 Σ12(Σ22 + Σ21Σ
−1
22 Σ12)

−1

−Σ−122 Σ21(Σ11 −Σ12Σ
−1
22 Σ21)

−1 (Σ22 −Σ21Σ
−1
11 Σ12)

−1

)

=

(
Σ11 Σ12

Σ21 Σ22

)
.

(B.34)
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Analisando a última igualdade, notamos que

Σ11 = (Σ11 −Σ12Σ
−1
22 Σ21)

−1, (B.35)

Σ21 = −Σ−122 Σ21(Σ11 −Σ12Σ
−1
22 Σ21)

−1, (B.36)

Σ22 = (Σ22 −Σ21Σ
−1
11 Σ12)

−1. (B.37)

Essas expressões para os blocos de Σ−1 introduzem considerável complexidade à Eq. B.32.
Por isso, antes de as substituirmos em Q, usamos a identidade de Woodbury2 [72] para
reescrever Σ22 como

Σ22 = Σ−122 + Σ−122 Σ21(Σ11 −Σ12Σ
−1
22 Σ21)

−1Σ12Σ
−1
22 , (B.38)

de modo que os blocos Σ11, Σ21 e Σ22 tenham um termo em comum.
Coletando esses resultados, podemos reescrever Q (Eq. B.32) como

Q(x1,x2) = (x1 − µ1)
T[(Σ11 −Σ12Σ

−1
22 Σ21)

−1](x1 − µ1) −

2(x2 − µ2)
T[−Σ−122 Σ21(Σ11 −Σ12Σ

−1
22 Σ21)

−1](x1 − µ1) +

(x2 − µ2)
T[Σ−122 + Σ−122 Σ21(Σ11 −Σ12Σ

−1
22 Σ21)

−1Σ12Σ
−1
22 ](x2 − µ2)

= (x2 − µ2)
TΣ−122 (x2 − µ2) +

(x2 − µ2)
T[Σ−122 Σ21(Σ11 −Σ12Σ

−1
22 Σ21)

−1Σ12Σ
−1
22 ](x2 − µ2) −

2(x2 − µ2)
T[Σ−122 Σ21(Σ11 −Σ12Σ

−1
22 Σ21)

−1](x1 − µ1) +

(x1 − µ1)
T(Σ11 −Σ12Σ

−1
22 Σ21)

−1(x1 − µ1).

(B.39)

Escrevendo u = Σ12Σ
−1
22 (x2 − µ2), v = (x1 − µ1) e A = (Σ11 −Σ12Σ

−1
22 Σ21)

−1, temos

Q(x1,x2) = (x2 − µ2)
TΣ−122 (x2 − µ2) + uTAu− 2uTAv + vTAv (B.40)

ou, ainda,
Q(x1,x2) = (x2 − µ2)

TΣ−122 (x2 − µ2) + (v − u)TA(v − u), (B.41)

2(A + CBD)−1 = A−1 −A−1C(B−1 + DA−1C)−1DA−1.
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assumindo que a matriz A é simétrica3. Mais explicitamente,

Q(x1,x2) = (x2 − µ2)
TΣ−122 (x2 − µ2) +

[(x1 − µ1)−Σ12Σ
−1
22 (x2 − µ2)]

TA[(x1 − µ1)−Σ12Σ
−1
22 (x2 − µ2)].

(B.42)

Para tornar essa expressão do expoente Q mais similar à sua forma original, definimos

m = µ1 + Σ12Σ
−1
22 (x2 − µ2) (B.43)

e
S = (Σ11 −Σ12Σ

−1
22 Σ21) (B.44)

para escrever

Q(x1,x2) = (x1 −m)TS−1(x1 −m) + (x2 − µ2)
TΣ−122 (x2 − µ2). (B.45)

A distribuição normal multivariada (Eq. B.25) pode ser reescrita como

f(x1,x2) =
1

(2π)
p
2 |Σ| 12

exp
{
− 1

2
(x1 −m)TS−1(x1 −m)

}
×

exp
{
− 1

2
(x2 − µ2)

TΣ−122 (x2 − µ2)
} (B.46)

3Sejam u e v vetores coluna e A uma matriz simétrica (A = AT). Logo,

uTAu− 2uTAv + vTAv = uTAu− uTAv − uTAv + vTAv

= uTA(u− v)− (uT − vT)Av

= uTA(u− v)− (u− v)TAv

= uTA(u− v)− (u− v)TAv

= uTA(u− v)− (u− v)TATv

= uTA(u− v)− (A(u− v))Tv

= uTA(u− v)− (A(u− v))Tv

= uTA(u− v)− vTA(u− v)

= (uT − vT)A(u− v)

= (u− v)TA(u− v)

= (v − u)TA(v − u).
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ou, expressando |Σ| em função de seus blocos4 (Eq. B.28),

f(x1,x2) =
1

(2π)
p
2 |S| 12

exp
{
− 1

2
(x1 −m)TS−1(x1 −m)

}
×

1

(2π)
q
2 |Σ22|

1
2

exp
{
− 1

2
(x2 − µ2)

TΣ−122 (x2 − µ2)
}
.

(B.47)

Finalmente, usando a forma anterior de f(x) podemos demonstrar que a distribuição
marginal ou reduzida de f(x2) é dada por

f(x2) =

∫
f(x1,x2)dx1 =

1

(2π)
q
2 |Σ22|

1
2

exp
{

(x2 − µ2)
TΣ−122 (x2 − µ2)

}
(B.48)

e que a distribuição condicional de x1 dado x2 é obtida fazendo

f(x1|x2) =
f(x1,x2)

f(x2)
=

1

(2π)
p
2 |S| 12

exp
{
− 1

2
(x1 −m)TS−1(x1 −m)

}
. (B.49)

Sendo assim, fica demonstrado que as distribuições marginal e condicional são normais mul-
tivariadas.

Retomando o propósito inicial de simular séries de movimento browniano fracionário,
observamos que diversos algoritmos para a simulação desse processo estocástico podem ser
encontrados na literatura [69]. O procedimento que escolhemos utilizar ao longo deste tra-
balho é um procedimento recursivo, conhecido como método de Hosking [52], o qual consiste
em calcular sucessivamente a distribuição de probabilidade condicional das variáveis alea-
tórias de um processo gaussiano estacionário de média zero [69], como o ruído gaussiano
fracionário. Amostras (séries temporais) de movimento browniano fracionário são obtidas
da soma acumulada de amostras desse ruído.

Sejam as variáveis aleatórias {Xn, Xn−1, ..., X1, X0} um ruído gaussiano fracionário. A
distribuição de probabilidade conjunta f(x), que define o processo e dá origem a suas amos-
tras, é da forma

f(x) =
1

(2π)
n+1
2 |Γn|

1
2

exp
{
− xTΓ−1n x

2

}
, (B.50)

sendo x = (xn, xn−1, ..., x1, x0) um vetor (coluna) de variáveis mudas e Γn a matriz de
4O determinante de uma matriz bloco M pode ser escrito como [72]:

det M = det

(
A B
C D

)
= det(D)det(A−BD−1C).

68



covariância. Explicitamente, essa matriz é escrita como

Γn =



γ(0) γ(1) γ(2) · · · γ(n)

γ(1) γ(0) γ(1) · · · γ(n− 1)

γ(2) γ(1) γ(0) · · · γ(n− 2)
...

...
... . . . ...

γ(n) γ(n− 1) γ(n− 2) · · · γ(0)


(n+1)×(n+1)

(B.51)

ou, ainda, Γn = (γ(|i − j|))i,j=0,...,n, de modo que cada elemento γ(|i − j|) dessa matriz
simétrica é calculado a partir da função de autocovariância do ruído gaussiano fracioná-
rio (Eq. B.22). Consequentemente, se estendermos a duração do processo, a distribuição
conjunta das variáveis aleatórias {Xn+1, Xn, ..., X1, X0} é

f(y) =
1

(2π)
n+2
2 |Γn+1|

1
2

exp
{
−

yTΓ−1n+1x

2

}
, (B.52)

sendo y = (xn+1, xn, ..., x1, x0) um vetor de variáveis mudas e Γn+1 a correspondente matriz
de covariância. Desse modo,

y =

(
xn+1

x

)
(B.53)

e a distribuição condicional f(xn+1|x) é normal (comparando B.52 com B.25, B.48 e B.49).
Queremos mostrar que essa distribuição é completamente determinada por x e Γn e que,
portanto, podemos estender o processo estocástico calculando recorrentemente essa distri-
buição.

Com esse objetivo, definimos o vetor (coluna) de covariância cn, cuja k-ésima componente
é igual a γ(k + 1) (Eq. B.22), como

cn =



γ(1)

γ(2)

γ(3)
...

γ(n+ 1)


(n+1)×1

, (B.54)

sendo o vetor linha cT
n obtido da transposição de cn. Definimos também a matriz antidiagonal

Fn = (1(i = n − j))i,j=0,...,n cuja função indicadora5 1(i = n − j) define seus elementos. A
matriz Fn, quando multiplicada pela direita por um vetor coluna, inverte esse vetor, de

5Uma função indicadora é definida como sendo igual a 1 quando a condição que define a função é satisfeita
e 0 caso contrário. Especificamente, 1(i = n− j) é igual a 1 quando o índice de linha i de um elemento de
Fn é igual à subtração do número n de linhas dessa matriz e de seu índice de coluna j. Caso essa condição
não seja verificada, a função indicadora é igual a 0.
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modo que a última componente do vetor se torna a primeira, a penúltima se torna a segunda
e assim sucessivamente. Quando Fn é multiplicada à esquerda por um vetor linha, uma
inversão similar acontece. Explicitamente, temos

Fn =



1(0 = n) · · · 1(0 = n− (n− 1)) 1(0 = n− n)

1(1 = n) · · · 1(1 = n− (n− 1)) 1(1 = n− n)
... . . . ...

...
1(n− 1 = n) · · · 1(n− 1 = n− (n− 1)) 1(n− 1 = n− n)

1(n = n) · · · 1(1 = n− (n− 1)) 1(n = n− n)


. (B.55)

Feitas essas definições, podemos escrever

Γn+1 =

(
1 cT

n

cn Γn

)
(B.56)

=

(
Γn Fncn

cT
nFn 1

)
(B.57)

e, definindo dn = Γ−1n cn e σ2
n = 1 − cT

nΓ−1n cn, encontramos as seguintes expressões6 para a
matriz de precisão:

Γ−1n+1 =
1

σ2
n

(
1 −dT

n

−dn σ2
nΓ
−1
n + dnd

T
n

)
(B.58)

=
1

σ2
n

(
σ2
nΓ
−1
n + Fndnd

T
nFn −Fndn

−dT
nFn 1

)
. (B.59)

Definindo ainda

µn = cT
nΓ−1n


xn
...
x1

x0

 = dT
n


xn
...
x1

x0

 , (B.60)

o expoente da distribuição de probabilidade conjunta do processo (Eq. B.52) pode ser rees-
crito como

(
xn+1 xT

)
Γ−1n+1

(
xn+1

x

)
=

(xn+1 − dTx)2

σ2
n

+ xTΓ−1n x (B.61)

=
(xn+1 − µn)2

σ2
n

+ xTΓ−1n x. (B.62)

6A primeira dessas igualdades segue diretamente da Eq. B.56 em conjunto com a identidade da Eq. B.33.
A obtenção da segunda expressão, que segue da Eq. B.57, é consideravelmente mais complicada e passa pela
utilização de outra identidade para a inversão em blocos de Γn+1 e de condições de simetria e propriedades
específicas das matrizes Γn e Fn.
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Logo, a distribuição de probabilidade conjunta (Eq. B.52) é dada por

f(y) =
1

(2π)
n+2
2 |Γn+1|

1
2

exp
{
− xTΓ−1n x

2
− 1

2

(xn+1 − µn)2

σ2
n

}
, (B.63)

e a distribuição condicional de xn+1, dada uma realização particular do processo estocástico
(comparando a Eq. B.63 com as Eqs. B.46 e B.49), é

f(xn+1|x) =
1

(2πσ2
n)

1
2

exp
{
− 1

2

(xn+1 − µn)2

σ2
n

}
. (B.64)

Essa distribuição é uma normal7 de média µn e variância σ2
n e fica completamente definida

por x e Γn. Note, contudo, que é a matriz de precisão Γ−1n que surge no cálculo de µn e σn,
o que implica em uma operação de inversão matricial a cada passo ao longo da geração de
uma amostra. O procedimento de Hosking [52,69] tem como mérito evitar essa operação de
inversão. Mais precisamente, esse método consiste em usar as recorrências

dn+1 =

(
dn − φnFndn

φn

)
(B.65)

e
σ2
n+1 = σ2

n −
(γ(n+ 2)− τn)2

σ2
n

, (B.66)

sendo definidos os escalares τn = dTnFncn = cTnFndn e

φn =
γ(n+ 2)− τn

σ2
n

(B.67)

para calcular a média e variância necessárias para a determinação das distribuições condicio-
nais de Xn+2, Xn+3, ... evitando a operação de inversão da matriz de covariância. A Eq. B.65

7As definições anteriores de µn e σn não são arbitrárias ou, simplesmente, convenientes, mas decorrem
das Eqs. B.43 e B.44 fazendo µn = m (com µ1 = µ2 = 0) e σn = S (com Σ = Γn).
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é encontrada usando a Eq. B.59 e as definições de cn+1 e dn+1:

dn+1 = Γ−1n+1cn+1

=
1

σ2
n

(
σ2
nΓ
−1
n + Fndnd

T
nFn −Fndn

−dT
nFn 1

)(
cn

γ(n+ 2)

)

=
1

σ2
n

(
σ2
nΓ
−1
n cn + Fndnd

T
nFncn − Fndnγ(n+ 2)

−dT
nFncn + γ(n+ 2)

)

=
1

σ2
n

(
σ2
ndn + Fndnτn − Fndnγ(n+ 2)

γ(n+ 2)− τn

)

=

(
dn + φnFndn

φn

)
.

(B.68)

A segunda recorrência, também decorre da Eq. B.59 e das definições de dn+1 e cn+1:

σ2
n+1 = 1− cT

n+1dn+1

= 1− 1

σ2
n

(
cT
n γ(n+ 2)

)(σ2
ndn + Fndnτn − Fndnγ(n+ 2)

γ(n+ 2)− τn

)
= 1− 1

σ2
n

(
σ2
nc

T
ndn + cT

nFndnτn −

cT(n)F(n)d(n)γ(n+ 2)γ2(n+ 2)− γ(n+ 2)τn

)
= 1− 1

σ2
n

(
σ2
n(1− σ2

n) + τ 2n − τnγ(n+ 2)− γ(n+ 2)τn + γ2(n+ 2)
)

= 1− 1

σ2
n

(
σ2
n(1− σ2

n) + τ 2n − 2τnγ(n+ 2) + γ2(n+ 2)
)

= 1− (1− σ2
n) +

(γ(n+ 2)− τn)2

σ2
n

= σ2
n +

(γ(n+ 2)− τn)2

σ2
n

.

(B.69)

Sendo assim, a simulação de uma amostra de ruído gaussiano fracionário começa com
o sorteio de um número aleatório x0 obtido de uma distribuição normal de média zero e
variância unitária. Em seguida, os parâmetros da distribuição condicional deX1 são avaliados
usando as recorrências anteriores, ou seja, µ0 = d0x0 = γ(1)x0, σ2

0 = 1−cT
0 Γ−10 c0 = 1−γ2(1)

e τ0 = dT
0 F0c0 = γ2(1). Na sequência, outro número aleatório x1 é sorteado da distribuição

condicional f(x1|x0). Repetindo esse procedimento para x2, x3, ... obtemos uma amostra de
ruído gaussiano fracionário {xt}t=0,...,n. Uma amostra de movimento browniano fracionário
{yt}t=0,...,n é obtida da soma acumulada do ruído, isto é, yt =

∑t
i=0 xi.
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APÊNDICE C

Métodos de aprendizagem estatística

C.1 Aprendizagem estatística e algoritmo k -primeiros vi-

zinhos

Algoritmos de aprendizagem estatística têm como objetivo extrair informação de con-
juntos de dados [54,73]. Considerando, por exemplo, as variáveis Y (variável dependente ou
resposta) e X (variável independente ou preditora) e um conjunto de observações {(x1, y1),
(x2, y2), ..., (xN , yN)}, em geral, estamos interessados em estabelecer uma relação do tipo

ŷ = f̂(X = x∗), (C.1)

na qual ŷ representa uma estimativa da variável Y obtida a partir de f̂ quando X assume o
valor x∗. A estimativa da função f̂ é a essência dos métodos de aprendizagem estatística [54].

Uma distinção entre algoritmos de aprendizagem estatística pode ser estabelecida se-
gundo diferenças no processo de aprendizagem. Por exemplo, quando os valores da variável
dependente Y são conhecidos, a avaliação da precisão das predições é feita pela comparação
direta entre os valores preditos e observados. Nesse caso, o processo de aprendizagem é dito
supervisionado. O algoritmo de k-primeiros vizinhos, que infere a classe/valor da resposta
de uma observação com base em um modelo construído usando observações prévias, cons-
titui um exemplo de método supervisionado [54, 73]. Contrariamente, caso os valores de Y
não sejam conhecidos, o processo de aprendizado é dito não supervisionado. Procedimentos
de clustering, os quais tentam agrupar observações em categorias distintas a partir de suas
características (preditores), constituem exemplos de algoritmos não supervisionados [54,73].

Outra importante distinção entre esses métodos de aprendizagem estatística passa pelo
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tipo da variável Y . Caso a variável Y assuma valores dentro de um conjunto finito de
classes ou categorias possíveis, dizemos que a tarefa de previsão de Y é uma tarefa de
classificação [54,73]. Caso Y assuma valores numéricos contínuos, dizemos que a tarefa é de
regressão [54,73]. O método de k-primeiros vizinhos representa um exemplo conveniente de
algoritmo que pode ser usado nesses dois tipos de tarefas [54,73].

O algoritmo classificador de k-primeiros vizinhos prediz uma classe ou categoria ŷ para
a resposta Y de uma observação X = x∗ usando um número k de observações vizinhas.
Esses vizinhos são os pontos mais próximos (de acordo com alguma medida de distância,
por exemplo, a distância euclidiana) em um espaço abstrato de mesma dimensão que a va-
riável preditora X1 [54]. O algoritmo infere uma distribuição de probabilidade a partir da
vizinhança de uma observação x∗ e prediz como resposta ŷ a classe mais provável dessa vizi-
nhança [54,73]. Posto de outra forma, esse algoritmo funciona segundo o “voto da maioria”,
em que a classe mais popular entre os vizinhos de x∗ é atribuída a ŷ (Figura C.1a). O desem-
penho do classificador de k-primeiros vizinhos pode ser medido pela fração de classificações
corretas [54].

Quando usado em tarefas de regressão, o método de k-primeiros vizinhos atribui um valor
numérico ŷ à resposta Y de uma observação X = x∗ seguindo a mesma estratégia de avaliar
os valores de sua vizinhança. Denotando o conjunto dos k primeiros vizinhos de x∗ por N ∗,
o valor estimado para a resposta dessa observação é

ŷ = f̂(x∗) =
1

k

∑
xi∈N ∗

yi, (C.2)

na qual xi e yi representam os valores observados para os preditores e resposta do i-ésimo
vizinho de x∗. Sendo assim, é atribuído a ŷ o valor médio das respostas dos vizinhos de x∗

(Figura C.1b). A avaliação das predições e, consequentemente, da qualidade do ajuste de
k-primeiros vizinhos, pode ser feita usando o coeficiente de determinação R2 definido pela
expressão [54]

R2 = 1− SQtot

SQres

, (C.3)

sendo SQres =
∑n

i=1(yi− ŷi) a chamada soma residual de quadrados e SQtot =
∑n

i=1(yi− ȳ)

a soma total de quadrados. A soma total de quadrados quantifica a variabilidade intrínseca
ao conjunto de dados enquanto a soma residual de quadrados representa uma medida da
quantidade de variabilidade que permanece não explicada após a regressão. Desse modo,
o coeficiente de determinação mede a quantidade de variação da resposta que é explicada
pelos preditores [54]. Esse coeficiente tem seu máximo igual a 1 quando a regressão explica a
dependência entre Y e X perfeitamente e é igual a 0 caso a predição da variável independente

1A variável preditora pode ser um vetor X = (X1, X2, ...Xn) com n características preditivas da variável
dependente Y . Desse modo, essas características formam um espaço n dimensional no qual a localização de
uma observação é determinada pelas componentes de x∗ = (x∗1, x

∗
2, ...x

∗
n).
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Figura C.1: Classificação e regressão de primeiros vizinhos. Uma observação x∗ =
(x∗1, x

∗
2) e seus primeiros vizinhos são localizados em um espaço bidimensional associado

à variável independente X = (X1, X2). (a) Em uma tarefa de classificação, quando
a resposta de x∗ pertence a uma das classes no conjunto {“quadrado”, “triângulo”}, a
predição de primeiros vizinhos resulta em ŷ igual a “quadrado” quando k = 3 e igual
a “triângulo” para k = 5. (b) Em uma tarefa de regressão, quando os vizinhos de x∗
assumem valores numéricos (mostrados na figura), obtemos ŷ = 2 quando k = 3 e
ŷ = 2,2 para k = 5.

seja sempre igual ao valor médio do conjunto de dados (ŷi = ȳ). O coeficiente de determina-
ção também pode assumir valores negativos, indicando uma regressão arbitrariamente ruim.

C.2 Aplicação do algoritmo de k -primeiros vizinhos à es-

timativa do expoente de Hurst

A fim de prever o expoente de Hurst de séries de movimento browniano fracionário (Se-
ção 2.3 do Capítulo 2), desenvolvemos uma tarefa de regressão e aplicamos o algoritmo de
k-primeiros vizinhos [74]. Para tanto, usamos um ensemble de 4100 amostras desse pro-
cesso estocástico, 100 amostras para cada h∈ {0,10; 0,12; 0,14; ...; 0,90}, e mapeamos todas
essas séries temporais em redes complexas, mais especificamente, redes ordinais (d = 2)
e grafos de quantil (q = 50). A partir dessas redes complexas, extraímos variáveis predi-
toras do expoente de Hurst: o caminho mais curto pesado médio (〈l〉) das redes ordinais
e o grau médio (〈k〉) dos grafos de quantil. Desse modo, obtivemos os conjuntos de da-
dos {(〈l〉1, h1), ..., (〈l〉4100, h4100)} e {(〈k〉1, h1), ..., (〈k〉4100, h4100)}, mostrados na Figura C.2.
Uma vez que o processo de aprendizagem do método de k-primeiros vizinhos é supervisio-
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Figura C.2: Medidas de redes complexas e o expoente de Hurst. (a) Pares ordena-
dos {(〈k〉1, h1), ..., (〈k〉4100, h4100)} utilizados no treinamento dos modelos de k-primeiros
vizinhos. Notamos que o grau médio 〈k〉 dos grafos de quantil diminui (em média) com
o aumento do expoente de Hurst h. (b) Pares ordenados {(〈l〉1, h1), ..., (〈l〉4100, h4100)}
usados no treinamento de um modelo de k-primeiros vizinhos. O caminho mais curto
pesado médio 〈l〉 das redes ordinais diminui (em média) com o aumento do expoente de
Hurst h.

nado, separamos aleatoriamente 75% dos pares ordenados de cada um dos conjuntos para o
procedimento de treinamento (conjuntos de treino) do algoritmo. Os 25% restantes foram
separados para testar (conjuntos de teste) a precisão do modelo final extraído dos dados.

Para encontrar os melhores modelos de primeiros vizinhos para previsão do expoente de
Hurst, procuramos pelo melhor número k de vizinhos a ser usado. Para tanto, avaliamos
o desempenho do algoritmo para k∈{1, 2, 3, ..., 499} usando um procedimento de validação
cruzada em cinco camadas [54, 73]. Nesse procedimento, cujos resultados são mostrados na
Figura C.3, um conjunto de treino é dividido em cinco subconjuntos sendo quatro desses sub-
conjuntos usados no processo de treinamento do modelo e o subconjunto restante (chamado
de conjunto de validação) usado para avaliar o desempenho do modelo treinado. Repetido
esse procedimento cinco vezes (de modo que cada subconjunto seja usado para validação), o
valor ótimo de k é aquele cujo modelo treinado apresenta o melhor desempenho médio sobre
os cinco conjuntos de validação. Para os dois modelos treinados, os valores de k = 156 (grafos
de quantil) e k = 94 (redes ordinais) foram usados nos modelos finais. Em seguida, aplica-
mos os melhores modelos treinados aos seus respectivos conjuntos de teste. Os coeficientes
de determinação obtidos foram R2 = 0,935 (grafos de quantil) e R2 = 0,977 (redes ordinais),
indicando que o grau médio 〈k〉 dos grafos de quantil e o caminho mais curto médio pesado
〈l〉 das redes ordinais são bons preditores do expoente de Hurst. Além disso, a Figura C.3
mostra que o desempenho do algoritmo é bastante estável para um intervalo considerável
de valores de k. Vale notar ainda que o desempenho do modelo final é sempre melhor (em
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Figura C.3: Otimização do número de k-primeiros vizinhos. Coeficiente de determi-
nação R2 para modelos de k-primeiros vizinhos utilizando como variáveis preditoras do
expoente de Hurst h (a) o grau médio dos grafos de quantil e (b) o caminho mais curto
pesado médio das redes ordinais. As linhas sólidas representam o valor médio do coefi-
ciente de determinação nos conjuntos de treino (em vermelho) e validação (em azul) e a
região sombreada indica a banda de confiança de um desvio padrão. As linhas verticais
tracejadas indicam os valores ótimos de k para cada um dos modelos.

média) no conjunto de treino do que no conjunto de validação e que a proximidade entre
essas duas curvas é um bom indicativo de que o algoritmo escolhido é adequado para a tarefa
de previsão de h a partir de medidas de redes complexas.
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APÊNDICE D

Análise de flutuação destendenciada

O método de análise de flutuação destendenciada (DFA — Detrended Fluctuation Analy-
sis) é um procedimento muito utilizado para a estimativa de autocorrelações de longo alcance
em séries temporais [55]. No caso de amostras de ruído gaussiano fracionário, em que a ex-
tensão das autocorrelações é controlada pelo expoente de Hurst, o método DFA pode ser
usado na estimativa desse parâmetro [56].

De posse de uma série temporal {xt}t=1,...,N , o primeiro passo do método DFA consiste
em obter a série integrada {yt}t=1,...,N , sendo

yi =
i∑

j=1

xj. (D.1)

Em seguida, dividimos a série integrada em partições (janelas) não sobrepostas contendo s
elementos e ajustamos polinômios1 a cada uma dessas partições a fim de remover tendências
locais na série integrada. Tomando a diferença entre a série integrada e os polinômios
ajustados obtemos uma série destendenciada {zt}t=1,...,N . Como próximo passo, calculamos
a variância de cada um dos ν-ésimos segmentos da série destendenciada, isto é,

F 2
s (ν) = 〈z2i 〉 =

1

s

s∑
i=1

z2(ν−1)s+i. (D.2)

Finalmente, avaliamos o desvio padrão da variância dos segmentos destendenciados, também
1Nos resultados apresentados neste trabalho, polinômios de primeiro grau foram ajustados às partições

usando o método de mínimos quadrados. Além disso, o tamanho da maior partição usada é ≈ N/4 [55].
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chamado de função de flutuação [75] e definido como

F (s) =

 1

N/s

N/s∑
ν=1

F 2
s (ν)

 1
2

. (D.3)

Caso a série temporal {xt}t=1,...,N seja correlacionada de longo alcance, a função de flutuação
segue uma lei de escala da forma [75]

F (s) ∼ sα. (D.4)

Para explicitar a relação entre o expoente α da função de flutuação, autocorrelações de
longo alcance e o expoente de Hurst h, passamos a considerar uma série temporal {xt}t=1,...,N

estacionária e de média zero. Nesse caso, zi = yi e temos

〈y2i 〉 =

〈(
i∑

j=1

xj

)(
i∑

k=1

xk

)〉

=

〈
i∑

j=1

x2j

〉
+ 2

〈
i∑

j=1
k>j

xjxk

〉

=
i∑

j=1

〈x2j〉+ 2
i∑

j=1
k>j

〈xjxk〉

= i〈x2j〉+ 2
i∑

j=1
k>j

c(|k − j|)

= i〈x2j〉+ 2
i−1∑
k=1

(i− k)c(k),

(D.5)

na qual 〈xjxk〉 = c(|k − j|) representa a autocovariância (Eq. B.5). Supondo i � 1 e
que a função de autocovariância é do tipo c(k) ∼ k−γ, com 0 < γ < 1, podemos usar as
aproximações

i−1∑
j=1

c(k) ∼
i∑

j=1

k−γ ∼
∫ i

1

k−γdk ∼ i1−γ (D.6)

e
1−i∑
j=1

kc(k) ∼
i∑

j=1

k1−γ ∼
∫ i

1

k1−γdk ∼ i2−γ. (D.7)

Sendo assim, o comportamento assintótico de 〈y2i 〉 é da forma

〈y2i 〉 ∼ i〈x2j〉+ i−γ + i2−γ ∼ i2−γ, (D.8)
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na qual o termo i2−γ é dominante para 0 < γ < 1. Supondo que i faça o papel de s e
substituindo na Eq. D.4, obtemos

F (s) ∼ s1−
γ
2 . (D.9)

Comparando a expressão anterior e a Eq. D.4, temos α = 1 − γ
2
. Se 1

2
< h < 1, o ruído

gaussiano fracionário é correlacionado de longo alcance e γ = 2 − 2h (Eq. B.24). Conse-
quentemente, obtemos α = h. Além disso, é possível mostrar que a relação α = h vale para
todo h∈ (0, 1) [76]. Para o movimento browniano fracionário, um processo estocástico não
estacionário, temos α = h+ 1 [77].
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